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Resumo

Inferência de redes de regulação gênica a partir de dados de expressão esparsos e na pre-

sença de ruído ainda é um desa�o nos dias de hoje. Nesse trabalho, foram utilizados dois

Algoritmos de Estimação de Distribuição distintos para inferir uma Rede de Regulação

Gênica. A �m de avaliá-los, os algoritmos foram aplicados em três tipos de dados: (i) da-

dos simulados a partir de uma distribuição Gaussiana multivariada, (ii) dados simulados

a partir de um simulador realista, GeneNetWeaver e (iii) dados a partir de experimentos

de citometria de �uxo. Os métodos de inferências em questão apresentam um desem-

penho comparável com algoritmos de inferência tradicionais em termos de precisão na

reconstrução da rede.

Palavras-chave: Redes de Regulação Gênica, Algoritmo de Estimação de Distribui-

ção, Redes Bayesianas.



Abstract

Inference of Gene Regulatory Networks from sparse and noisy expression data is still a

challenge nowadays. In this work two di�erent Estimation of Distribuition Algorithms

were used to infer Gene Regulatory Networks. In order to evaluate them, the algorithms

were applied to three types of data: (i) data simulated from a multivariate Gaussian

distribution, (ii)data simulated from a realistic simulator, GeneNetWeaver and (iii) data

from �ow cytometry experiments. The proposed inference method shows a performance

comparable with traditional inference algorithms in terms of the network reconstruction

accuracy.

Keywords: Gene Regulatory Networks, Estimation of Distribution Algorithm, Baye-

sian Networks
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Capítulo 1

Introdução

Todas as células dos organismos vivos carregam o mesmo conjunto de genes. Entretanto,

elas possuem propriedades e funcionalidades distintas, devido a quais genes estão sendo

expressos. Quando se diz que um gene é expresso, signi�ca que os produtos do genes fun-

cionais são sintetizados em produtos �nais, como por exemplo as proteínas. As proteínas

são compostas por aminoácidos que são ligados entre si através de ligações peptídicas.

Elas desempenham papel fundamental nos organismos como: catalização de reações bi-

oquímicas, defesa do organismo, ativação ou desativação de determinado conjunto de

genes e apoio em funções estruturais [AZ12].

Compreender o funcionamento do sistema celular é um dos grandes desa�os na Biologia

Computacional. A importância dos genes nesse sistema é conhecida e, entender as relações

entre eles, pode trazer inúmeros benefícios. Por exemplo, pode ser possível rastrear o

desenvolvimento de um câncer em uma célula, o aparecimento de outras doenças além de

fornecer soluções para tratá-las.

Nesses últimos anos, os avanços tecnológicos na área Genômica têm gerado enormes

quantidades de dados que, manualmente, não são possíveis de serem analisados. Uma

maneira de capturar como os genes interagem entre si dentro do organismo é através de

uma Rede de Regulação Gênica (Gene of Regulatory Network - GRN).

Existem diversos métodos diferentes que podem ser utilizados para modelar essas re-

des. O modelo mais detalhado e �el para representar a GRN é os sistemas de equações

diferenciais [Wer07]. Porém, a utilização desse modelo requer uma enorme quantidade

de conhecimento prévio sobre o sistema sob investigação. Outra alternativa é a utiliza-
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ção de métodos de agrupamento que, apesar de seu baixo custo computacional, não são

adequados para inferir a estrutura detalhada das vias de sinalização bioquímicas.

Neste trabalho foi analisada a aplicação de dois Algoritmos de Estimação de Distri-

buição (Estimation of Distribution Algorithm - EDA) distintos na tarefa de inferir GRNs

modeladas como Redes Bayesianas (Bayesian Networks - BN). O primeiro algoritmo foi

proposto em [Emm07] e emprega o uso de algoritmo de agrupamento. O segundo foi pro-

posto neste trabalho e envolve duas populações e um operador de similaridade utilizado

para comparar soluções criadas com a população. Foi utilizado um esquema de inferência

baseada em pontuação em que a mesma é atribuída a um determinado modelo conside-

rando os dados observados. Para avaliar o desempenho do algoritmo, foram empregados

três fontes distintas de dados: (i) dados gerados a partir de uma distribuição Gaussiana

multivariada, (ii) dados gerados com a ferramenta GeneNetWeaver e (iii) dados reais a

partir de experimentos de citometria de �uxo.

A estrutura deste trabalho esta organizada da seguinte forma: a próxima seção apre-

senta conceitos básicos das áreas de estudo exigidas para o desenvolvimento do algoritmo.

No Capítulo 3, serão detalhadas as informações sobre o algoritmo proposto. Uma avalia-

ção sobre a aplicação do algoritmo é apresentada no Capítulo 4. Finalmente, no Capítulo

6 são feitas as considerações �nais sobre este trabalho.



Capítulo 2

Fundamentação Teórica

2.1 Aspectos Biológicos de Redes de Regulação Gênica

2.1.1 Estrutura do DNA

O ácido desoxirribonucleico (deoxyribonucleic acid - DNA) é um polímero formado por

longas sequências de nucleótideos. Os nucleótideos são compostos por três componentes

como ilustrado na Figura 2.1: um açúcar desoxirribose, que é uma pentose, um radical

fosfato, proveniente do ácido fosfórico e uma base nitrogenada [AZ12]. No DNA, a base

nitrogenada é ligada ao carbono 1' da pentose, e um ou até três grupos de fosfatos são

ligados ao carbono 5' da pentose. O primeiro grupo ligado é denominado α (alfa), o

segundo β (beta) e o terceiro γ (gama). No RNA, a desoxirribose é substituída pela

ribose.

A Figura 2.2 ilustra os quatro tipos principais de bases nitrogenadas: citosina (C),

timina (T ), adenina (A) e guanina (G). Adenina e guanina são compostos de anel duplo

classi�cadas como base púricas (derivadas da purinas) e estão presentes tanto no DNA

quanto no RNA. A citosina e a timina, classi�cadas como base pirimídicas (derivadas de

pirimidinas), são compostos de anel único e estão presentes no DNA. No RNA, a uracila

(U) é encontrada no lugar da timina (T ).

Os nucleotídeos formam cadeias através de ligações covalentes entre si. São estabe-

lecidas pontes fosfodiéster entre o radical fosfato (5'-PO4) e o grupamento hidroxílico

(3'-OH) do carbono 3' do nucleótideo seguinte. Essa característica de�ne a orientação

17
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Figura 2.1: Estrutura geral de um Nucleótideo. A base nitrogenada é ligada ao carborno

1' da pentose e o radical fosfato é ligado ao carbono 5'. [Adaptado de [AZ12]]

Figura 2.2: Tipos de Bases Nitrogenadas. Na parte superior, as bases purinas: Adenina

(A) e Guanina (G). Na parte inferior, as bases pirimidinas: Uracila (U), Citosina (C) e

Timina (T ). As bases A, G e C aparecem tanto no DNA quanto no RNA. Já a base T

somente no DNA e a base U apenas no RNA.

5' → 3' da cadeia formada. Uma vez que a cadeia terá em uma extremidade (carbono

5') o grupo fosfato e na outra (carbono 3') o grupamento hidroxílico. Sempre que for

adicionado um novo nucleotídeo na cadeia, o mesmo será adicionado na extremidade 3'

[AZ12]. Na Figura 2.3, é possível observar a orientação da cadeia formada.
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Figura 2.3: Orientação do crescimento do DNA. Ao adicionar um nucleotídeo na cadeia,

ele será adiconado na extremidade 3'.

A estrutura do DNA, em forma de dupla hélice, foi descoberta em 1953 pelo norte-

americano James Watson e pelo britânico Francis Crick. Nesse modelo, ilustrado na

Figura 2.4, dois �lamentos de DNA são enrolados entre si em forma de hélice. A estru-

tura açúcar-fosfato �cam externas em relação às bases nitrogenadas, exposta ao ambiente

aquoso, com formato helicoidal como se fossem o corrimão de uma escada em espiral

[AZ12]. Os dois �lamentos estão em sentidos opostos unidos por pontes de hidrogênios

entre os pares das bases nitrogenadas. Um �lamento está na direção 5' → 3' e o outro

na direção 3' → 5', sendo, desse modo, antiparalelos. A base A, na maioria das vezes,

está pareada com a base T enquanto a base C forma ligação com a base G. Devido

a essa regra, os �lamentos de DNA são ditos complementares. Portanto, conhecendo a

sequência de nucleotídos de um �lamento, automaticamente conhecemos a sequência do

outro �lamento.

Figura 2.4: Estrutura do DNA. Dois �lamentos de DNA são enrolados entre si em forma

de hélice.
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2.1.2 Dogma Central da Biologia Molecular

As instruções genéticas presentes nos nucleotídeos, são responsáveis pelo bom funciona-

mento de todos os seres vivos. Os organismos vivos dependem da capacidade da célula de

replicar, transferir e traduzir as instruções genéticas codi�cadas no DNA. Um �lamento

de DNA é constituído por milhares de genes que transportam a informação necessária

para a produção de RNA e proteínas.

RNA é estruturalmente semelhante ao DNA. A diferença consiste em dois aspectos

principais: O DNA possui uma base nitrogenada Timina (T ), enquanto o RNA possui

a base nitrogenada Uracila (U) e o açúcar no DNA é uma desoxirribose, enquanto no

RNA é uma ribose. Outra diferença presente é em relação ao formato. Enquanto o DNA

apresenta uma organização em �ta dupla o RNA é, usualmente, disposto em um único

�lamento.

As proteínas são os principais componentes funcionais dos organismos. São compostas

por monómeros chamados aminoácidos que são ligados entre si através de ligações peptí-

dicas. Elas desempenho papel fundamental nos organismos como: catalização de reações

bioquímicas, defesa do organismo, ativação ou desativação de determinado conjunto de

genes e apoio em funções estruturais. No organismo, todas as células presentes carregam

o mesmo DNA. Entretanto, devido a regulação genética, as proteínas sintetizadas podem

ser totalmente diferentes. A quantidade de proteína sintetizada é regulada por mecanis-

mos de controle em diferentes estágios, os quais formam o núcleo do chamado dogma

central da biologia molecular [Cri70].

O Dogma Central foi proposto por Francis Crick anos depois de ter descoberto a es-

trutura do DNA. O objetivo era descobrir como a informação presente nas moléculas de

DNA �uía para gerar as proteínas. Crick estudou a relação entre a informação contida

no DNA, as proteínas e os ácidos ribonucléicos (tRNA, rRNA e mRNA). Baseado nes-

sas informações, ele postulou o que conhecemos hoje como Dogma Central da Biologia

Molecular.

A Figura 2.5 ilustra os processos do Dogma Central da Biologia Molecular. O DNA,

além da capacidade de autoduplicar é capaz de originar uma �ta de RNA que possui o

código para a síntese de aminoácidos para formar a cadeia polipeptídica.
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Figura 2.5: Dogma Central da Biologia Molecular. Representação do �uxo de informações

entre DNA, RNA e proteínas

Replicação do DNA

O processo no qual o DNA consegue originar cópias de si mesmo é chamado replicação

semiconservativa do DNA. A replicação é dita semiconservativa pois cada �lamento ori-

ginal do DNA é mantido intacto e atua como molde para a síntese de um novo �lamento.

Meselson e Stahl [MS58], através de um experimento, demostraram que no processo de

duplicação são geradas duas moléculas novas, no qual cada molécula é constituída de dois

�lamentos: um original e outro complementar, sendo antiparalelos entre si. Esse pro-

cesso ocorre em todos os organismos vivos e garante a produção de células geneticamente

idênticas e a passagem de material genético para a geração seguinte.

Nos seres eucariontes a replicação dá-se no interior do núcleo das células, e nos seres

procariontes dá-se no citoplasma. O processo tem início em pontos especí�cos do DNA, co-

nhecidos como origens, no qual uma molécula de um complexo enzimático, DNA-helicase,

quebra as pontes de hidrogênio entre as bases nitrogenadas e desenrolam um pequeno

segmento de DNA. Uma vez iniciado o processo, surgem pontos dinâmicos chamados de

forquilhas de replicação, no qual os �lamentos de DNA são separados. A partir desses

pontos, a replicação continua em direções opostas. A replicação é bidirecional [Bro02].

A adição de nucleotídos livres é feita com o auxílio de uma enzima, a DNA Polimerase.

Essa adição respeita a regra apresentada anteriormente: A base A sempre está pareada

com a base T enquanto a base C forma ligação com a base G.

Transcrição

O processo pelo qual as moléculas de RNA são sintetizadas a partir de um molde de

DNA, ou seja, com base na informação contida em uma molécula de DNA é chamado de

transcrição. Através desse processo, são sintetizados todos os tipos de de RNAs: RNA
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mensageiro (mRNA), RNA ribossômico (rRNA), RNA transportador (tRNA) entre ou-

tros. Durante a transcrição, os �lamentos do DNA se separam e um serve de molde para

o RNA, enquanto o outro �ca inativo. No �nal do processo, os �lamentos voltam a se

unir.

A transcrição é um processo seletivo, uma vez que apenas pequenas porções do �la-

mento são copiadas. O processo começa quando a RNA polimerase é conectada a uma das

extremidades do DNA chamada de promotor. Quando isso ocorre, os �lamentos do DNA

começam a se separar, do mesmo modo que acontece na replicação, quebrando as pontes

de hidrogênios entre as bases nitrogenadas. Em seguida, as bases do DNA são transcritas

em RNA na sequência 3'�5'. Esse processo respeita a mesma regra de emparelhamento

de base do DNA. O RNA resultante é antiparalelo ao �lamento do DNA utilizado como

molde e igual ao �lamento codi�cado na replicação do DNA (5'�3'), execto pela subs-

tituição das bases nitrogenadas T por U . O processo ocorre até que encontram a outra

extremidade do DNA que determina o �m da transcrição.

Figura 2.6: Transcrição

Tradução

O processo de síntese de proteínas é chamado de tradução. Ele ocorre no citoplasma e tem

a participação de RNA e aminoácidos. A mensagem presente no mRNA é decodi�cada e o

ribossomo a utiliza para sintetizar a proteína de acordo com a informação dada. Os códons

são a parte principal nesse processo. Um códon é constituído por três bases nitrogenadas

consecutivas e codi�cam um aminoácido. Porém, o inverso não é verdadeiro uma vez que



CAPÍTULO 2. FUNDAMENTAÇÃO TEÓRICA 23

um único aminoácido pode ser codi�cado por diferentes códons. A proteína é formada

pelas ligações polipeptídicas entre os aminoácidos.

Os aminoácidos são capturados pelo tRNA, que possuem os anti-códons. Os anti-

códons são formados por três bases nitrogenadas que se paream com os códons presentes

na molécula de mRNA. Uma vez que o aminoácido é incorporado na cadeia por meio

de uma ligação peptídica, o tRNA volta ao citoplasma para se unir a outro aminoácido.

Esse processo é repetido até que seja atingido o códon de terminação. Neste momento, a

cadeia de polipéptido é liberada do ribossomo para o citoplasma da célula. A �gura 2.7

ilustra esse processo.

Figura 2.7: Tradução

2.1.3 Redes de Regulação Gênica

Na célula existem diversos fatores que in�uenciam em quais genes serão transcritos e em

que quantidade. Isso ocorre por meio da regulação da expressão gênica. A expressão

gênica é o processo em que a informação presente no gene é utilizada na síntese de um

produto do gene funcional, como as proteínas.

Uma Rede de Regulação Gênica (Gene Regulatory Network - GRN) é um conjunto

de genes que interagem entre si dentro do organismo. O objetivo de um GRN é captu-

rar as dependências entre as entidades moleculares dentro da célula. Em uma GRN os
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genes controlam a expressão de outros genes, ou seja, controlam quais outros genes são

transcritos em mRNA. Entretanto, não ocorre de todos os genes interagirem entre si. Na

verdade, um gene controla um subconjunto de outros genes e ele pode ser controlado por

outro subconjunto. Além disso, ele pode se auto-regular [Wer07]. Gra�camente, uma

GRN pode ser vista como um grafo M em que os nós representam os genes e as arestas

indicam as interações entre esses genes. Por exemplo, se existe uma aresta do nó A para

o nó B, signi�ca que o gene A regula o gene B.

Para compreender as relações entre todos os genes dentro de uma célula é necessário

avaliar todos os componentes ao mesmo tempo, o que é inviável [Wer07].

2.2 Redes Bayesianas

Nesses últimos anos, foi possível observar um crescente aumento na busca por métodos

robustos com a �nalidade de extrair a estrutura completa da rede de regulação gênica.

Entretanto, o fato dos dados experimentais serem esparsos e a presença de ruído neles tem

di�cultado esta tarefa. Assim, as Redes Bayesianas vem surgindo como uma alternativa

de ferramenta para realizar a análises desses dados.

As Redes Bayesianas (Bayesian Networks - BNs) são o casamento entre a teoria da

probabilidade e a teoria dos grafos. Elas são uma forma de representar o conhecimento

sobre um domínio do qual não se tem certeza de quais varíaveis estão presentes. Em par-

ticular, são uma ferramenta bastante útil para representar as variáveis e suas relações de

um determinado problema. A representação é feita através de um grafo, em que cada um

dos nós representam as variáveis aleatórias X = X1, ..., Xn enquanto os arcos representam

a in�uência direta de um nó em outro por meio das dependências probabilísticas entre

essas variáveis.

2.2.1 Estrutura de uma Rede Bayesiana

Formalmente, uma BN é constituída por um grafo M , uma família de distribuição de

probabilidades condicionais F e seus parâmetros q, os quais representam a distribuição

conjunta para cada variável do conjunto de interesse. O grafo M é um grafo dirigido ací-

clico (directed acyclic graph - DAG). Os DAG são grafos no qual as arestas possuem uma



CAPÍTULO 2. FUNDAMENTAÇÃO TEÓRICA 25

única direção e não possuem ciclos, isto é, para qualquer nó n, não existe uma ligação

dirigida começando e terminando em n. Em virtude dessa propriedade, a distribuição

conjunta dos nós do grafo M pode ser expandida em termos de probabilidades condi-

cionais mais simples, o qual segue a hipótese de Markov: Cada nó é condicionalmente

independente de seus não descendentes dado seus pais. Assim, podemos escrever a regra

de cadeia das probabilidades na forma de produto [FLNP00]:

P (X1, · · · , Xn) =
n∏
k=1

P (Xi|Pa(Xi)) (2.1)

em que, X1, ...Xn são as variáveis aleatórias e Pa representa os nós pais de Xi.

Figura 2.8: Exempo de uma Rede Bayesiana

Na Figura 2.8, um simples exemplo de Rede Bayesiana é ilustrado. Neste exemplo, a

rede R é constituída pelo conjunto de nós N = {A, B, C, D} e pelo conjunto de arestas E =

{(A,C), (B,C), (C,D)}, os quais representam as dependências entre as variáveis. A relação

de dependência entre duas variáveis é representada pela seta que as conecta. Assim, o

nó de onde parte a seta é denominado pai e o nó o qual a seta está orientada é chamado

�lho. Na Figura 2.8, o nós A e B são pais do nó C. A falta de seta entre dois nós, equivale

a independência condicional entre duas variáveis.

Aplicando a Equação 2.1 na BN da Figura 2.8, a distribuição conjunta na forma de

produto é obtida:

P (A,B,C,D) = P (A)P (B)P (C|A,B)P (D,C) (2.2)
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para de�nir a distribuição conjunta completa, é necessário determinar uma representação

para cada probabilidade condicional na forma de produto (Equação 2.1). Existem dife-

rentes tipos de representações para a família de distribuição condicionais F [FLNP00]. A

escolha da representação depende do tipo de variável que estamos lidando, sendo mais

comum utilizar distribuição de Gauss para variáveis contínuas e distribuição multinomial

para as variáveis discretas.

2.2.2 Aprendizado de uma Rede Bayesiana

A aprendizagem de Rede Bayesiana consiste no processo de criar um modelo M de BN

a partir de um determinado conjunto de dados de treinamento D. Portanto, o obje-

tivo é determinar o modelo que melhor represente as dependências presentes nos dados

disponíveis.

Existem dois passos distintos para realizar a aprendizagem. Primeiro, a estrutura da

rede é aprendida, ou seja, como as entidades estão ligadas. Sendo M o espaço de todos

os modelos possíveis, o primeiro objetivo é encontrar um modelo M∗ ∈ M que melhor

represente o conjunto de dados D:

M∗ = argmaxMP (M |D) (2.3)

O segundo passo consiste na aprendizagem do conjunto de parâmetros q associados

com as arestas, se as entidades regulam e qual sua intensidade. Portanto, de posse da

melhor estrutura M∗ e os dados D, é possível encontrar os melhores parâmetros:

q = argmaxqP (q|M∗, D) (2.4)

Se for aplicado o Teorema de Bayes na Equação 2.3, então:

P (M |D)αP (D|M)P (M) (2.5)

onde a probabilidade marginal, que calcula a média das probabildades dos dados D sobre

todos os possíveis parâmetros atribuídos a M é uma integral:

P (D|M) =

∫
P (D|q,M)P (q|M)dq (2.6)
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A Equação 2.6 representa uma maneira de determinar o quanto uma determinada

estrutura M explica o conjunto de dados D. Em [Hec94], foi proposta uma métrica de-

nominada de Bayesian Gaussian likelihood equivalent (BGe) score. Essa métrica, assume

que os dados estão associados a uma distribuição Gaussiana multivariada. Assim, apli-

cando o BGe score, é possível atribuir uma pontuação para uma determinada estrutura

grá�ca dado um conjunto de dados. Entretanto, a busca por estruturas com pontuações

altas não é trivial. Uma vez que o número de estruturas aumenta exponencialmente com

o número de nós presentes na rede (Tabela 2.1). Ademais, considerando que o conjunto

de dados são esparsos (ver Figura 2.9), este não será representado por apenas uma única

estrutura M∗.

Tabela 2.1: Número de nós x número de estruturas. O número de redes cresce exponencialmente

com o número de nós (Adaptado de [Mur01]).

Número de nós 2 4 6 8 10

Número de redes 3 543 3.7 x 106 7.8 x 1011 4.2 x 1018

Figura 2.9: Inferência Bayesiana. O eixo vertical indica a probabilidade P (H|D) e o

eixo horizontal representa as estruturas de rede M . (a) A melhor estrutura de M∗ está

bem de�nida na distribuição de probabilidade uma vez que o conjunto de dados é bem

informativo. (b) O conjunto de dados é pequeno e menos informativo, existindo muitas

estruturas com altos valores para função de pontuação. Consequentemente, não é possível

determinar a melhor estrutura. [reproduzida de [Wer07]].
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2.3 Computação Evolutiva

2.3.1 Aprendizado de Ligação

Nos sistemas biológicos, ligação entre genes refere-se a situação na qual o nível de asso-

ciação na herança de dois ou mais genes é maior que o esperado pela Lei Mendeliana da

segregação independente [HJ98]. O nível de ligação é a medida da distância entre dois

genes que estão no mesmo cromossomo e existe uma maior probabilidade de que sejam

herdados juntos após o cruzamento [YpTlKG07]. Os EAs, para a solução de problemas,

usam uma metodologia que é baseada na teoria de seleção natural de Darwin oriunda dos

GAs. Assim, compreender as semelhanças entre o sistema biológico e os EAs pode ajudar

a entender a importância do aprendizado de ligação (Linkage Learning - LL).

A troca de material genético durante a meiose é conhecida como recombinação gené-

tica. Durante esta fase ocorre o crossover, o qual incorpora, em cada novo descendente,

genes provenientes de cada um de seus pais. Na Figura 2.10 estão ilustrados dois casos

de crossover. No primeiro caso, quanto mais próximos os genes estiverem, maior a pro-

babilidade de que eles sejam herdados juntos pelo descendente. Já no segundo cenário,

devido a distância, é mais provável que os genes sejam divididos após o cruzamento.

Quando aplicado em GAs, os cromossomos são cadeias de caracteres com um alfabeto

�nito, geralmente binário. Os GAs não são capazes de capturar essas ligações entre os

genes com muita facilidade. Eles precisam de um conhecimento prévio sobre o problema,

para ordenar os genes adequadamente no cromossomo. Esse procedimento é realizado

durante a codi�cação.

Codi�car os genes adequadamente no cromossomo signi�ca manter as variáveis que in-

teragem próximas uma das outras. Entretanto, ter o conhimento prévio sobre o problema,

para ordenar adequadamente os genes, não é uma tarefa simples. E, para problemas em

que existem interações de ordem do tamanho do problema, essa abordagem não obtem

sucesso [Emm07].

O processo de conhecer as relações entre as variáveis do problema é chamado apren-

dizado de ligação. Em [GB90], os autores já se preocupavam com a ordenação dos genes

e idealizaram um operador de reordernamento. A importância de aprender sobre as re-

lações entre as variáveis foi sugerida em [Hol75], no qual o autor destaca a preservação e
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Figura 2.10: Meiose e Crossover. A distância entre os genes A e B no cromossomo indica

o grau de sua ligação. (Adaptado de [YpTlKG07])

combinação de subestruturas chamada de hipótese de blocos construtores.

A importância do aprendizado de ligação para ajudar na resolução de problemas é foco

em trabalhos de Computação Evolutiva (Evolutionary Computation - EC) [YpTlKG07,

Har97]. O autor em [YpTlKG07] sugere que as técnicas de aprendizado de ligação podem

ser classi�cadas como: ligação física e ligação virtual.

� Ligação Física Um EA é dito usar ligação física quando ligação de genes emerge

a partir da localização física dos genes do indivíduo.

� Ligação Virtual O EA baseado em ligação virtual tenta capturar informações

sobre a estrutura do problema e não tenta alterar a codi�cação utilizada. Esse tipo

de aprendizado parece ser mais e�ciente que o baseado na ligação física, mesmo

tendo menor embasamento biológico.

2.3.2 Blocos Construtores - BBs

Como uma maneira de explicar como os GAs funcionam, Holland [Hol75] propôs a teoria

dos esquemas. Um esquema é uma regra capaz de representar diversos individuos simul-

taneamente pela similaridade [Gol98]. Um esquema utiliza um alfabeto binário e �nito

(S), no qual S ∈ {0, 1, *}. O caracter *, também chamado de don't care, indica que aquele

gene não está especi�cado no esquema.



CAPÍTULO 2. FUNDAMENTAÇÃO TEÓRICA 30

Por exemplo, o esquema [1 * 0 1] representa os indíviduos [1 0 0 1] e [1 1 0 1]. Já o

esquema [1 * 0 *], representa 4 indivíduos: [1 0 0 0], [1 0 0 1], [1 1 0 0] e [1 1 0 1]. O

primeiro esquema especi�ca uma regra no qual o primeiro gene é 1 e os dois últimos são

0 e 1. O gene * não está especi�cado na regra.

O número de indivíduos representados por um esquema depende da quantidade de

genes que não estão especi�cados. Um esquema representa 2�r indivíduos, no qual r é o

número de genes não especi�cados.

A ordem de um esquema S, o(S), é o número de posições especi�cadas, isto é, o número

de posições de�nidas com 0's e 1's. A ordem representa a especi�cidade do esquema, ou

seja, quanto maior a ordem, mais especí�co é o esquema. Já o comprimento é a maior

distância entre as posições �xas do do indivíduo, ou seja, a distância entre a primeira e a

última posição especi�cada no esquema. Esta propriedade indica o quanto a informação

está compactada no esquema. Assim, quanto menor o comprimento, menor a chance de

romper o esquema após o crossover.

Além dessas duas propriedades, o esquema (S) possui o �tness, o qual é de�nido como

o �tness médio de todos os indivíduos que são representados por (S). Considerando que os

GAs tendem a selecionar indivíduos com �tness mais alto, então esquemas com �tness alto

terão maior probabilidade de serem selecionados. Portanto, esquemas com ordem baixa,

comprimento de de�nição curto e �tness acima da média têm grandes probabilidades de

estarem presentes nas gerações subsequentes [Hol75]. Esquemas com essas características

são chamados de blocos construtores (Building Blocks - BBs).

2.3.3 Algoritmos de Estimação de Distribuição

Nas últimas décadas diversas técnicas de Algoritmos Evolucionários (Evolutionary Al-

gorithms - EAs) têm sido propostas: Algoritmos Genéticos (Genetic Algorithms - GAs)

[Hol75] e Algoritmos de Estimação de Distribuíção (Estimation of Distribution Algorithms

- EDAs) [MP96] são algumas delas. Elas são consideradas ferramentas importantes para

resolver problemas de otimização e possuem duas características básicas: estratégias para

seleção de soluções promissoras e geração de novas soluções de modo a formar uma nova

população. Esses processos são repetidos até que os critérios de paradas sejam alcançados.

GAs são, possivelmente, uma das técnicas mais utilizadas de EAs. São inspirados na
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teoria de seleção natural de Darwin e na recombinação genética. Um típico GA é composto

por uma população de soluções, inicialmente, gerada de forma aleatória. É esperado

que essa população evolua durante determinado número de gerações. A cada geração,

um conjunto de soluções (normalmente duas) são selecionadas, de acordo com algum

mecanismo de seleção, para gerar uma solução da geração subsequente. A qualidade de

uma solução é calculada através do seu �tness, que representa o quanto a solução otimiza a

função objetivo. O processo de criação envolve os mecanismos de cruzamento e mutação.

O Cruzamento é responsável por combinar as soluções selecionadas através do método de

seleção enquanto que mutação é utilizado para introduzir pequenas e aleatórias mudanças,

tanto boas quanto ruins, na solução. Esse último, ajuda a preservar a diversidade da

população, evitando uma convergência prematura para ótimos locais.

EDAs, também conhecido como Algoritmos Genéticos baseados na Construção de

Modelos Probabilisticos (Probabilistic Model Building Genetic ALgorithms - PMBGAs)

[MPL99], são técnicas de busca estocásticas baseadas em modelos probabilisticos. Esses

modelos podem considerar a independência entre as variáveis do problema ou capturar

as dependências de ordem igual ou superior a 2 entre as variáveis. Aplicando modelos

capazes de capturar essas dependências, os EDAs são aptos a resolver um dos principais

problemas dos GAs: a quebra dos blocos construtores. A principal diferença de outras

técnicas de EAs, como GAs é que a evolução da população ocorre pela estimação da

distribuição de probabilidade das soluções promissoras e, em seguida, da amostragem

do modelo probabilístico [Emm07]. Essa diferença implica na redução do número de

parâmetros utilizados no algoritmos, uma vez que o uso dos operadores de cruzamento e

mutação é evitado.

Em EDAs, a população de soluções é representada por vetores de tamanho �xo, onde

cada índice desse vetor corresponde a uma variável. Alguns EDAs, como PBIL e cGA,

não mantêm uma população explícita de soluções como os GAs. Eles representam a

população através de um vetor de probabilidade denominado PV (Probability Vector ).

Consequentemente, a complexidade de memória é signi�cativamente reduzida.

As melhores soluções são selecionadas a partir de uma população inicialmente gerada

de forma aleatória. A partir dessas soluções selecionadas, é realizada a inferência do

modelo probabilístico. Em seguida, novas soluções são geradas através da amostragem
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do modelo inferido. Esses procedimentos são realizados até que a convergência ocorra. A

Figura 2.11 ilustra esse comportamento.

Figura 2.11: Comportamento de um EDA

O processo de inferência é uma das principais diferenças entre os EDAs. Os EDAs que

utilizam modelos probabilísticos que assumem independência entre as variaveis possuem

comportamento similar aos algoritmos genéticos com cruzamento uniforme. Esses modelos

são mais simples e computacionalmente mais econômicos visto que a estrutura do modelo

é sempre a mesma [GRHG99]. No entando, em problemas reais seu desempenho não

é satisfatório. De outro lado, os EDAs que tentam capturar a estrutura do problema,

utilizando modelos mais complexos que na maioria das vezes envolve a busca por uma

fatoração adequada, conseguem ser mais e�cientes que os GAs simples [Emm07]. Esses

modelos adotam estatísticas de ordem maior que um, visto que interações de ordem maior

que um entre as variáveis são consideradas. Entretanto, estimar a estrutura do problema e

todas as interações presentes nele não é uma tarefa fácil e, possui um custo computacional

elevado para encontrar a fatoração adequada [YSG05].

Os EDAs combinam informações das soluções candidatas a �m de obter bons resulta-

dos. Entretanto, se o modelo utilizado não for capaz de capturar a estrutura do problema,

a combinação de informações pode levar a resultados ruins. Então, a busca por modelos

mais complexos visa obter informações sobre a estrutura do problema.

Uma das formas de classi�car os EDAs é através da complexidade do modelo proba-

bilístico utilizado. Assim, eles podem ser classi�cados como: EDAs univaráiveis, EDAs
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bivariáveis e EDAs multivariáveis [PLnS13].

EDAs univaríaveis

É considerada a forma mais simples de EDAs. O modelo utilizado observa as frequências

de cada variável do problema para gerar a nova população. As variáveis são de�nidas

como independentes. Para problemas lineares, em que não são consideradas as interações

entre as variáveis, essa classe de EDAs tem atingindo resultados satisfatórios, pois permite

misturar os blocos de construção (building blocks - BBs) de forma e�ciente, além de pos-

sibilitar que eles apareçam em gerações subsequentes [Emm07]. Entre os representantes

dessa classe estão: Population-Based Incremental Learning (PBIL) [Bal94], Compact Ge-

netic Algorithm (cGA) [GRHG99] e Univariate Marginal Distribution Algorithm (UMDA)

[Müh97].

PBIL foi inspirado no Equilibrium Genetic Algorithm (EGA) [JBS93], ele supera os

GAs em vários problemas de otimização, tanto em velocidade quanto em precisão. A

população é representada através de um vetor de probabilidade, o qual mantêm ummodelo

probabilístico das soluções promissoras. O vetor é utilizado para gerar as novas gerações e

é atualizado considerando o valor de �tness das soluções. Já que somente as probabilidades

univariadas são consideradas, ele mantêm para cada posição as probabilidades de 1�s.

Inicialmente todas as posições são de�nidas com 0.5 e durante a execução do algoritmo

elas são deslocadas para 0 ou para 1. A cada geração, um número �xo N de soluções

binárias são geradas a partir do vetor de probabilidade (PV). Essas soluções são avaliadas

e as melhores são selecionadas para atualizar o PV. Além de N , os critérios de parada e

a taxa de mudança do PV são parametros do algoritmo.

O cGA é equivalente a um GA de ordem 1 com cruzamento uniforme. Ele funciona

semelhante ao PBIL. Também utiliza um PV para representar a população. Entretanto,

a cada iteração dois indivíduos são gerados a partir do PV. Em seguida, é de�nido qual é

o melhor entre os dois baseado na função objetivo. O PV é atualizado da seguinte forma:

Se a posição i do melhor indivíduo for diferente do pior, então o PV na mesma posição

será incrementado em 1
n
, onde n é o tamanho da população. Caso contrário, a posição do

PV é decrementada em 1
n
. Isso indica a contribuição de um indivíduo para cada posição

do PV.
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O UMDA, ao contrário do PBIL e do cGA, mantêm a população de soluções. As

soluções são binárias e possuem tamanho �xo N. A cada geração, a distribuição do con-

junto de soluções selecionadas é estimada com um modelo linear denominado distribuição

marginal univariada. Nesse modelo, as frequências dos valores para cada posição são cal-

culadas. A nova população é gerada baseada nessas frequências. Esse processo é repetido

até que os critérios de parada sejam atingidos.

EDAs bivariáveis

Apesar dos EDAs univariáveis obterem bons resultados em problemas lineares, o mesmo

desempenho não é obtido quando existe interações entre as variáveis. Então, alguns es-

forços foram realizados a�m de permitir que os EDAs fossem e�ciente nesses problemas.

Nessa classe, cada variável do problema depende apenas de uma outra. Uma variável

é de�nida como raiz e possui distribuição univariada. As demais variáveis dependem da

variável que estiver na posição imediatamente anterior. Então, a distribuição dessas variá-

veis é condicionada ao valor presente na posição anterior. Mutual-Information-Maximizing

Input Clustering (MIMIC) [BIV97] e Bivariate Marginal Distribution Algorithm (BMDA)

[PM99] são alguns dos representantes dessa categoria.

No MIMIC, a estrutura da solução é na forma de cadeia. Onde a primeira variável

é de�nida independente. As demais variáveis dependem apenas de uma outra na cadeia.

Para construir a cadeia de variáveis, é utilizado um algoritmo guloso o qual não garante a

otimização global da distribuição [MPL99]. Em cada interação, uma nova solução é gerada

utilizando uma distribuição univariada para a primeira variável e, para as demais variáveis,

uma probabilidade condicional relativa ao valor da variável imediatamente anterior.

BMDA é outro representante dessa classe. É uma extensão do UMDA. Ao contrário

do UMDA, ele utiliza uma distribuição bivariada, a qual permite identi�car dependências

mais importantes. A distribuição é estimada com o objetivo de preservar essas dependên-

cias. Para problemas lineares e de ordem 2, o algorítmo possui desempenho satisfatório o

qual não é observado ém problemas com dependências de ordem superiores.
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EDAs multivariáveis

A utilização de EDAs bivariáveis não é su�ciente para resolver problemas com dependên-

cias de ordem superior a dois entre as varáveis, o que pode ser visto em [PM99]. Então,

surgiu a necessidade de pesquisar modelos capazes de cobrir essas interações multivariá-

veis. Alguns dos algoritmos que estão presente nessa classe são: Extended Compact Ge-

netic Algorithm (ECGA) [Har99], Factorized Distribution Algorithm (FDA) [HMOR99],

Bayesian Optimization Algorithm (BOA) [PGCP00] e Estimation of Bayesian Network

Algorithm (EBNA) [EL99].

No ECGA, a distribuição de probabilidade utilizada é conhecida como modelo de pro-

dutos de marginais (marginal product models - MPMs). Ela é capaz de representar a

distribuição para mais de uma variável ao mesmo tempo. Nesse modelo, as variáveis são

divididas em grupos (clusters), os quais são considerados mutualmente exclusivos. Na

busca pelo melhor modelo, o ECGA utiliza a métrica de comprimento mínimo de descri-

ção (minimum description length - MDL). O MDL penaliza os modelos complexos e os

imprecisos, fazendo com que a distribuição se aproxime do ótimo. Para a criação do mo-

delo é utilizado um algoritmo de busca guloso. Inicialmente, as variáveis são consideradas

independentes e a cada iteração, grupos vão sendo unidos até que não haja mais melhoras.

O problema surge para problemas com blocos de construção altamente sobrepostos, pois

não são corretamente modelados utilizando esse método [MPL99].

O desempenho do FDA pode ser observado em [HMOR99]. É mostrado que os proble-

mas são resolvidos de modo rápido, con�ável e preciso. Entretando, é necessário conhecer

a estrutura do problema, pois o algoritmo não é capaz de aprende-la. A distribuição

e sua fatorização são dadas por um especialista. No entanto, em problemas reais, essa

informação não está disponível. Assim, o algoritmo está limitado a problemas em que se

conhece a estrutura do problema.

No BOA a representação da população de melhores soluções é realizada através de re-

des Bayesianas. A população evolui a cada geração por meio da construção e amostragem

dessas redes. Na maioria das vezes, a população inicial é gerada de forma aleátoria. Em

cada iteração, são selecionadas as melhores soluções a partir da população atual utilizando

um método de seleção qualquer. Em seguida, uma rede Bayesiana é criada a partir das

soluções selecionadas. Então, novas soluções são geradas pela amostragem dessa rede.
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Por último, as soluções geradas são misturadas a população. Diferente do FDA, o BOA

não requer nenhuma informação sobre o problema, ele é capaz de descobri-la sozinho.

O EBNA também adota Redes Bayesianas como modelo probabilistico. Ele não possui

restrições quanto ao número de pais que as variáveis podem ter. É baseado em uma

pontuação (score) e um método de busca. O Bayesian Information Criterion (BIC) é um

dos scores utilizados pelo autor e indica a qualidade de determinada Rede Bayesiana em

representar as interdependencias entre as variáveis. É utilizado pelo algoritmo guloso que

realiza o procedimento de busca pela melhor representação.

2.4 Métodos Relacionados

Basicamente, o processo de inferência de redes envolve duas etapas distintas: (i) apren-

dizado da estrutura da rede (otimização da estrutura) e (ii) estimação dos parâmetros

(otimização de parâmetros). Enquanto que o primeiro está relacionado ao problema de

encontrar o modelo da rede que melhor explique os padrões de expressão observados nos

dados, o segundo está ligado a identi�cação dos parâmetros do modelo [HLT+09].

Na tarefa de inferir GRNs, a principal etapa é a da otimização de estrutura, uma vez

que existem poucos parâmetros envolvidos [HLT+09]. Na maioria das vezes, essa etapa,

envolve a avaliação de um conjunto de modelos distintos de rede aplicando uma função

de pontuação (score).

A melhor maneira envolve a utilização de força bruta, a qual testa todos os possíveis

modelos de rede. Entretanto, o número total de redes está relacionado ao número de genes

presente na mesma. Em um cenário do mundo real, as redes incluem centenas de genes,

tornando a hipótese de testar todas as possibilidades inviável.

Devido a quantidade limitada de dados disponíveis e a presença de ruídos nos dados,

a inferência de um modelo a partir dos dados de experimentos torna-se uma tarefa difícil.

Outra di�culdade relacionada a escassez de dados é a possibilidade de diversos modelos de

rede terem pontuação semelhante. Dessa forma, os algoritmos de aprendizagem empregam

heurísticas para encontrar uma solução boa, quando a ótima não é possível, em tempo de

execução viável. As heurísticas utilizadas aplicam uma função de pontuação para auxiliar

na busca por soluções boas.
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Entre os métodos que aplicam heurísticas, os que são frequentemente utilizados na

tarefa de inferência de GRNs são: algoritmos evolucionários (algoritmos genéticos - GAs

e algoritmos de estimação de distribuição - EDAs), simulated annealing - SA e Markov

Chain Monte Carlo - MCMC.

De maneira geral, a heurística desses métodos são similares. O funcionamento é ba-

seado na escolha probabilística, a cada iteração, em permanecer no estado atual s ou

deslocar-se para um novo estado s′. Em GAs e EDAs, o novo estado pode ser obtido

pela combinação de duas ou mais soluções. A escolha probabilística pelo caminho que o

algoritmo irá seguir é o que possibilita essa abordagem escapar de ótimos locais, buscando

aproximação com ótimos globais.

Devido a incerteza presente nos dados de experimentos, vários modelos distintos podem

ter uma mesma pontuação. Consequentemente, a seleção de apenas um único modelo é

prejudicada. Assim, o melhor é retornar mais de um modelo [GC03]. E, por exemplo,

calcular a média entre eles. MCMC funciona desta maneira e foi aplicado na inferência

de BNs [MY93] e no cenário de GRNs [FK00].

Em GAs, normalmente, as soluções são representadas como matrizes de peso. São,

geralmente, avaliadas com base na comparação de padrões de expressão gênica entre as

redes inferidas e a rede alvo, na tentativa de minimizar a diferença entre suas dinâmicas

[CLA03]. Outras abordagens também foram propostas em GAs. Entretanto, mesmo com

o auxílio signi�cativo na identi�cação de redes com diversas dezenas de genes, a aplicação

dessas abordagens são limitadas devido ao grande número de parâmetros a serem inferidos.

Outra abordagem em GA é modelar as soluções como BNs (grafos acíclicos), que com-

põem a ordem topológica e a relação entre os genes. [Dav10] avaliou as soluções baseado

em funções de pontuação implementadas pelo Weka1, denominadas de Akaike Informa-

tion Criterion (AIC) e Minimum Description Length (MDL). Embora o algoritmo tenha

previsto a ordenação topológica correta, o conjunto de relações entre nós não pode ser

totalmente reconstruído. Consequentemente, os resultados não foram muitos satisfatórios.

Aplicação de métodos de otimização estocásticos e busca heurísticas tem possibili-

tado uma importante contribuição na tarefa de inferência de GRNs. Entretanto, um dos

problemas encontrados nessa abordagem é o tempo de convergência. Por exemplo, para

1Weka é uma coleção de algoritmos de aprendizado de máquina para as tarefas de mineração de dados.
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[ADHR04], um MCMC corretamente implementado deveria ser capaz de escapar de mí-

nimos locais. Entretanto, esse processo pode demandar quantidade de tempo inviável.

Consequentemente, afetando a convergência do algoritmo.

Além do MCMC, GAs também podem ter problemas de convergência. O algoritmo

pode sofrer convergência prematura ou retornar ótimos locais em vez do ótimo global

[RN99].

Existem diversos modelos que podem ser aplicados na tarefa de inferir redes regulató-

rias, entre eles: redes Booleanas [Kau69], redes de associação [BKK00] e redes Bayesianas

[FK00]. O primeiro e o segundo são breviamente resumidos a seguir. O terceiro, o qual

foi utilizado neste trabalho, foi explicado na seção 2.2.

Redes Booleanas: foram propostas como modelos para representação de GRNs

em [Kau69]. Nesta proposta os genes são representados por variáveis binárias: 1

(ativo) e 0 (inativo). Nesse modelo, a GRN é de�nida como um grafo dirigido

M(V, F ) em que V = {v1, v2, ..., vn} é o conjunto de nós que representam os genes

que fazem parte da rede e F = {f1, f2, ..., fn} é o conjunto de funções de transição

que representam as interações entre os genes. Quando os dados são contínuos eles

precisam ser discretizados.

Redes de Associação: é, provavelmente, o modelo mais simples para representar

as GRNs. Diferente das redes booleanas, esse modelo é um grafo não dirigido, o

qual descreve a estrutura da GRN mas sem considerar qual gene regulam e quais

são regulados. As interações na rede são baseadas em um coe�ciente de correlação,

obtido a partir de níveis de expressão de genes. As interações são assumidas quando

o coe�ciente está acima de um limiar, quanto maior o limiar, mais esparsa será a

GRN inferida [HLT+09].

Além da escolha pelo modelo de Redes Bayesianas, neste trabalho, foi proposto como

método de busca os algoritmos explicados em 3.1 e 3.2.



Capítulo 3

Abordagem Proposta

Neste trabalho foram aplicados dois algoritmos na tarefa de inferir redes Bayesianas a

partir dos dados dos experimentos, ou seja, encontrar o modelo que melhor represente as

dependências presentes nos dados disponíveis. O primeiro foi proposto em [Emm07] e o

segundo foi desenvolvido neste trabalho. Os dois algoritmos serão chamados daqui em

diante Algoritmo1 e Algoritmo2 respectivamente.

Como mencionado na Seção 2.3.3, no EDA uma função de �tness é utilizada para

determinar a qualidade de uma solução. Tanto no Algoritmo1 quanto no Algoritmo2,

foi utilizada a métrica BGe score, descrita no Capítulo 2, como função de �tness. Cada

solução é uma estrutura de BN. E, para cada estrutura, é associado um score que de�ne

o quanto essa estrutura possa ter sido responsável para gerar o conjunto de dados. Em

ambos algoritmos, o objetivo é encontrar a estrutura com melhor pontuação.

3.1 Algoritmo 1

O Algoritmo1 é um EDA que emprega agrupamento e aprendizado de modelos probabilís-

ticos. Neste algoritmo foi proposto um novo operador de combinação, o cg-recombination.

Na primeira etapa são geradas N0 soluções de forma aleatória. No qual cada solução da

população representa uma rede e é composta por um vetor binário. Esse vetor equivale a

matriz de adjacência da rede. Assim, caso a rede tenha n nós, o tamanho do vetor será

de 2n. Na Figura 3.1, um exemplo para o caso com 2 nós é ilustrado.

A partir desse momento, é aplicado o K-means [Mac67] na população obtendo k grupos.

39
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Figura 3.1: População de soluções. Cada solução representa uma rede, no qual o valor 1

em cada posição signi�ca a presença de uma aresta entre os nós.

K é um parâmetro do algoritmo que deve ser de�nido inicialmente. A Figura 3.2 ilustra

o resultado da aplicação do K-means na população para k = 3.

Figura 3.2: População separada em grupos. (a) A população antes do agrupamento. (b)

A população divida em 3 grupos.

Cada grupo de�ne um modelo probabilístico que é um vetor de probabilidade (PV ).

O PV representa o centroide de cada grupo e é formado pelas proporções de 1's para cada

posição (Figura 3.3). Os PV's são armazenados em uma matriz denominada de π̂. Sendo

π̂(i) o PV do grupo i.

Figura 3.3: Vetor de Probabilidade (PV ). Os PV são a proporção de 1's para cada

posição. Representa o centroide de cada grupo e são armazenados na matriz π̂.
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Matriz de informação

A �m de utilizar sempre o PV mais informativo para determinada variável j, calculamos

a matriz ŵ. Essa matriz representa a diferença de entropia antes (Equação 3.1) e depois

(Equação 3.2) de analisar determinado grupo i.

ĥ.,j =
∑
qε{0,1}

p̂j,q log2(p̂j,q) (3.1)

em que, p̂j,q é a proporção de soluções em toda a população que tem o valor q na posição

j.

ĥ′.,j =
∑
qε{0,1}

p̂′j,q log2(p̂
′
j,q) (3.2)

em que, p̂′j,q é a proporção de soluções em toda a população que tem o valor q na posição

j, sem considerar as soluções do grupo i.

Assim, podemos de�nir a matriz ŵ como:

ŵi,j = ĥi,j − ĥ′i,j (3.3)

O �uxograma a seguir (Figura 3.4), ilustra o comportamento do algoritmo enquanto

o critério de parada não seja atingido.

Cruzamento

Seguinte a escolha aleatória de um PV , é veri�cado (através de uma probabilidade) se

o operador cg-recombination será utilizado. Ao utilizar o operador, um novo PV será

criado a partir dos dois PV ′s anteriormente selecionados. Neste processo de criação é

considerada a matriz ŵ. Cada posição j do novo PV será:

vj =

π̂A,j, ŵA,j > ŵB,j

π̂B,j, caso contrário
(3.4)

A Figura 3.5 ilustra a criação de um novo PV baseado na matriz ŵ.

Nesse exemplo, o π̂A,1 é igual a 0.3, o que indica que 30% das soluções presentes

neste grupo possuem o valor 1. Essa taxa ainda permite gerar novas soluções com o

valor 0. Entretanto, essas chances seriam nulas caso o valor seja 1.0. Assim, uma forma
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Figura 3.4: Fluxograma do Algoritmo 1. Enquanto o critério de parada não for atingido,

será criada uma solução a partir de um PV ou de uma combinação de dois PV ′s.

Figura 3.5: Criação do PV baseado na matriz ŵ. Para j ε {0,1,3} é considerado o PV de

A e para j ε {2} é considerado o PV de B.

de incorporar incerteza na estimação das proporções é através do estimador de Wilson

[AC98]. Deste modo, a proporção é estimada conforme a Equação 3.5.

π̂A,i =
numero de uns + 2

numero de solucoes no grupo + 4
(3.5)

Inserção na população

Finalmente, é gerada uma nova solução a partir do PV . Em seguida, calcula-se o Fitness

da nova solução e, se esse for melhor que o pior presente na população, então ocorre a
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substituição da solução. Caso a população sofra a alteração, então as matrizes π̂ e ŵ

precisam ser atualizadas.

Como mencionado na Figura 3.4, o Algoritmo1 é executado enquanto o critério de

parada não é atingido. Para o Algoritmo1, existem dois critérios de parada: (i) no

momento em que toda a população converge para a mesma solução ou (ii) ocorrência de

N iterações sem nenhuma solução gerada entrar na população.

3.2 Algoritmo 2

O Algoritmo2 é um EDA que, diferentemente do algoritmo1, não emprega agrupamento.

Uma vez que o agrupamento precisa ser aplicado a cada iteração, o uso dele interfere no

desempenho do algoritmo. Outra diferença é a presença de uma segunda população no

algoritmo. Além da população de soluções (em que cada solução representa um modelo

que represente as dependências presente nos dados disponíveis), existe a população de

máscaras. Cada máscara é um vetor com o mesmo tamanho do vetor da solução. Final-

mente, enquanto no Algoritmo1 o processo de inclusão de uma nova solução na população

se dá pela comparação com a pior solução presente na população. No Algoritmo2, a nova

solução é comparada com a mais similar dentro da população, não encontrando uma so-

lução similar, então segue a mesma regra do Algoritmo1. Na Figura 3.6 é ilustrado o

�uxograma da visão geral do Algoritmo2.

Seguinte a criação da população de soluções e de máscaras, o algoritmo faz os próximos

passos até que o critério de parada seja atingido. O primeiro passo consiste em veri�car,

de acordo com uma probabilidade de cruzamento pc, se o algoritmo usará uma máscara

ou o cruzamento de duas máscaras. Uma vez que o cruzamento seja realizado (Figura

3.7a), uma máscara MR será criada a partir de duas máscaras M1 e M2 selecionadas de

forma aleatória da população. Caso contrário (Figura 3.7b), a máscara M1 será de�nida

como MR. A seguir (Figura 3.7c), duas soluções S1 e S2 são selecionadas também de

modo aleatório.

Uma nova solução é criada pela Equação 3.6, baseada nas duas soluções selecionadas

e na máscara MR. Após a criação, é calculado o valor de �tness para a nova solução. Na

Figura 3.8 é ilustrado o processo de criação da nova solução.
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Figura 3.6: Visão geral do Algoritmo2. O algoritmo trabalha com duas populações: uma

das soluções e outra de máscaras. As máscaras são criadas a partir da seleção de NS

soluções. E, as soluções são geradas, pela combinação de duas soluções de acordo com

apenas uma ou uma combinação de máscaras presente na população. Tanto a solução

quanto a máscara são avaliadas para veri�car se serão descartadas ou não. Esse processo

ocorre enquanto o critério de parada não seja atingido.

Figura 3.7: Seleção de máscara(s) e soluções no Algoritmo2. (a) A máscara MR é criada

a partir das máscaras M1 e M2, (b) A máscara selecionada da população é de�nida como

MR e (c) Duas soluções S1 e S2 são selecionadas da população.
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S = S1 xMR + S2 x (1−MR) (3.6)

Figura 3.8: Criação de nova solução no Algoritmo2. S1 e S2 são as soluções selecionadas,

MR é a máscara e S é a nova solução.

Uma vez criada a nova solução, o algoritmo passa para o segundo passo: a busca por

uma solução similar. Em vez de veri�car, pela comparação do valor de �tness, se a nova

solução é melhor que a pior presente na população, o algoritmo realiza uma busca para

encontrar a solução mais parecida. A Figura 3.9 ilustra como é realizada a pesquisa por

similaridade.

Caso não fosse encontrado nenhuma nenhuma solução similar, então a nova solução

seria comparada com a pior solução presente na população. Se o �tness da nova solução

for melhor, então a substituição ocorre.

Agora, a próxima etapa consiste na criação de uma nova máscara. Primeiro, é ne-

cessário selecionar NS soluções da população. A seguir, é calculado a média para cada

coluna entre as NS soluções. Uma vez calculada a média, é criada a máscara baseada na

Equação 3.7.

Mj =

1, mj = 0 oumj = 1

0, caso contrário
(3.7)

em que M é a máscara criada, j é a posição do vetor e m é a média das NS soluções.

Na Figura 3.10 é ilustrado o processo de criação da nova máscara. No exemplo, foi

de�nido NS = 4.
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Figura 3.9: Similaridade no Algoritmo2. Sn é a solução mais similar a solução criada.

Então, em vez de comparar com a solução com o pior �tness da população, será comparada

com a solução mais similar (Sn).

Figura 3.10: Criação de nova máscara no Algoritmo2. S1, S2, S3 e S4 são as NS soluções

selecionadas, m é a média da soluções para cada posição j e M é a máscara criada de

acordo com a Equação 3.7.

O cálculo (Equação 3.8) do �tness da máscara é média dos �tness de cada uma das

NS soluções selecionadas.
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fitM =
fitS1 + fitS2 + ...+ fitSNS

NS

(3.8)

Uma vez criada a nova máscara, o algoritmo busca por uma máscara similar a máscara

criada. O processo é o mesmo que ocorre quando uma nova solução é criada. Na Figura

3.11 é apresentado o �uxograma que descreve essa etapa.

Figura 3.11: Fluxograma da etapa de similaridade no Algoritmo2. .

Como já mencionado na presente seção, o Algoritmo2 também é executado enquanto

o critério de parada não é atingido. Para o Algoritmo2, é adotado apenas um critério:

ocorrência de N iterações sem nenhuma solução gerada entrar na população. Diferente

do Algoritmo1, a população nunca irá convergir para uma única solução, uma vez que o

algoritmo2, quando utilizando o processo de similaridade, compara soluções parecidas e

não com a pior presente na população.
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Experimentos

Uma série de experimentos foram realizados a �m de validar empiricamente e avaliar a

qualidade dos algoritmos Algoritmo1 e Algoritmo2. Esta série contou com três tipos dis-

tintos de dados: (i) dados gerados a partir de uma distribuição Gaussiana multivariada,

(ii) dados gerados com a ferramenta GeneNetWeaver e (iii) dados reais obtidos em expe-

rimentos de citometria de �uxo. Para cada um dos três tipos de dados, foram gerados

cinco conjuntos de dados com 100 medições. Os dados obtidos a partir da ferramenta

GeneNetWeaver e os dados reais foram pré-processados antes de serem analisados.

Dados Gaussianos: Em uma distribuição Gaussiana, a variável aleatória Xi é

distribuída de acordo com Xi ∼ N(
∑

k wikxk, σ
2) em que N(.) de�ne a distribuição

normal. O somatório abrange todos os pais do nó i e xk representa o valor do nó k.

Já wik indica se existe interação entre as variáveis, isto é, se Xk é pai de Xi. O valor

σ2 pode ser intepretado como ruído. Valores baixos de σ2 indicam que o valor de Xi

é totalmente determinado pelo valor de seus pais. Para gerar os dados, foi de�nido

wik = 1 para indicar a existência de interação entre as variáveis e wik = 0 para o

contrário. Também foi de�nido σ2 = 0,01. Vale ressaltar que os dados Gaussianos

são os melhores exemplos para a função objetivo do algoritmo. Uma vez que a

métrica BGe assume que cada variável da rede está associada a uma distribuição

Gaussiana.

Dados do GeneNetWeaver: Os dados gerados usando a ferramenta GeneNetWe-

aver são obtidos a partir de um sistema de equações diferenciais com ruído adicio-

48
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nado. Este tipo de dado é mais similar com dados reais que os dados Gaussianos,

uma vez que apresentam não-linearidades que são comuns em sistemas biológicos.

Entretanto, em virtude dos dados serem simulados a partir de uma estrutura co-

nhecida, o resultado já é conhecido.

Para obter os conjuntos de dados Gaussianos e GNW, foi utilizada a estrutura presente

na Figura 4.1.

Figura 4.1: Sub-rede do Escherichia Coli. O grafo mostra uma sub-rede extraída do

Escherichia Colinetwork. Ela faz parte do DREAM challenge 3 como apresentado em

[Sch11]

.

Dados reias de citometria de �uxo: Citometria de �uxo é uma técnica que

pode medir diferentes parametros nas células (ou outras partículas) utilizando os

princípios da dispersão da luz e �uorescência. Envolve o uso de um feixe de laser

que é projetado em um meio aquoso que contém as partículas. As partículas são

projetadas ao feixe de laser, e, quando atingidas pela luz, dão sinais que são iden-

ti�cados pelos detectores. A partir desses sinais, é possível reunir diversos tipos

de informações sobre a partícula. Em [SPP+05] os autores utilizaram experimentos

de citometria de �uxo para medir os níveis de concentração das 11 proteínas que

compõem a rede ilustrada na Figura 4.2. Essa rede está envolvida na regulação da

proliferação celular em células do sistema imunológico humano. Os dados obtidos

com este método são considerados como dados reais neste trabalho.

Para o conjunto de dados reais, a estrutura utilizada está ilustrada na Figura 4.2.
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Figura 4.2: Rede de sinalização. No grafo, os nós representam as proteínas e as arestas

representam as interações e as setas indicam a direção da transdução de sinal.

4.1 Con�guração da Simulação

Para cada tipo de dados, aplicamos os algoritmos em cada um dos cinco conjuntos de

dados. Como os dados são escassos e, portanto, a informação sobre as relações variáveis

presentes nos dados é difusa, é muito provável que uma única rede resultante não possa

representar adequadamente a verdadeira rede. Portanto, a simulação para cada conjunto

de dados foi realizada 30 vezes e a média das redes resultantes foi de�nida como sendo o

resultado �nal.

O Algoritmo1 será executado enquanto o critério de parada não for alcançado. Como

já dito no Capítulo 3, pode acontecer de duas maneiras. O número de grupos utilizados

em que a população será agrupada, é um parâmetro do algoritmo e foi utilizado o valor de

4. O tamanho da população foi de�nido com o valor de 200. A probabilidade de utilizar

o operador cg-recombination foi ajustada em 50%.

O Algoritmo2, como mencionado no Capítulo 3, também é executado enquanto o cri-

tério de parada não for atingido. Existem duas populações distintas. Consequentemente,

é necessário de�nir os tamanhos de cada uma delas. O tamanho da população de soluções,

inicialmente foi de�nido com o valor de 200, mas obteve melhor desempenho com o valor

de 80. O tamanho da população de máscara foi ajustado para o valor 50. A quantidade

de soluções utilizadas para gerar uma máscara, também é um parâmetro do algoritmo e

foi de�nido com o valor de 4. A probabilidade de cruzar duas máscaras foi de�nida com

o valor de 50%.

Tanto no Algoritmo1 quanto no Algortimo2, cada solução para o problema está co-
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di�cada como uma matriz de adjacência que representa uma estrutura de BN, M . Em

cada execução do EDA a população inicial é gerada respeitando os seguintes critérios

para cada solução: (i) cada variável pode ter apenas três reguladores (pais), (ii) a rede

não pode ter ciclos e (iii) os zeros (0) e uns (1) na matriz de adjacência são amostrados,

respectivamente, com uma probabilidade de 65% e 35%.

A limitação do número de reguladores, conhecido como o restrição fan-in, é típica e

têm sido aplicadas por exemplo, em [FLNP00, DMR+05]. A BN é representada por um

DAG e, portanto, ciclos não são permitidos. Além disso, as GRNs são pouco conectadas

e por isso são geradas entradas de zeros e uns com probabilidades diferentes.

Para cada uma das soluções propostas M é calculado um �tness. O �tness para a

rede, P (D|H), é obtido como proposto em [Hec96] e é conhecido como BGe score.

O resultado de uma execução do algoritmo é uma matriz de adjacência. Esta execução

é repetida 30 vezes e a solução considerada, para cada conjunto de dados é de�nida como

a média das 30 matrizes resultantes de adjacência R.

4.2 Critérios de Avaliação

O resultado das simulações dos algoritmos é uma coleção de redes representadas por uma

matriz de adjacência. Se a rede S possui n nós, então a dimensão da matriz de adjacência

M será n x n e cada entrada mij ∈ {0,1}indica a existência ou não de relacionamento

entre si e sj. Dessa coleção de matrizes, nós obtemos uma matriz média R, no qual

cada entrada rij ∈ {0,1}indica a força do relacionamento entre os nós si e sj. Em outras

palavras, indica a média de cada aresta no conjunto de redes inferidas.

Para avaliar o desempenho dos algoritmos, foram comparados os seus resultados com

uma rede conhecida T . Nessa rede, as entradas em tij ∈ {0,1}, indicam a presença ou

ausência da ligação entre si e sj. Para realizar a comparação, a rede T é transformada

em uma matriz de adjacência AR(ε), através da imposição de um limite ε. Cada entrada

de AR é de�nida pela Equação 4.1.

aij =

1, rij ≥ ε

0, rij < ε
(4.1)
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Considerando as duas matrizes, T e AR(ε), é possível classi�car as arestas em cate-

gorias: Uma aresta pode ser classi�cada como: verdadeiro positivo ( true positive - TP),

falso positivo (false positive - FP), verdadeiro negativo (true negative - TN) ou falso ne-

gativo (false negative - FN). A Tabela 4.1 ilustra como as arestas são classi�cadas nessas

categorias.

Tabela 4.1: Classi�cação das arestas. Essa tabela mostra como uma aresta é classi�cada de acordo

com os valores presente na matriz verdadeira (tij) e na matriz de adjacência (aij).

tij aij Categoria

0 0 TN

0 1 FP

1 0 FN

1 1 TP

Por exemplo, caso R e T sejam de�nidos como segue:

R =

0.2 0.5

0.3 0.4

 T =

0 1

0 0

 (4.2)

Para cada entrada ε, se rij ≥ ε então aij será 1. Assim:

AR(0.2) =

1 1

1 1

 AR(0.3) =

0 1

1 1

 AR(0.4) =

0 1

0 1

 AR(0.5) =

0 1

0 0

 (4.3)

A Tabela 4.2 mostra os valores de TN, FP, FN e TP de acordo com a Tabela 4.1.

Na avaliação do resultado foi aplicado o critério directed graph evaluation (DGE). O

DGE mantém a direção das arestas. Em outras palavras, caso a solução aponte uma

relação entre dois nós da rede, a orientação dessa ligação é considerada.

A curva Característica de Operação do Receptor (Receiver Operating Characteristic -

ROC) é uma representação grá�ca e é obtida através da variação do limiar e plotando o

número relativo de arestas TP dado por:

TP =
TP

TP+ FN
(4.4)
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Tabela 4.2: Quantitativo de TN, FP, FN e TP para o exemplo. Essa tabela mostra os valores

de TN, FP, FN e TP para o exemplo.

ε TN FP FN TP

0.2 0 3 0 1

0.3 1 2 0 1

0.4 2 1 0 1

0.5 3 0 0 1

contra o número de arestas FP dado por:

FP =
FP

FP+ TN
(4.5)

para cada limiar. O ideal seria comparar todas as curvas ROC, mas isso é impraticável.

Portanto, utilizamos a área sob essa curva (Area Under the ROC Curve - AUC). O

desempenho do algoritmo é proporcional ao valor de AUC. O resultado ótimo teria um

valor de 1,00 para a área. Já um resultado aleatório teria um valor em torno de 0,50. Em

suma, valores altos para AUC representam resultados melhores.



Capítulo 5

Resultados

A Figura 5.1 apresenta as pontuações médias de AUC sobre os cinco conjuntos de dados

para cada um dos três tipos de dados apresentados: Gaussianos, dados da ferramenta

GNW e dados reais. Os valores apresentados nesse grá�co são do Algoritmo1. Os melhores

resultados são observados a partir dos dados Gaussianos. Esse desempenho já era esperado

visto que o modelo utilizado para a inferência é o mesmo aplicado para gerar os dados,

ou seja, uma distribuição Gaussiana multivariada. Os altos valores de AUC obtidos

neste conjunto de dados indica que o método de inferência proposto apresenta um bom

desempenho em relação a reconstrução das estruturas de redes regulatórias.

Considerando os dados da ferramenta GNW, a inferência de redes de regulação apre-

senta resultados piores. Embora a estrutura utilizada para gerar os dados seja conhecida,

o processo de geração dos dados produz interações não-lineares e são incompatíveis com

o modelo de inferência.

Os piores resultados são obtidos quando inferimos redes a partir dos dados reais. Esse

resultado é esperado visto que é muito improvável que o processo de geração dos dados de

um sistema biológico real resultasse em uma distribuição Gaussiana multivariada. Além

disso, a quantidade de ruído no próprio processo biológico e nas técnicas de medição não

são conhecidas.

A Figura 5.2 mostra o resultado obtido com o Algoritmo2 sem utilizar a similaridade

de soluções. Desse modo, o algoritmo realiza o mesmo processo do Algoritmo1. Cada

solução nova gerada é comparada sempre com o pior elemento da população.

Os resultados obtidos com esse algoritmo não foram bons para todos os conjuntos de
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Figura 5.1: Resultados da inferência aplicando o Algoritmo1. O melhor desempenho é a

partir dos dados Gaussianos, seguido pelos dados da ferramenta GNW. Por �m, a inferência

a partir dos dados reais teve o pior resultado.

dados. A população de soluções acabou convergindo prematuramente.

Figura 5.2: Resultados da inferência aplicando o Algoritmo2 sem similaridade. Os resulta-

dos foram ruins para todos os três conjuntos de dados.
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Já utlizando o Algoritmo2 com similaridade no qual a solução criada é comparada

com a solução mais similar dentro da população, os resultados são muito semelhantes aos

alcançados com o Algoritmo1. Na Figura 5.3 é possível observar o resultado atingido.

Figura 5.3: Resultados da inferência aplicando o Algoritmo2 com similaridade. Os resulta-

dos foram semelhantes aos do Algoritmo1.



Capítulo 6

Conclusões

6.1 Considerações Finais

O trabalho mostrou que o método proposto para inferir redes regulatórias genéticas uti-

lizando um EDA é viável. Os algoritmos Algoritmo1 e Algoritmo2 obtiverem resultados

semelhantes. Entretanto, o Algoritmo2 mostrou-se mais rápido uma vez que não utiliza

o algoritmo de agrupamento. Para o Algoritmo2 foram realizados dois testes, utilizando

similaridade e sem utilizá-la. Os resultados mostraram a importância de implementar

essa característica no algoritmo. Realizar a comparação diretamente com o pior elemento

da população levou a uma convergência prematura e, consequentemente, a piores re-

sultados. Uma vez implementada a funcionalidade, o algoritmo foi capaz de encontrar

soluções semelhantes já existentes na população. E, ao comparar as novas soluções com

suas semelhantes, o algoritmo conseguiu manter a diversidade na população.

Os resultados obtidos neste trabalho são semelhantes aos obtidos em [Wer07] no que

diz respeito a reconstrução da rede. Naquele trabalho foi aplicado o tradicional Markov

Chain Monte Carlo (MCMC) e utilizado o mesmo conjunto de dados. Assim, uma possível

comparação entre as duas abordagens deve ser realizada a �m de avaliar corretamente os

resultados.

Uma vez observado que a utilização de EDAs na tarefa de inferência de GRNs são

viáveis, uma comparação entre outras abordagens para inferência é desejável. Além disso,

neste trabalho foi utilizado Redes Bayesianas na tarefa de modelar as estruturas das

GRNs. Seria possível comparar o resultado utilizando outros modelos junto ao EDA.
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