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RESUMO

PEREIRA, Igor Avila. Uma Abordagem Transfer-learning para agrupamento de da-
dos. 2014. 74 f. Dissertacao (Mestrado) — Programa de Pds-Graduagdao em Computagao.
Universidade Federal do Rio Grande, Rio Grande.

Na vida cotidiana, as pessoas agrupam objetos de forma inconsciente, sem saber
exatamente como a selecao de objetos que compdem um determinado grupo é feita.
Assim, € uma caracteristica da aprendizagem humana considerar o conhecimento obtido
a partir de grupos anteriores para gerar novos agrupamentos. No entanto, a maioria
dos algoritmos de agrupamento ndo considera esse tipo de conhecimento prévio. Neste
contexto, este trabalho propde um novo algoritmo de agrupamento que aplica técnica
de Transfer Learning, a fim de transferir o conhecimento de agrupamentos anteriores
para um agrupamento futuro. Todo dataset incorporado € submetido a um processo
de pré-processamento, que combina as instancias em pares € mapeia seus atributos em
novas caracteristicas, a fim de que esteja em um dominio comum. Em uma etapa de
treinamento, aplica-se um classificador que extrai o conhecimento presente nos datasets.
Deste modo, o conhecimento extraido dos datesets anteriores € repassado a tarefa de
agrupar um novo dataset. Assim, a transferéncia de conhecimento contribui para o
processo de formacao de grupos, melhorando o resultado final do agrupamento. Experi-
mentos foram realizados com dois conjuntos de datasets. O primeiro contém 10 datasets
e o segundo 5 datasets. No primeiro conjunto, hd datasets com diferentes atributos e
ndmero de instancias. Todavia, o segundo conjunto possui apenas datasets de mesmas
dimensodes (dois atributos) e nimero de instincias diferentes. Para ambos, utilizou-se o
procedimento de validagdo cruzada. A cada iteracdo, um dataset do conjunto era definido
com sendo o dataset teste, ou seja, que se deseja agrupar e os demais eram utilizados
como bases auxiliares de conhecimento. No conjunto de 10 datasets aplicou-se um
classificador baseado em arvores de decisdo e, para o segundo conjunto um classificador
baseado em regressao logistica.

Palavras-chave: Agrupamento de dados, Machine Learning, aprendizado de méquina,
clustering.



ABSTRACT

PEREIRA, Igor Avila. Transfer Learning approach to data clustering. 2014. 74 f.
Dissertagdo (Mestrado) — Programa de Po6s-Graduacao em Computacdo. Universidade
Federal do Rio Grande, Rio Grande.

In everyday life, people group objects unconsciously, without knowing exactly
how the selection of objects that comprise a given group is made. Thus, it is a char-
acteristic of human learning to consider the knowledge gained from earlier groups to
generate new clusters. However, most clustering algorithms do not consider this type
of prior knowledge. In this context, this work proposes a new clustering algorithm
applying the Learning Transfer techniques in order to transfer knowledge from previous
partitions for a future partition. The datasets undergo a process of pre-processing that
combines instances in pairs and maps their attributes into new features in order to be in a
homogeneous domain. In a training phase, we apply a classifier that extracts the datasets
knowledge. Thus, the knowledge extracted from previous datesets is passed to the task of
clustering a new dataset. The knowledge transfer process contributes to the formation of
groups, improving the outcome of the clustering algorithm. Experiments were performed
with two sets of datasets. The first contains 10 datasets and the second 5 datasets. In the
first set there are datasets with different attributes and number of instances. However,
the second set has only datasets with the same dimensions (two attributes) and different
number of instances. For both used the cross-validation procedure. At each iteration, a
dataset was defined with the set and the test dataset, that is, a dataset we want cluster and
others were used as auxiliary knowledge bases. In all 10 datasets a classifier based on
decision trees was applied, and for the second set, a classifier based on logistic regression
was employed.

Keywords: clustering, transfer learning, machine learning.
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1 INTRODUCAO

No cotidiano, pessoas agrupam objetos de modo inconsciente, ndo sabendo exata-
mente de que modo € feita a selecao de objetos que compdem um determinado grupo.
Por exemplo, a necessidade de agrupar um conjunto de animais quem contém um orni-
torrinco, duas aves e dois mamiferos. O ornitorrinco poderia ser agrupado juntamente as
aves pelo fato de possuir um atributo em comum: o bico. Entretanto, analisando outro

atributo, a producgdo de leite, ele poderia ser agrupado com os mamiferos.

E caracteristica do aprendizado humano considerar, mesmo sem perceber, o conhe-
cimento obtido de agrupamentos anteriores para gerar novos agrupamentos, mais pre-
cisamente as relacdes entre os objetos e os procedimentos adotados. Entretanto, na
computacdo e, mais precisamente, nos algoritmos de agrupamento, ndo € isto o que
ocorre; o conhecimento obtido em um agrupamento nao é transferido para novos agrupa-
mentos, podendo reduzir a capacidade de agrupar destes algoritmos. Logo, a transferéncia
de conhecimento a partir de um conjuntos de dados previamente agrupados pode permitir
que o algoritmo de agrupamento melhore a qualidade de seus resultados. Os algoritmos
de agrupamento ou clustering possuem um objetivo em comum: separar um conjunto de
objetos em grupos de tal maneira que os objetos que compartilham um mesmo grupo se-
jam similares e que sejam diferentes dos objetos contidos em outros grupos (Tan et al.,
2005) (Barbakh et al., 2009).

Do ponto de vista pratico, esta abordagem pode ser atrativa uma vez que a escolha de
um algoritmo de agrupamento ndo € uma tarefa simples. Normalmente, usuarios buscam
alternativas algoritmicas conhecidas de agrupamento até escolher a mais adequada para
seus dados. A existéncia de uma técnica de agrupamento que melhore seu desempenho

através de tarefas anteriores € de grande valia.

Neste contexto, torna-se interessante construir um algoritmo de agrupamento capaz de
utilizar o conhecimento adquirido em agrupamentos anteriores para novos agrupamentos,
explorando a independéncia de dominio dos atributos e o aprendizado supervisionado
(classificacdo). Assim, este trabalho de mestrado propde uma nova técnica de agrupa-
mento que aplica os conceitos de Transfer Learning (Pan and Yang, 2010) para transferir

o conhecimento adquirido de agrupamentos anteriores para novos conjuntos de objetos.
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Para permitir a transferéncia de aprendizado entre agrupamentos, elaborou-se um con-
junto de atributos sintéticos, que representam as relacdes entre os objetos/instancias e sao
definidos mediante um espago comum de caracteristicas.

A técnica de Transfer Learning ja vem sendo aplicada com sucesso em tarefas onde ja
se sabe quais classes estdo presentes no conjunto de dados (aprendizado supervisionado)
(Pan and Yang, 2010). Neste trabalho, o aprendizado por transferéncia € aplicado em uma
etapa de constru¢do de conhecimento.

A Figura 1 resume o trabalho proposto. Todo novo dataset incorporado é subme-
tido a um processo de transformacao ou pré-processamento (etapa 1), que combina suas
instancias originais em pares € mapeia seus atributos em novos atributos (ou conjunto de
atributos sintéticos). O processo de transformacgado faz com que, através do uso e cdlculo
dos atributos sintéticos, o dataset possua ao final do processo, independente da origem, os
mesmos atributos dos demais datasets ja previamente adicionados a arquitetura. Assim,
em uma etapa de Treinamento (etapa 2), o foco passa a ser de extrair o conhecimento
contido neste dataset. A extragdo € feita por meio de um método classificador. Deste
modo, quando um novo dataset € adicionado (etapa 3 de Teste) e o objetivo € agrupé-lo,

o conhecimento extraido do classificador € repassado a tarefa de agrupar.

1) PRE-PROCESSAMENTO . 2) TREINAMENTO . 3) TESTE

Figura 1: Etapas do algoritmo de agrupamento proposto.

1.1 Objetivos Geral

Desenvolver e especificar um novo método de agrupamento de dados baseado na

técnica Transfer Learning.

1.2 Objetivos Especificos

Sao objetivos especificos:

e Realizar um estudo sobre técnicas de agrupamento de dados encontradas na litera-

tura.

e Elaborar atributos sintéticos com objetivo de mapear as instancias de todo dataset

submetido a proposta para um mesmo dominio.
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Agregar técnicas de classificacdo de dados a proposta de agrupamento (arvores de

decisdo e regressao logistica).

Utilizar bases de conhecimento auxiliares para agrupar novas bases de dados.

Avaliar o desempenho da proposta por meio de indices de validacao.

Comparar o método de agrupamento de dados proposto com as técnicas ja existen-

tes na literatura.

1.3 Organizacao do Documento

O restante do texto estd organizado da seguinte forma: o capitulo 2 apresenta a
fundamentagdo tedrica sobre agrupamento e Transfer Learning; trabalhos que descrevem
algoritmos de agrupamento relacionados sao analisados no capitulo 3; o método proposto
¢ apresentado no capitulo 4; a descri¢do dos experimentos estd presente no capitulo 5 e o

capitulo 6 trata das conclusdes e dos trabalhos futuros.



2 FUNDAMENTAGAO TEORICA

Um grupo é uma colecdo de objetos (ou instancias) de dados que sdo semelhantes
entre si e diferentes de objetos existentes em outros grupos (Barbakh et al., 2009). Ha
muitos algoritmos de agrupamento na literatura (Xu and Wunsch, 2005), o que ocasi-
ona uma dificil categorizagdo dos métodos e das abordagens de agrupamento existentes.
Por esta razdo, as proximas se¢des apresentam uma breve descricdo de algumas destas
categorizacodes, a fim de facilitar a compreensao das caracteristicas contempladas pelas

técnicas da literatura e pelo trabalho proposto.

2.1 Agrupamento

Os algoritmos de agrupamento ou clustering sdo utilizados para separar objetos de
uma base de dados em grupos, de tal maneira que os objetos que compartilham um mesmo
grupo tenham alguma similaridade entre si e que sejam distintos dos objetos contidos em
outros grupos (Tan et al., 2005). As préximas secdes apresentam os tipos e as abordagens

utilizadas em agrupamentos de dados.

2.1.1 Tipos de Agrupamento

E possivel classificar um agrupamento como sendo do tipo particional quando, rea-
lizando uma simples divisdo dos objetos dentro do conjunto de objetos, cada objeto
permaneca em um Unico grupo. Ao passo que, se o0 objetivo for que os grupos te-
nham subgrupos, tem-se assim, um agrupamento do tipo hierdrquico. Os agrupamentos
hierarquicos organizam-se em forma de uma arvore. Ocasionalmente, as folhas destas
arvores podem ser formadas de grupos de um tnico objeto (Tan et al., 2005). A Figura 2

ilustra um exemplo de agrupamento hierarquico.

Ha outras formas de classificar um agrupamento. Um agrupamento pode ser exclu-
sivo, interseccionado ou difuso (Tan et al., 2005). Agrupamentos exclusivos sdao agrupa-
mentos onde cada objeto estd presente exclusivamente em um unico grupo. Classificamos
um agrupamento como sendo interseccionado quando um mesmo objeto faz parte de mais

de um grupo ao mesmo tempo. Em um agrupamento difuso, cada objeto pertencente a
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GRUPO1
] 1
GRUPO2 GRUPO3

l GRUPO4 l GRUPO5 \ l OBJETO6 \ l OBJETO7 \

I T I_I_I

l OBJETO1 \ l OBJETO2 ' OBJETO3 \ l OBJETO4 \ ' OBJETOS \

Figura 2: Agrupamento Hierdrquico.

um grupo e possui um grau de pertinéncia por ser membro deste grupo (o peso tem valor
que varia entre 0 e 1) (Tan et al., 2005). Na Figura 3 é possivel observar um exemplo de
agrupamento particional e exclusivo, ja que cada objeto ficou estritamente em um grupo
e nenhum grupo € composto de subgrupos. Na Figura 4 ha um exemplo de agrupamento
interseccionado, onde o objeto objeto esta presente simultaneamente nos grupos 1, 2, 3 e
4.

0]

RUPO1 GRUPO2 GRUPO3

OBJETO1 OBJETO3 OBJETOS
OBJETO2 OBJETOA4

Figura 3: Exemplo de agrupamento particional e exclusivo.

Além das formas de classificacdo dos algoritmos de agrupamento j4 citadas, um agru-
pamento pode também ser completo ou parcial, sendo completo o agrupamento que atri-
bui todos objetos do conjunto para algum grupo. O parcial € o inverso, isto é, podem
existir objetos dentro do conjunto que nao estejam em nenhum grupo ao final do agrupa-
mento (Tan et al., 2005). A figura 5 ilustra um exemplo de agrupamento parcial (o objeto

5 ndo pertence a nenhum grupo).
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GRUPO1
N

aurot OBJETO | arro:

N
GRUPO3

Figura 4: Agrupamento Interseccionado.

GRUPO1 GRUPO2

OBJETO1 OBJETO3 OBJETOS5
OBJETO2 OBJETO4

Figura 5: Agrupamento Parcial.

2.1.2 Abordagens de Agrupamento

As principais abordagens utilizadas para agrupamentos de dados siao as abordagens
baseadas em protétipos e baseadas em densidades. Na medida que for possivel deter-
minar protétipos a partir de um conjuntos de objetos, esses objetos reconhecidos como
protétipos poderdo agrupar outros objetos do conjunto mediante a existéncia de alguma
semelhanga entre eles (entre o protétipo e os outros objetos do conjunto). A determinacio
dos protétipos deve ser realizada a partir do célculo do centréide ou da média do conjunto
(Tan et al., 2005). Na Figura 6 h4 grupos compostos a partir da definicao de 2 protétipos.

No entanto, ha conjunto de objetos em que a determinacao dos prototipos torna-se im-
praticavel, em virtude da necessidade do calculo da média (conjuntos de objetos compos-
tos por dados categdricos) (Luz, 2003). Para estes conjuntos € preciso mudar a abordagem
e, em vez de determinar os protdtipos, determinar zonas (ou regides) de alta densidade
para realizar o agrupamento. Assim, grupos siao formados a partir da divisdo entre zonas
de alta e de baixa densidade (Tan et al., 2005) (Figura 7).
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OBJETO 1

OBJETOS

PROTOTIPO
1

o]:1]3e}:] PROTOTIPO [o]:1[3(e]

2

OBJETO7

Figura 6: Abordagem de agrupamento baseada em protétipo.

Figura 7: Abordagem de agrupamento por densidade.

2.1.3 Algoritmos de Agrupamento

Dentre a gama de técnicas existentes de agrupamento de dados, elencou-se um algo-
ritmo representante de cada abordagem. Para a abordagem por protétipo selecionou-se
o algoritmo K-means e para abordagem baseada em densidade o algoritmo DBSCAN.
Além do K-means e do DBSCAN ¢ possivel citar outras técnicas como, por exemplo,
OPTICS, DIANA e CLARANS (Tan et al., 2005).

2.1.3.1 K-means

O algoritmo K-means € definido como uma técnica de agrupamento de tipo particional
baseada em protStipos que tenta encontrar o nimero de grupos especificado pelo usudrio,
representados pelos seus centroides (Hartigan and Wong, 1979) (Tan et al., 2005).

O algoritmo comeca quando ocorre a selecdo (aleatdria ou através de uma heuristica)
dos K centréides iniciais (base de cada grupo), onde K € um parametro determinado pelo
usudrio. Cada objeto € atribuido ao centréide mais préximo, e cada conjunto de objetos
atribuidos a um centréide é um grupo. O centrdide de cada grupo € entdo atualizado base-

ado nos objetos atribuidos ao grupo. Devemos repetir os passos de atribui¢do e atualizagdo
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Figura 8: Exemplo K-means — Figura extraida de (Nunes, 2009).

até o momento que nenhum objeto mude de grupo, ou até que os centréides permanegam
os mesmos. Entretanto, o algoritmo K-means possui um problema: sua dependéncia da
inicializacdo dos protétipos, que podem provocar, dependendo da escolha dos protétipos
iniciais, grupos diferentes (Barbakh et al., 2009). A Figura 8 apresenta as etapas realiza-

das pelo algoritmo K-means em um dataset de exemplo.

2.1.3.2 DBSCAN

Agrupamentos baseados em densidade localizam regides de alta densidade que este-

jam separadas entre si por regides de baixa densidade (Ester et al., 1996).

No algoritmo DBSCAN, a densidade € avaliada para um determinado objeto do con-
junto contando-se a quantidade de vizinhos deste objeto dentro de um raio Eps. Obtendo
a quantidade de vizinhos de cada objeto, devemos rotuld-los como objeto central, limite

ou ruido.

Um objeto € central se o nimero de vizinhos dentro de sua vizinhanga, conforme
uma funcdo de distancia e um parametro de distancia especificado pelo usudrio Eps,
ultrapassar um limite MinPts, que € também um parametro especificado pelo usudrio.
Entretanto, um objeto € um objeto limite quando este ndo € um objeto central, mas fica
dentro da vizinhang¢a de um objeto central. Por ultimo, um objeto € um objeto ruido

quando ndo é nem objeto central nem objeto limite.

Resumidamente, o algoritmo DBSCAN pode ser descrito pelos seguintes passos:
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1. Rotular todos os objetos (centro, limite ou ruido);
2. Eliminar objetos rotulados como objetos ruido;
3. Ligar todos os objetos de centro que estejam dentro da Eps uns dos outros;

4. Agrupar em mesmo grupo objetos centrais que estejam dentro do Eps de outros

objetos centrais;

5. Atribuir cada objeto limite a um dos grupos dos seus objetos de centro associados;

A complexidade do algoritmo no caso base é O(m * tempo para encontrar os objetos
na vizinhanga Eps), onde m é o numero de objetos. No pior caso O(m?).

Tendo em vista que o DBSCAN usa a abordagem baseada em densidade para agrupar,
caracterizamos 0 DBSCAN como sendo um algoritmo relativamente imune a ruidos, que
pode lidar com grupos de tamanhos e formas arbitrérias (Tan et al., 2005). Logo, o DBS-
CAN encontra muitos grupos que nao poderiam ser encontrados pelo algoritmo K-means
(secdo 2.1.3.1). Todavia, o DBSCAN tem problemas quando os grupos tem densidades
muito variadas. Ele também tem problemas com dados de alta dimensionalidade porque
a densidade é mais dificil de ser definida para tais dados. Além disso, o DBSCAN pode
ser custoso quando calcula os vizinhos mais proximos, ja que requer o célculo de proxi-
midades entre pares (Tan et al., 2005). Outra caracteristica negativa do DBSCAN ¢ que,
embora ele seja capaz de descobrir grupos em dados com ruido, ele é sensivel aos dois
parametros de entrada (o raio £ps e o nimero minimo de elementos que constituem um
grupo MinPts). Para descobrir os grupos, o DBSCAN depende que o usuério informe
os parametros adequados (Barbakh et al., 2009), o que muitas vezes pode consumir muito

tempo pela necessidade de executar os passos vdrias vezes até chegar a um resultado.

2.2 Validacao de Agrupamentos

O trabalho de (Shao et al., 2007) argumenta sobre a impossibilidade de definir uma
métrica universal de avaliagdo de grupos. Deste modo, dentro do universo de possibili-
dades, foram selecionadas apenas as métricas de avaliacao de grupos utilizadas durante
os experimentos (capitulo 5). E importante destacar que as métricas de avaliagdo utiliza-
das em métodos de classificacao de dados também podem ser aplicadas para avaliacdo de
agrupamentos (neste caso € preciso utilizar os rotulos dos grupos) (Tan et al., 2005). Além
disso, as métricas de avaliacdo também podem ser divididas em dois tipos: métricas ex-
ternas e métricas internas. As métricas externas avaliam os resultados dos agrupamentos
comparando-os com classes pré-definidas, que podem ser rétulos previamente classifi-
cados por um usudrio/sistema. Por outro lado, as métricas internas focam no proprio

resultado do agrupamento, ou seja, ndo necessitam de outra fonte de informagao externa.
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2.2.1 DBI

A métrica de avaliacao de agrupamentos DBI pode ser definida pela equacao 1 (Davies
and Bouldin, 1979). Na equacdo, k é o nimero de grupos, o; € a distincia média de todas
as instancias (ou objetos) do grupo ¢ para o seu centrdide c;, o; € a distdncia média de todas
as instancias do grupo j para seu centréide ¢; e d(c;, ¢;) € a distancia entre os centréides
¢; € ¢j. Quanto menor o valor do DBI para agrupamento, mais compactos s3o seus grupos

e o centréide de cada grupo estd mais distante dos demais.

1 & i+ 0
DBI = =3 max(Z1) (1)
n Py YRES] d(Ci, Cj)
A Tabela 1 e a Figura 9 apresenta o dataset-base utilizado para exemplificar o cédlculo
da métrica DBI. Um método de agrupamento determinou para o dataset um agrupamento

com 3 grupos: o grupo 1 (vermelho), o grupo 2 (azul) e o grupo 3 (verde).

20 L 2
&
15
10 '
®
®
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..

; L®

0 3 10 15 20

Figura 9: Dataset - Exemplo DBI.

Tabela 1: Dataset - Exemplo DBI.

Instancia | Atributo x | Atributo y
0 1 1
1 2 2
2 4 6
3 3 3,5
4 10 11
5 10 10
6 8 7
7 9 9

20 20
18 19
19 20
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O passo (1) calcula, para cada grupo encontrado no processo de agrupamento, seu
centréide (Tabela 2) e a distancia euclidiana de seu centréide em relagcdo aos centrdides
dos outros grupos. No passo (2) (Tabela 3), para cada instancia, é calculado a distancia
euclidiana em relacdo ao centréide que representa seu grupo. Ao final, calcula-se o valor
da distancia média, obtida por meio da razdo do somatério das distancias obtidas (para

cada instancia) comparada ao seu centrdide pela quantidade de instincias pertencentes ao

grupo.

Tabela 2: DBI - (1.1) Centroides.

Centroide | x y
Grupo1l | 2,5 | 3,125
Grupo 2 | 9,25 | 9,25
19 | 19,67

Tabela 3: DBI - (1.2) Distancia entre Centréides.

Centrdides Distancia
Grupo 1 - Grupo 2 9,12
Grupo 1 - Grupo 3 23,37
Grupo 2 - Grupo 3 14,27

Tabela 4: DBI (2) - Grupo 1 Distancia Média de todas as instancias em relacdo ao seu
centréide.

Instancia Distancia
0 2,60108151
1 1,24
2 3,25
3 0,625
Distancia Média | 1,92499229

O passo (3) € subdividido em duas etapas. Na primeira etapa (passo 3.1 - Tabela 7),
pares de grupos dentre os grupos encontrados sdo relacionados por meio de um calculo
que soma as distancias médias das instancias destes grupos em relacdo aos seus centréides
e divide o valor pela distancia entre os centréides pertencentes aos grupos. O maior valor

obtido € utilizado para o passo seguinte (passo 3.2 - Tabela 8).
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Tabela 5: DBI (2) - Dist. Média de Todas as instancias em relacdo ao seu centrdide -
Grupo 2.

Instancia Distancia
4 1,90
5 1,06
6 2,58
7 0,36
Distancia Média 1,48

Tabela 6: DBI (2) - Dist. Média de Todas as instancias em relagdo ao seu centréide -
Grupo 3.

Instancia Distancia
8 1,05
9 1,20
10 0,34

Tabela 7: DBI (3.1) - DBI - Calculo Maximo e Resultado Final.

Grupos Calculo
12 dist MediaGrupol + dist MediaGrupoJ =0,3728
d(C[, CJ)
13 0,119332
73 0,163733

Tabela 8: DBI (3.2) - DBI - Célculo Maximo.

max resultado
max 1 1-2=0,3728
max?2 1-2=0,3728

max3 2-3=0,163733
Somatoério 0,909342

O resultado final € dado pelo somatdrio dividido pela quantidade de grupos encontra-
dos. No exemplo o resultado final é dado por (1/3)+xSomatério= (1/3) x (0,909342) =
0,303114.

2.2.2 Silhouette

A métrica de validacdo de agrupamentos Silhouette (Rousseeuw, 1987) define a quali-
dade dos agrupamentos tendo por base a proximidade entre os objetos de um determinado
grupo e a proximidade desses objetos ao grupo mais préximo. Os valores variam entre
[—1, 1]. Quanto mais préximo de 1, melhor € a alocagc@o do objeto no grupo. Em contra-
partida, quanto mais préximo de —1, pior € alocacdo do objeto. Silhouette é obtida pela

equagdo 2.
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d(’l}i, Ch) — d(?}i, C])
max(d(v;, Cj), d(vi, Ch))

onde v; representa o objeto pertencente ao grupo C; e C}, € o grupo mais proximo a

s(v)) = 2)

v;. Além disso, para realizar o célculo da métrica para todos os objetos/instancias que
fazem parte do agrupamento, deve-se calcular, primeiramente, a métrica para o grupo
(S;) e, logo em seguida, para todo o agrupamento (G.S). Esses valores sao obtidos pelas
equagoes 3 e 4. Nas equagdes, NV é a quantidade de objetos do grupo J e K € o nimero
total de grupos.

S; = =1 (3)

“4)

2.2.3 MicroF e MacroF

MicroF e MacroF sdo métricas externas de validacao de agrupamento que medem a
qualidade dos grupos em funcdo das classes conhecidas a priori.

A macroF é uma média aritmética simples de todas as F' (média harmonica de pre-
cision e recall), que atribui a cada classe uma mesma importancia. Ela mede a qualidade
geral do resultado com N classes. A microF é uma média que atribui a mesma im-
portancia para cada instancia. Ela também mede a qualidade geral do resultado com N
classes, entretanto ¢ uma métrica mais confidvel quando as classes sao bastante desbalan-
ceadas. Para duas classes A e B, microf,1 = (|[gl NcA| + |g2 N ¢B|)/(|A] + |B|), ou
seja, a porcentagem de acertos no total. E a mesma acurécia do modelo como um todo.

Para calcular tanto a microf’ quanto a macroF’ € necessdrio definir todas as possiveis
hipdteses, ou seja, com posse das classes e dos grupos, elenca-se todas as hipoteses onde
grupos do agrupamento podem representar, parcialmente ou em sua totalidade, as classes
do dataset conhecidas a priori. O resultado final é dado pelo valor que, dentre o conjunto
de hipoteses, maximiza o valor de microF e macroF.

Por exemplo, para 2 grupos G = {g1, g2} e 3 classes C' = {cA, ¢B, cC'}, o nimero
de hipéteses é calculado a partir do arranjo das classes nos grupos A%, que é igual a
A3 = 3!/(3 — 2)! = 6 hipdteses que sdo:

e hl:cA=glecB=g2
e h2:cA=glecC = g2

e h3:cB=glecA=g2
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e hd:cB=glecC = g2
e hh:cC =glecA=g2

e h6:cC' =glecB = g2

Além das hipéteses, as métricas precisam responder questdes similares as questoes
abaixo:

e Quantos elementos de g1 pertencem a cA(|gl N cAJ)?
e Qual a quantidade de elementos em g1(|g1])?

e Qual a quantidade de elementos em A(|A|)?

As figuras 10 e 11 exemplificam o cédlculo das métricas microF'1 e macroF1 respec-
tivamente para agrupamentos com duas classes (conhecidas a priori) e com 2 grupos
resultantes.

Exemplo: Dataset

o Possui 2 classes = {cA, cB}
o Encontrou 2 grupos = {g1, g2}

Férmula

e |g1 e cA| = Quantidade de instancias que estdao em g1 e sdo da
classe cA

¢ |g2 e cB| = Quantidade de instancias que estdo em g2 e sdo da
classe cB

e micro F1_h1=
o (|g1 e cA| + |g2 e cB|) / (total de instancias do dataset)

e micro F1_h2=
o (|g1 e cB|+ |g2 e cAl)/ (total de instancias do datasef)

e 0 maior valor de microF é a hipdtese escolhida.

Figura 10: Exemplo microF.

Além do que ja foi dito, é preciso também conhecer duas outras métricas que ser-
vem de pré-requisito para o cédlculo de microF e de macroF: precisao (precision) e
revocacgdo (recall). Precisdao e Revocacdo sdao métricas comumente utilizadas em siste-
mas de recuperagdo de informagdo. Precisdo € definida como sendo a proporcido dos
documentos/instancias/objetos recuperados que sao relevantes para uma dada consulta/-
grupo em relacdo ao total recuperado e revocagdo como sendo a razao entre o nimero de
documentos/instancias/objetos recuperados que sao relevantes para uma consulta/grupo e

o total do conjunto que € considerado relevante (Tan et al., 2005).
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Exemplo:
e dataset
o Possui 2 classes = {cA, cB}
o Entretanto, encontrou 2 grupos = {g1, g2}
Eérmula
e numeradorMacroF1 =
o Somatorio de medidaF’s
m ((2 *precisao(gX, classeY) * revocacao(grupoX,
classeY)) / (precisao(gX, classeY) + revocagao(gX,
classeY)));
e macro F1=
o numeradorMacroF1 / Qtde de classes

Figura 11: Exemplo macroF.

2.3 Transfer Learning

E possivel definir a técnica de Transfer Learning como sendo a habilidade de um sis-
tema reconhecer e aplicar conhecimentos aprendidos em tarefas anteriores para a solu¢ao
de novos problemas (Pan and Yang, 2010). Assim, o objetivo do Transfer Learning con-
siste em extrair o conhecimento a partir de uma ou mais tarefas fontes e aplicar o conhe-

cimento para uma tarefa de destino (figura 12).

EXTRACAO DE APLICACOES DE
TAREFAS FONTES » CONHECIMENTO . CONHECIMENTO » TAREFA DESTINO

Figura 12: Transfer Learning.

Tradicionalmente, as técnicas de Machine Learning tentam aprender cada tarefa a
partir do zero, enquanto o Transfer Learning tenta transferir o conhecimento de algumas
tarefas anteriores para uma tarefa de destino. Um exemplo da técnica de Transfer Lear-
ning € transferir o conhecimento adquirido ao tocar violdo para o aprendizado de guitarra.

Além de aplicar os conhecimentos aprendidos em tarefas anteriores para novos pro-

blemas, o Transfer Learning € norteado por trés importantes questdoes (Pan and Yang,
2010):

e O que transferir?
e Como transferir?
e Quando transferir?

O que transferir? corresponde a determinar que parte do conhecimento pode ser

transferido através das tarefas fontes e destino. As tarefas podem ter duas formas de
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conhecimento: o especifico e o comum. O ultimo conhecimento é o mais indicado a ser
transferido, ja que ajuda a melhorar o desempenho e por ter relacdo direta com a tarefa
de destino. Assim, deve-se invocar algoritmos de aprendizagem que sao responsdveis por
realizar a transferéncia destes conhecimentos e responder a questdao de Como transferir?
(Pan and Yang, 2010).

A questdao de Quando transferir? trata das situacOes de quando a transferéncia de
competéncias deve ser feita. Trata também de conhecer em quais situacdes o conheci-
mento ndo deve ser transferido. Em alguns casos, quando as tarefas fontes e destino nao
sdo relacionadas, a transferéncia por forca bruta pode ser sem sucesso. No pior caso,
pode prejudicar o desempenho de aprendizagem da tarefa de destino, sendo uma situacao
de transferéncia negativa. A maioria dos trabalhos atuais focam em O que transferir? e
Como transferir? assumindo que as tarefas fontes e a tarefa destino s@o relacionadas uma
com a outra. No entanto, como evitar uma transferéncia negativa € uma questao em aberto

que ird atrair mais e mais aten¢ao no futuro (Pan and Yang, 2010).

2.4 Kolmogorov - Smirnov e Kullback - Leibler

Os métodos Kolmogorov - Smirnov - KS e Kullback - Leibler - KL calculam a distancia
entre duas curvas acumuladas. Para o trabalho de mestrado os métodos KS e KL foram
utilizados durante o processamento dos Atributos Sintéticos desenvolvidos (secdo 4.2).
As curvas acumuladas funcionam como entrada para as métricas. KS e KL calculam, cada
um a sua maneira, um valor de distancia existente entre duas curvas. A Figura 13 ilustra

a distancia encontrada entre duas curvas acumuladas quaisquer.

Figura 13: Métodos Kolmogorov - Smirnov e Kullback - Leibler.
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Tabela 9: Exemplo de curvas utilizadas nos métodos Kolmogorov - Smirnov e Kullback -
Leibler.

Vetorl |1 |10(20 |15 7 | 8 |16 13| 5 | 6
Vetor2 |5| 4 | 1 |IS5|12|11 | 8 | 9 [10]| 11

Para exemplificar o funcionamento das métricas, elencou-se 2 vetores de pontos ex-
pressos pela Tabela 9. Independe da origem os dados, os mesmos devem passar pela
funcdo CDF (Funcao de Distribuicio Acumulada). A funcdo CDF transforma os dados
(vetores) em distribui¢des acumuladas. O pseudocddigo da fungdo € ilustrado pela Fi-
gura 14. Nesse codigo, duas varidveis valor minimo e valor mdximo sdo inicializadas e
incrementadas a cada iteracdo com objetivo de restringir o intervalo de valores. Assim,
enquanto valor mdximo nao ultrapassar a distancia euclidiana presente entre os vetores /
e 2 (no exemplo d(vetl,vet2) = 24.02), armazena-se em uma outra varidvel o nimero de

elementos compreendidos entre as variaveis valor minimo € valor mdximo.

valor minimo = 0;
valor maximo = d(vet1,vet2)/10;
Enquanto (valor maximo <= d(vet1, vet2)){

o Obter a QTDE de elementos de vetori/vetor 2 que estéo entre:
e valor minimo
e valor maximo

o valor minimo = valor maximo;

o valor maximo+= d(vet1,vet2)/10;

Figura 14: Funcdo CDF.

Segundo o Teorema de Nyquist (Farrow et al., 2011), a frequéncia de amostragem de
um sinal analdgico, para que possa posteriormente ser reconstituido com o minimo de
perda de informacao, deve ser igual ou maior a duas vezes a maior frequéncia do espectro
desse sinal. Para a abordagem Trasnfer Learning de agrupamento de dados, verificou-se
que a frequéncia maxima € 5H z (Figura 15). Assim, definiu-se 10 para incremento da
variavel valor mdximo e do nimero de elementos resultantes retornados da fung¢dao CDF.
Na Tabela 10, observa-se os valores minimo e mdximo, os elementos compreendidos entre
as varidveis e a quantidade encontrada de cada intervalo para o vetorl. Assim, o vetor
quantidade € transformado em vetor-quantidade-acumulado. A Tabela 11 mostra o vetor
1 original, o vetor quantidade encontrado, o vetor quantidade-acumulado e o vetor 1 final
para a fungdo CDF. Da mesma forma, a Tabela 12 refere-se ao vetor 2.

O proximo passo € encaminhar os vetores resultantes para os métodos KS e KL. O
método KS retorna a maior diferencga absoluta entre os valores dos dois vetores resultantes
da funcdo CDF. Para o exemplo, o resultado seria expresso na Tabela 13. O método KL
pode ser ilustrado pela Figura 16 e pela Tabela 14.
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Figura 15: Aplicacdo do Teorema de Nyquist para a abordagem Transfer Learning para

Tabela 10: Exemplo - Fun¢do CDF - Vetor 1.

Iteracao | Valor Minimo | Valor Maximo Elementos Qtde
1) 0.0 2.4 {1,10,20,15,7,8,16,13,5,6} 1
2) 2.4 4.8 {1,10,20,15,7,8,16,13,5,6} 0
3) 4.8 7.2 {1,10,20,15,7,8,16,13,5,6 } 3
4) 7.2 9.6 {1,10,20,15,7,8,16,13,5,6} 1
5) 9.6 12.01 {1,10,20,15,7,8,16,13,5,6} 1
6) 12.01 14.41 {1,10,20,15,7,8,16,13,5.6} | 1
7) 14.41 16.81 {1,10,20,15,7,8,16,13,5,6} 2
8) 16.81 19.21 {1,10,20,15,7,8,16,13,5,6} 0
9) 19.21 21.61 {1,10,20,15,7,8,16,13,5,6} 1
10) 21.61 24.02 {1,10,20,15,7,8,16,13,5,6} 0

Tabela 11: Exemplo - Fun¢dao CDF - Vetor 1 Resultante.

Vetor 1

{1,10,20,15,7,8,16,13,5,6}

Vetor 1 - Qtde

{1,0,3,1,1,1,2,0,1,0}

Vetor 1 - Qtde Acumulado

{1,1,4,5,6,7,9,9,10,10}

Vetor 1 - CDF

{0.1,0.1,0.4,0.5,0.6,0.7,0.9,0.9.1,1}

Tabela 12: Exemplo - Fun¢ao CDF - Vetor 2 Resultante.

Vetor 2

{5,4,1,15,12,11,8,9,10,11}

Vetor 2 - Qtde

{1,1,1,2,4,0,1,0,0,0}

Vetor 2 - Qtde Acumulado

{1,2,3,5,9,9,10,10,10,10}

Vetor 2 - CDF

{0.1,0.2,0.3,0.5,0.9,0.9.1,1,1,1}




Tabela 13: Exemplo - Método KS (Kolmogorov - Smirnov) - Execugao.

Iteracao | Diferenca | Resultado
1) 10.1 — 0.1 0.0
2) 10.1 — 0.2]] 0.1
3) 10.4 — 0.3]] 0.1
4) 10.5 — 0.5]| 0.0
5) 10.6 — 0.9]] 0.3
6) 10.7 — 0.9]] 0.2
7) 10.9 — 1.0 0.1
8) 10.9 — 1.0|| 0.1
9) |1.0 — 1.0 0.0
10) |1.0 — 1.0 0.0

resultado = 0;i = 0;

somatoérioVetorCDF1 = somarVetor(vetorCDF 1);
somatorioVetorCDF2 = somarVetor(vetorCDF2);
Para cada elemento de vetor1 e vetor2

e p = vetorCDF1(i) / somatdérioVetorCDF1;
e q = vetorCDF2(i) / somatdrioVetorCDFZ2;
e resultado +=p*log (p/q);

o ++;

resultado = resultado/ log (2);

p e q = representam o valor normalizado da curva acumulada a
cada ponto

Figura 16: Método KL - (Kullback - Leibler).

Tabela 14: Método KL - (Kullback - Leibler) - Calculos.

Iteracao p q
1) 0.1/6.2 =0.0161 | 0.1/6.9 = 0.0144
2) 0.1/6.2 =0.0161 | 0.2/6.9 = 0.0289
3) 0.4/6.2 =0.0645 | 0.3/6.9 = 0.0434

10) 1.0/6.2=0.16129 | 1.0/6.9 = 0.1449

Tabela 15: Método KL - (Kullback - Leibler) - Execucao e Resultado.

Iteracao Resultado
1) 0.0+0.0161*10g(0.0161/0.0144) = 0.0017
2) 0.0017+0.0161*10g(0.0161/0.0289) = -0.0077
3) -0.0077+0.0645%10g(0.0645/0.0434) = 0.0177
10) -0.0011040.16129%10g(0.16129/0.1449) = 0.016151
Resultado 0.016151/l0g(2) = 0.023




3 TRABALHOS RELACIONADOS

Neste capitulo sdo apresentados os trabalhos relacionados que buscam resolver o pro-
blema de agrupamento de dados. Cada trabalho foca de forma diferente o problema,
combinando vdrias técnicas com o objetivo de transferir o conhecimento. Assim, os tra-
balhos possuem o0 mesmo objetivo de nosso algoritmo proposto. Ao fim da se¢do, hd uma

tabela comparativa.

3.1 Learning from Cluster Examples

Learning from Cluster Examples - LCE (Kamishima and Motoyoshi, 2003) é uma
tarefa composta que combina caracteristicas das técnicas de aprendizagem a partir de
exemplos e de clustering, propondo uma extensao destas duas abordagens conhecidas. O
objetivo ndo € encontrar uma regra para classificar objetos tinicos, ou um agrupamento
particular, mas sim, encontrar uma regra de particionamento para um dataset através
de um outro dataset de exemplo. Cada exemplar presente no conjunto de exemplos de
formacdo € um par que consiste em um conjunto de objetos acompanhados por uma
particao verdadeira (um conjunto de clusters) para este conjunto. A regra obtida através
da aprendizagem deste conjunto € utilizada para estimar uma parti¢do real em um con-
junto de objetos invisivel. Desta forma, em contraste com a aprendizagem por meio de
exemplos, que procura encontrar uma regra para classificar um objeto, o LCE adquire uma
regra para particionar um conjunto de objetos. Entretanto, embora o objetivo do agrupa-
mento seja a particdo de um conjunto de objetos, a regra de particionamento produzido
pelo LCE € entdo aplicavel a qualquer objeto definido a partir de um mesmo dominio. Em
suma, o LCE tem a natureza de supervisionar o aprendizado através de exemplos, e traz

isso para a tarefa de agrupamento.

A entrada para o algoritmo € um conjunto de valores de caracteristicas de linha-
segmentos, ou seja, o0 comprimento ou a conectividade entre eles. Entdo, para aplicar
um algoritmo de agrupamento, o usudrio deve também especificar o conhecimento, como
uma funcdo potencial ou uma medida de dissimilaridade. Desta maneira, € dificil espe-

cificar tal conhecimento, porque hd uma dificuldade em detectar a correspondéncia entre
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os valores. Mesmo em tal caso, os autores consideram facil atribuir as particdes. Assim,
eles supdem que ela € util para derivar regras de particionamento a partir de exemplos de
particdo, sendo importante para a tarefa de LCE como um todo.

Na Figura 17 observamos que o LCE € dividido em 2 etapas: a etapa de aprendizado e
a etapa de particionamento. A regra de particionamento, obtida na etapa de aprendizado,
funciona como uma ponte-de-ligacdo entre as duas etapas. Na etapa de aprendizado ha
um conjunto de descricdo dos objetos e um conjunto de objetos de treinamento. Além
disso, na etapa final, o subconjunto de objetos ainda nao visualizados (presente no dataset)

sdo particionados pela regra inferida na etapa inicial deste processo.

object set "
description true partition unseen
object set
description
(00, F(0u))
[ ]
e ® L ] -
' * o
w [ ] LA
£
c h
B
partitioning R =3
. rule 3
2 , 3
o 5
g @
® P
(O F(Om) T e
Jt(f
L ]
® L]
* ., *e
| estimated partition
training example set: EX for unseen object set

Learning Stage Partitioning Stage

Figura 17: Exemplo Learning from Cluster Examples — Figura extraida de (Kamishima
and Motoyoshi, 2003).

3.2 Learning to Cluster using Local Neighborhood Structure

Rosales et al. (2004) realiza a tarefa de agrupamento de dados por meio da anélise
de vizinhanca dos objetos do dataset. Objetos que compartilham vizinhangas possivel-
mente fazem parte de um mesmo grupo, logo, o contrario é verdadeiro, vizinhangas hete-
rogéneas podem indicar que esses objetos ndo compartilham nenhum vizinho em comum
e, por consequéncia, serem elementos de grupos distintos. Além disso, o artigo destaca
que para alguns problemas de classificacdo, a estrutura local pode ser mais relevante do
que outras medidas de similaridade pois, nestes problemas, cada classe pode ter fungdes

de similaridade diferente e que a funcdo global seria o resultado de uma sobreposi¢do
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aproximada de todas as func¢des de similaridade de cada classe. Somado a dificuldade de
definir as fun¢des de similaridade, hd a premissa de que a tarefa de agrupar € por si s6
um problema mal definido, pois o melhor agrupamento seria cada objeto em um grupo
de um tnico elemento (ele préprio). E preciso ainda restringir os critérios utilizados para
determinar e avaliar se houve ou ndo um bom resultado de agrupamento.

A Figura 18 ilustra a ideia de que, se duas vizinhangas proximas possuirem classes
diferentes, a compatibilidade entre elas diminui com o nimero de vezes que os seus ele-
mentos em comum discordam (variagdes poderiam também ser de interesse). Note-se que
usando esta defini¢do, pares de objetos que possuem a mesma classe de vizinhanca sdo

igualmente compativeis, independentemente do nimero de elementos compartilhados.

Figura 18: Exemplo Learning to Cluster using Local Neighborhood Structure — Figura
extraida e adaptada de (Rosales et al., 2004).

No objetivo de caracterizar a estrutura local do dataset, o trabalho faz uso de atri-
butos de vizinhanga, salientando que, extensas vizinhangas podem tornar a andlise desta
vizinhanca um problema complexo. Entretanto, para que ndo ocorra problema de in-
tratabilidade computacional, um método de vizinhanca baseado no Modelo de Markov
¢ incorporado ao modelo proposto no artigo. Este método de vizinhanga baseado no
Modelo de Markov considera que duas vizinhancas sdao probabilisticamente relacionadas
quando existe, pelo menos, um objeto compartilhado entre elas. Além disso, para conse-
guir aprender a estrutura das vizinhangas, seria necessdrio aplicar o conceito de aprendi-
zagem, realizando assim o agrupamento por meio de dados jé rotulados. A aprendizagem
através de dados ja rotulados somente poderia ser feita na medida que fosse possivel so-
lucionar o problema de classe-dependéncia entre as vizinhancas, ou seja, assumir que, ao
lado de um ndo-rotulado dataset Z, exista um ou mais datasets rotulados L?, com corres-
pondéncia entre os rétulos (ou classes). Na parte de inferéncia dos clusters (ou grupos)
existe a adicdo de um parametro factor graph, que descreve a relacdo entre as varidveis
aleatdrias definidas no modelo. Esse factor graph permite que andlises complexas e algo-
ritmos por inferéncias possam ser facilmente derivados a partir dai, emergindo assim, 0s

grupos (Rosales et al., 2004).
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3.3 Self-taught clustering

O trabalho (Dai et al., 2008) propde um algoritmo que visa agrupar um dataset-
alvo ndo-rotulado com o auxilio de um outro dataset-auxiliar também ndo-rotulado. O
dataset-auxiliar pode ajudar na descoberta da melhor representacio dos dados do dataset-
alvo. Desta forma, o problema pode ser considerado uma instancia de um problema de
Transfer Learning (aprendizagem por transferéncia), ja que se faz uso do conhecimento
obtido a partir de uma tarefa de aprendizagem para aperfeicoar o desempenho de uma ou-
tra, ainda que essas tarefas de aprendizagem sejam de dominios ou distribui¢des diferen-
tes. Essa caracteristica agrega valor a proposta do artigo ja que ndo € comumente encon-
trada nos algoritmos cldssicos de agrupamento. No algoritmo, os dois co-agrupamentos
sdo desenvolvidos simultaneamente, sobre o dataset-alvo e dataset-auxiliar com objetivo
de encontrar caracteristicas compartilhadas (ou semelhantes) entre eles.

A Figura 19 demonstra que diferentes objetos podem compartilhar algumas carac-
teristicas relevantes ou em comum, ou seja, anéis de diamante compartilham carac-
teristicas com os objetos feitos em diamante; os anéis que possuem partes de platina
compartilham caracteristicas com os objetos de platina, além disso, a platina e o titanio
compartilham muitas partes e uma série de outras caracteristicas com o metal. Neste caso,
os dados auxiliares podem ser utilizados para ajudar a identificar uma melhor forma de

representacdo de dados, beneficiando assim, o conjunto de objetos do dataset-alvo.

B | Nl 7] LA - ./ < P
= S & <
(a) diamante (b) platina
g f‘ffiﬁ 7 By 14 [N ‘: /4 E“_;

(c) anel (d) titanio

Figura 19: Exemplo Self-taught Clustering — Figura extraida e traduzida de (Dai et al.,
2008).

A funcdo objetivo proposta no artigo é:

Os parametros X e Y correspondem aos conjuntos de valores dos datasets alvo e au-
xiliar, respectivamente, e Z, o conjunto que corresponde ao que hd de comum no espaco
de caracteristicas entre os conjuntos. / denota a informacao mutua existente entre 0s con-
juntos X e Y. Além disso, 1(X7?) e I(Y?) representam as juncdes de distribui¢oes de

probabilidades.
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O parametro A presente na fungdo objetivo tem a funcdo de balancear a influéncia entre
os dataset-alvo € o dataset-auxiliar. Nos experimentos descritos no artigo, os autores
observaram empiricamente que, quando o A > 1, o desempenho do algoritmo proposto é
insensivel ao parametro, indicando que o dataset-auxiliar pode ajudar o dataset-alvo na
tarefa de agrupar. Nos experimentos foi utilizado A = 1, ja que foi mostrado que € dificil
determinar teoricamente seu valor. Além disso, com o objetivo de avaliar a qualidade dos
resultados, foi utilizada a medida de entropia, ou seja, o valor de informacao contida em
cada grupo resultante dos agrupamentos. Ainda durante a realizagdo dos experimentos,
verificou-se que 10 iteragdes sdo suficientes para a convergéncia do algoritmo, possuindo

complexidade algoritmica linear.

A fungdo objetivo trabalha com os dois datasets (dataset-alvo e dataset-auxiliar),
incitando a transferéncia de conhecimento (Transfer Learning) entre eles. Como forma
de melhor o desempenho, o artigo aplica o0 método Kullback-Leibler (Cover and Thomas,

1991) sobre a mesma fun¢do com o objetivo de otimiza-la.

3.4 Kolmogorov Complexity: Clustering Objects and Similarity

(Nasution, 2012) propde uma métrica de similaridade baseada na complexidade de
Kolmogorov. Segundo o autor do trabalho, clustering é um tema de grande estudo e em
poucos trabalhos da drea a similaridade automaética € utilizada para agrupar as instancias
do dataset. No entanto, ele ressalta que ha pesquisas que utilizam a Complexidade de Kol-
mogorov como meio de adquirir a informacao presente nos objetos, como por exemplo,
das pdginas web (lugar de dificil extracdo de informacao).

A complexidade de Kolmogorov € uma tarefa profunda e sofisticada que trata da quan-
tidade de informacdo de objetos individuais, medida através do tamanho de sua descri¢ao
algoritimica. Ela é uma no¢do moderna de aleatoriedade e refere-se a conceito pontual de
aleatoriedade, ao invés de uma aleatoriedade média como faz a teoria das probabilidades.
A complexidade de Kolmogorov € definida por meio do conceito de maquina de Turing. A
existéncia da maquina de Turing garante que a complexidade de Kolmogorov seja um con-
ceito objetivo em virtude de que a complexidade nio € dependente da maquina escolhida

como referéncia para medi-la.

Sobre os problemas matemaéticos, o autor fala que o mais importante € que os objetos
sejam definidos de uma forma uniforme, como por exemplo, de conjuntos. Trata ainda
sobre os estudos de Turing, que demonstrou ser impossivel escrever um programa de
computador que saiba predizer se um outro programa entrara em loop ou ndo. No entanto,
o autor esclarece, dizendo que hd estudos de métodos de aproximagdo para o problema
e a complexidade de Kolmogorov permite a execucdo de um pequeno programa, onde os
objetos podem ser dados de forma similar como um ser humano pode ser representado
por DNA”.
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3.5 Resumo dos Trabalhos Relacionados

A Tabela 16 apresenta um resumo das principais técnicas de agrupamento estudadas.
K-means (MacQueen, 1967) e Learning From Cluster Examples (Kamishima and Mo-
toyoshi, 2003) utilizam variagdes do método de agrupamento particional, ou seja, ambos
buscam regras de particionamento, sendo através dos centrdides do dataset (K-means) ou
através de um subconjunto presente no conjunto de objetos. Além destes trabalhos, o al-
goritmo DBSCAN (Ester et al., 1996) aplica a abordagem de agrupamento por densidade,
pois através da classificacdo dos objetos como centrais, o DBSCAN age como um fluido,
agrupando todos os objetos que estejam na margem dos objetos centrais e dos objetos
limite.

Por outro lado, (Nasution, 2012) e (Dai et al., 2008) buscam em seus trabalhos incor-
porar a tarefa de agrupar algum tipo de conhecimento prévio. (Nasution, 2012) obtém este
conhecimento através da Complexidade de Kolmogorov e (Dai et al., 2008) do dataset-

auxiliar e da técnica de Transfer Learning.
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4 ALGORITMO PROPOSTO

Este capitulo trata do funcionamento do algoritmo proposto. A Figura 20 resume seu

funcionamento.

1) Pré-
Processamento

2) Treinamento 4) Agrupamento
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Dataset de

Dataset 1 Atributos Sintéticos ¢ Teste

Conhecimento

Dataset 2 49
Dataset de 22 Ordem Processo de &
(ou Sintéticas) Agrupamento N
&
Dataset 3 &
N
> >
: > S &
Arquivo de ° §
Dataset N Exportagdo *g 3
Esl|a
> 9 S
e || £
Bases g8 g
de 8 9
[=T] w
& 3
o
.
[

Método Classificador €«

Figura 20: Funcionamento do algoritmo proposto.

A primeira etapa é denominada Pré-Processamento. As instancias do dataset sdao
combinadas em pares. Cada par de instincias submetido ao conjunto de Atributos
Sintéticos gera uma instancia sintética (ou de 2* ordem). As instancias sintéticas sdo per-
sistidas em um arquivo de exportacdo. O processo de geracdo do arquivo de exportacdo
mapeia o conteddo de todo dataset para um tGnico dominio comum (o dominio dos atri-
butos sintéticos). A uniformiza¢do de dominio favorece a transferéncia de conhecimento

entre as bases envolvidas no processo de agrupamento.
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De posse dos arquivos de exportacdo (etapa 2 - Treinamento) e com auxilio do soft-
ware WEKA, aplica-se um método classificador com o objetivo de encontrar regras de
agrupamento ou coeficientes de importancia para os atributos sintéticos. Assim, quando
se deseja agrupar um novo dataset de Teste (etapa 3 - Teste), esse dataset também tera
seus atributos mapeados pelos atributos sintéticos, entretanto, em vez de encaminhar
seu arquivo de exportagdo ao WEKA, como ocorre com os datasets de Treinamento, o
mesmo serd encaminhado para a etapa responsavel pelo processo de agrupamento (etapa
3 - Teste). O processo de agrupamento decide se duas instancias sao ou ndo parte de um
mesmo grupo, consultando um conjunto de regras de agrupamento ou buscando o valor
numérico da instancia sintética derivada do par quando a mesma foi submetida a fungao
logistica (etapa 4 - Agrupamento). Tanto o conjunto de regras de agrupamento como o re-
sultado logistico sao produzidos por meio do método classificador que recebe os datasets
de treinamento e retorna um conjunto de arvores de decisdo ou um vetor de coeficientes
de importancia para cada atributo sintético. Neste momento é que ocorre o Transfer Lear-
ning, ja que o aprendizado anterior adquirido € transferido para o agrupamento do dataset
de Teste.

As proximas secdes deste capitulo descrevem detalhadamente as etapas do trabalho

desenvolvido.

4.1 Etapa de Pré-Processamento

Durante a etapa de Pré-Processamento, os dados dos datasets participantes do pro-
cesso sdo transformados de modo que o dominio de cada dataset € mapeado para um
novo espaco comum de dimensdes constantes, independentemente da dimensionalidade
dos dados originais. Assim, cria-se uma homogeneizacao de todos os datasets envolvidos
no processo e desenvolve-se um ambiente favoravel para a transferéncia de conhecimento.

A Figura 21 ilustra as acOes realizadas nesta etapa.

Em um primeiro momento, duas acdes sdo realizadas praticamente em paralelo no
dataset: a geragdo de seu arquivo de exportacdo (onde sdo calculadas todas as instancias
sintéticas) e a gravagao das instancias do dataset no banco de dados. O dataset € persistido
no banco de dados com objetivo de ser utilizado em futuras analises de qualidade. A acdo
de gerar o arquivo de exportacdo é subdividida em outras duas: armazenar na base de
dados e armazenar em um arquivo texto. O arquivo de exportagcdo em modo texto é
utilizado como entrada para o método classificador. O arquivo de exportacdo também
¢ persistido na base dados. Persistir o arquivo de exportacdo € importante para eliminar
a busca sequencial que anteriormente era realizada no arquivo de exportagdo em modo
texto e otimizar a busca de instancias sintéticas durante o processo de agrupamento. O
arquivo de exportacdo € composto de instancias sintéticas que sdo combinagdes de pares

de instancias do dataset.
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Figura 21: Etapa de Pré-Processamento.

4.2 Atributos Sintéticos

Nesta secdo s@o descritos os atributos sintéticos desenvolvidos. Os atributos sintéticos
tem a func@o de mapear os atributos originais das instancias dos datasets da etapa de Trei-
namento e dos Datasets de Teste (Figura 20) em um novo conjunto de atributos. Assim,
independente da origem dos datasets, todos devem ter ao final do pré-processamento dos
atributos sintéticos, novos atributos pertencentes a um mesmo dominio. Para cada data-
set mapeado pelos atributos sintéticos, existe um arquivo de exportacdo resultante, que
contém os valores dos novos atributos. Todo arquivo de exportacao possui suas instancias
reunidas par-a-par, ja que todo atributo sintético recebe um par de instancias e retorna
um valor. Deste modo, € preciso estipular todos os possiveis pares de instancias (gene-
ricamente A e B), pertencentes ao dataset, a fim de que os atributos sintéticos possam
invocar todas as possiveis combinacdes de pares de instancias. Além disso, os atributos
sintéticos consideram tanto a ida como a volta, ou seja, iniciam tanto partindo de A até
B como de B até A, realizando em ambos 0s casos, os procedimentos e os cdlculos devi-
dos. A Figura 22 apresenta graficamente os passos de pré-processamento de um atributo

sintético genérico X.
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Figura 22: Funcionamento dos Atributos Sintéticos.

No passo 1, X recebe o par de instancias A e B. No passo 2, sdo criados os vetores
vetAB e vetBA, que armazenam os valores correspondentes ao que X representa, sendo
vetAB os valores obtidos através da execugdo de X partindo de A até B e vetBA os valores
obtidos da execug¢do partindo de B até A. Em seguida (passo 3), os vetores sdo encami-
nhados aos métodos Kolmogorov-Smirnov (KS) (Massey, 1951) e Kullback-Leibler (KL)
(Kullback and Leibler, 1951). No entanto, vetAB e vetBA devem ser transformados an-
tes em distribui¢des acumuladas, devido aos métodos KS e KL exigirem distribui¢des
acumuladas como parametros de entrada (KS e KL sdao comumente utilizados quando €
necessdrio comparar distribui¢des de dados muito diferentes). No passo 4, obtém-se 0s
resultados finais de X para ambos os métodos (a unica excegdo € o atributo sintético K-
Vizinhos - se¢do 4.2.3 que ndo envia os vetores vetAB e vetBA para os métodos KS e KL,
porque retorna diretamente a quantidade de vizinhos presente no conjunto resultante da
interseccao destes vetores). Ao final (passo 5), os resultados finais do atributo sintético X
s@o gravados no arquivo de exportacdo referente ao dataset.

A reproducdo dos passos de pré-processamento para todos os atributos sintéticos com
todas as possiveis combinagdes de pares de instancias, resulta no arquivo de exportacao
completo do dataset. O arquivo de exportagcdo € utilizado em dois momentos na pro-
posta: o primeiro momento ocorre no software WEKA, com objetivo de encontrar regras
de agrupamento ou coeficientes de regressdo (resultado do método classificador) e; no
segundo momento, na etapa de agrupamento, pois quando um novo Dataset de Teste é

submetido a arquitetura, este também € submetido aos Atributos Sintéticos. Os Atribu-
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tos Sintéticos geram para o Dataset de Teste seu arquivo de exportacdo, mapeando seus
atributos para os mesmos atributos dos datasets de Treinamento, quando estes foram sub-
metidos aos Atributos Sintéticos. Entretanto, nesta etapa, o novo arquivo de exportacao
¢ enviado para a etapa de Teste, a fim de que ocorra efetivamente o agrupamento. O
processo de agrupamento decide se duas instincias fazem ou ndo parte de um mesmo
grupo através de consultas as regras de agrupamento ou a fun¢do logistica (resultado da
aplicacdo do método classificador que teve como parametro de entrada os Datasets de
Treinamento). Assim, desta forma, ocorre o Transfer Learning, em virtude de que, todo
conhecimento obtido por meio dos Datasets de Treinamento € utilizado no agrupamento
do Dataset de Teste.

4.2.1 Distancia Por Vizinho

Para todo par de instincias A e B pertencentes ao dataset, o atributo sintético
DistdanciaPorVizinho retorna a distancia dos vizinhos de A e B em ordem crescente, cal-

culados a partir dos seguintes passos:

1. Calcular a distancia euclidiana entre as instincias A e B.

A B
2. Calcular RaioA = RaioB = %

3. Buscar instancias vizinhas de A que tenham valores de distdncia em relacdo a A

menores ou iguais a RaioA.

4. Buscar instancias vizinhas de B que tenham valores de distincia em relagdo a B

menores ou iguais a RatoB.

5. Atribuir aos vetores vetAB e vetBA os valores de distancia que respeitaram a

condicdo anterior.
6. Ordenar os vetores vetAB e vet BA em ordem crescente.

A Figura 23 apresenta o dataset utilizado para exemplificar o calculo do atributo
sintético DistdnciaPorVizinho. Na Tabela 17 sdo exibidos os valores de distincia eu-
clidiana das instincias A e B em relacdo as demais instincias existentes no dataset de
exemplo.

Os valores de distancia da Tabela 17 determinam que a distancia entre A e B é 20
(d(A, B) = 20) e consequentemente que RaioA e RaioB sdo iguais a 10. Assim, é
possivel estabelecer o conjunto de instincias vizinhas de A como sendo {C, D, E, F'} e de
B como sendo {G, H}, em virtude de que os valores de distincia das instancias C, D, E/
e F em relacdo a A serem menores que RaioA e das instancias G e H em relagdo a B
serem menores que RaioB. As instancias [ e J ndo sdo vizinhas nem de A nem de B

porque estdo fora tanto da abrangéncia de RaioA como da abrangéncia de RaioB.
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RaioA=d(AB)/2 | RaioA=d(AB)2 | RaioB= d(AB)2 RaioB = d(A,B)/2
. | d(A,B) j
0 10 20 30 40 x

Figura 23: Atributo Sintético DistdnciaPorVizinho - dataset de exemplo.

Tabela 17: Valores de distancia euclidiana das instincias A e B em relagdo as demais
instancias do dataset de exemplo.

Instancias | A | B
A 0 |20
B 20| O
C 2 |21
D 522
E 6 |21
F 9 | 25
G 221 7
H 221 9

I 22 115
J 22 116

Com posse dos conjuntos (A = {2,5,6,9} e B = {7,9}), calcula-se a distincia entre

as curvas através dos métodos Kolmogorov-SmirNov e Kullback-Leibler.

4.2.2 Vizinhos Por Raio

O atributo sintético VizinhosPorRaio obtém, para um par de instancias A e B a quan-
tidade de vizinhos dentro de um raio de abrangéncia. Inicialmente, a varidvel raio recebe
o menor valor de distincia entre duas instdncias encontrado no dataset (Araio). A cada
iteragdo, raio é incrementada com o mesmo valor inicial (Araio). A condigdo de pa-

d(A, B)

rada ocorre quando raio for maior que a metade da distancia entre A e B (T)’

calculados a partir dos seguintes passos:

1. Determinar a menor distancia euclidiana nao nula entre duas instancias presente no
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dataset (Araio)
2. raio = Araio
3. Determinar a distancia euclidiana entre as instincias A e B (d(A, B))

4. Obter a quantidade de instancias vizinhas de A e B que tenham valores de distancia

d, onde d <= raio

5. A cadaiteragdo rato = raio+ Araio, repetir passo 4 e verificar condi¢cdo de parada
. d(A, B)
(raio > ———=)
2

A Figura 24 apresenta um exemplo de aplicacao do atributo sintético VizinhosPorRaio.
Para o dataset de exemplo, o atributo sintético realizou duas iteragdes, isto &, houve dois
deslocamentos de Araio. No primeiro, A mapeou 3 instancias vizinhas (C, D e E) e B
mapeou 1 instancia (G). No segundo, tanto A como B mapearam apenas 1 instancia (A

mapeou [’ e B mapeou H).

|..j

raio = d(A, B)/2 raio = d{A,B)/2 raio = d(A B)/2 raio = d{A,BJ/2

d(A,B)

Figura 24: Atributo Sintético VizinhosPorRaio - dataset de exemplo.

Atribui-se os valores obtidos pelas instancias A ({3,1}) e B ({1, 1}) para os vetores
vetAB e vet BA respectivamente, e calcula-se a diferencga entre as distribui¢des acumu-
ladas através dos métodos KS e KL, sendo os valores das diferencgas os resultados finais

do atributo sintético VizinhosPorRaio para o par de instancias A e B.

4.2.3 K-Vizinhos

Para todo par de instancias (A e B) do dataset, o atributo sintético K-Vizinhos obtém
a porcentagem de vizinhos em comum, através da intersec¢ao dos conjuntos de instancias
das K-Vizinhas mais proximas de A e B, sendo K o nimero maximo de elementos pre-

sente em cada conjunto de instancias vizinhas mais proximas.
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Com o objetivo de exemplificar o funcionamento do atributo sintético, € possivel de-
terminar ' = 2, e obter para A e B os valores de distdncia em relagdo aos seus vizi-
nhos (as demais instancias do dataset). Neste exemplo, considera-se um dataset com 4
instancias: A, B, C'e D. Os valores de distancia de A e B em relagdo as demais instancias

do dataset estao na Tabela 18.

Tabela 18: Atributo Sintético K-Vizinhos - dataset de exemplo.

Instancias | A | B | C | D
A 0 10201 30
B 10,0115

Considerando K = 2, € preciso selecionar as duas instancias mais préximas tanto A
e como de B. Para compor o conjunto de K-Vizinhos de A, as instancias B e C' foram as
selecionadas. Por outro lado, o conjunto de K-Vizinhos de B é composto pelas instancias
C e D. Assim, o conjunto intersec¢@o resultante dos conjuntos de K-Vizinhos de A e de
B € composto por apenas 1 instincia (instancia C'). Logo, o resultado final do atributo
sintético K-Vizinhos para este exemplo é 1/K = 0.5 (1/2 = 0.5).

Obs: Este atributo sintético desconsidera a relagdo da instancia com ela mesmo
(d(A, A) =0).

4.2.4 Deslocamento Linear

O atributo sintético DeslocamentoLinear funciona da seguinte maneira: partindo da
instdncia A vamos até a instdncia B. A cada passo, busca-se uma instancia Z (en-
tre A e B) e captura-se a quantidade de vizinhos dentro do seu raio de abrangéncia.
Em seguida, desloca-se um valor Ap, buscando uma nova instancia Z e sua quanti-
dade de vizinhos. Assim, cria-se entre A ¢ B um conjunto de instancias artificiais
Z = {Z1,72,73, ..., Zn}, armazenando, para cada elemento do conjunto, a quanti-
dade de vizinhos. A Figura 25 mostra a instancia A deslocando-se até a instancia B. As
instancias C, D e E estao localizadas em uma regido intermedidria entre as instancias A e
B.

Para obter as instancias do conjunto Z é preciso considerar:

e m = d(A, B), sendo d(A, B) a distancia euclidiana entre as instancias A e B

. m
Tal0gbrangencia = 5

e A = menor distincia entre duas instancias encontrada no dataset

m 1
e Ap = =
Ae P n

n =

A cadaiteragdo P = P + Ap
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(a) (b) ()

(g) Conjunto Z

Figura 25: Etapas - Deslocamento Linear.

A cada iteracdo n € preciso determinar os valores dos atributos da instancia Zn cor-

respondente. Os valores sdo definidos pela equagdo 5.

(xz,Yz,.snz) = (XA, ya,..,na) + Px(xp — A,y — Ya,..,NB — NA) 5)

Para exemplificar o funcionamento do atributo sintético € preciso considerar o dataset
da Tabela 19 que possui instancias com dois atributos (z € y). Logo, considerando as
instancias de Id = 0 e Id = 8 como A e B, respectivamente, e realizando os calculos
devidos, cria-se a Tabela 20.

A Tabela 20 pode ser apresentada graficamente pela Figura 26. Nesta figura, as
instancias de Id=0 e Id=8 estdo na cor vermelha, enquanto as demais instancias do con-
junto Z estdo em azul.

O atributo sintético DeslocamentoLinear retorna a quantidade de vizinhos que cada
elemento do conjunto Z de instancias encontra em sua periferia. Neste exemplo, com

posse da quantidade de vizinhos da Tabela 20, sdo criados os seguintes vetores resultantes:



Tabela 19: Atributo Sintético DeslocamentoLinear - dataset de exemplo.

Instancia /d | Atributo x | Atributo y
0 1 1
1 2 2
2 4 6
3 3 3,5
4 10 11
5 10 10
6 8 7
7 9 9
8 20 20
9 18 19
10 19 20

Tabela 20: Conjunto Z de instancias intermedidrias entre as instancias Id=0 e Id=38.

N

x Y Quantidade de Vizinhos
1,71 | 1,71
241 | 241
3,12 | 3,12
3,83 | 3,83
4,54 | 4,54
5,24 | 5,24
5,95 | 5,95
6,66 | 6,66
7,36 | 7,36
10 | 8,07 | 8,07
11 ] 8,78 | 8,78
12 | 9,49 | 9,49
13 | 10,19 | 10,19
14 | 10,90 | 10,90
15| 11,61 | 11,61
16 | 12,31 | 12,31
17 | 13,02 | 13,02
18 | 13,73 | 13,73
19 | 14,44 | 14,44
20 | 15,14 | 15,14
21 | 15,85 | 15,85
22 | 16,56 | 16,56
23 | 17,26 | 17,26
24 | 17,97 | 17,97
25 | 18,68 | 18,68
26 | 19,38 | 19,38

O| 0| A O\ N| K| W —

\O| OO 00| OO| OO OO | OO| OO| OO OO OO | OO

—_ —
(=) Rew)

NN O\ O\ ||| 00| 00| 00| \O| \O

vetAB = {8.0,8.0, 8.0, 8.0, 8.0, 8.0, 8.0, 8.0, 8.0, 8.0, 8.0, 9.0,
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Figura 26: Conjunto Z de instancias intermedidrias entre as instancias Id=0 e Id=8.

10.0, 10.0,9.0,9.0, 8.0, 8.0, 8.0, 7.0, 7.0, 7.0, 6.0, 6.0, 5.0, 5.0}
vetBA = {5.0,5.0,6.0,6.0,7.0,7.0,7.0,8.0,8.0,8.0,9.0,9.0, 10.0, 10.0,

9.0,8.0,8.0,8.0,8.0,8.0,8.0,8.0,8.0,8.0, 8.0, 8.0}

Todavia, o atributo sintético DeslocamentoLinear possui uma diferenca em relacdo
aos demais: os vetores AB e BA nao sao comparados entre si, mas comparados com uma
curva acumulada fixa. Com posse dos valores resultantes, ou seja, o vetAB comparado
com a curva acumulada fixa e o vetor vetBA também comparado com a mesma curva
acumulada, o valor final do atributo sintético é dado pelo maior valor obtido (o proce-
dimento € independente do método que calcula a distancia entre curvas). Essa proposta
foi utilizada devido ao fato de que, comparar as curvas vetAB e vetBA como ocorre
com aos demais atributos sintéticos, especificamente para o atributo sintético Desloca-
mentoLinear, provocou durante os experimentos uma quantidade significativa de valores
zerados. Isso dificultava a utiliza¢do do atributo sintético na arquitetura, pois 0 mesmo
nao tornava-se um atributo importante quando decidia-se agrupar ou ndo agrupar um par

qualquer de instancias.

4.3 Etapa de Treinamento

O contetido dos datasets dos médulos de Treinamento e de Teste € mapeado para
um mesmo dominio através do conjunto de Atributos Sintéticos. Assim, para cada da-
taset submetido ao modulo de Atributos Sintéticos, ha um arquivo de exportacao, que
contém os valores dos novos atributos calculados pelos Atributos Sintéticos. Na Figura
27 é possivel visualizar graficamente o processo de geracdo do arquivo de exportagdo dos

datasets submetidos ao método. Além disso, na Figura o dataset servird de base de co-
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nhecimento ja que possui como ultimo atributo a confirmagao (frue) ou a negativa (false)
de que o par de instancia que resultou a instancia sintética que corresponde cada linha do
arquivo de exportacao fazia ou ndo parte do mesmo grupo. O dataset de teste nao possui

rétulos, logo seu arquivo de exportacao nao terd esse ultimo atributo.

3) Dataset de 22
Ordem Arquivo
de Exportacao

2) Atributos
Sintéticos

1) Dataset

S—

A

{5.1,3.5.1.4.0.Z,Iris-setosa\ {|Instancia,vizinhosPorRaio_KolmogorovSmirnov.VizinhosPorRaio_KullbackLeibleA
4,9,3.0,1.4,0.2,Iris-setosa 0-0,0.0,0.0,0.0,0.0,0.0,0.0,0.0,true
4.7,3.2,1.3,0.2,Iris-setosa 6-1,0.0,0.0,0.0,0.0201342281875919462,0.0014688813151632605,0.6,0.0,true
4,6,3.1,1.5,0.2,Iris-setosa 9-2,0.0,0.0,0.0,0.04026845637583893,0.016882100765367114,0.0,0.0,true
5.0,3.6,1.4,0.2,Iris-setosa 9-3,0.0,0.0,0.0,0.033557046979865765,0.006769913271936847,0.0,0.0,true
5.4,3.9,1.7,0.4,Iris-setosa 0-4,06.0,0.0,1.6,0.0,0.0,0.0,0.0,true
4.6,3.4,1.4,0.3,Iris-setosa 8-5,06.0,0.0,0.0,0.0,0.0,0.0,0.0,true
5.0,3.4,1.5,0.2,Iris-setosa 9-6,0.0,0.0,0.0,0.04697986577181208,-0.020529196355692562,0.0,0.0,true
4.4,2.9,1.4,0.2,Iris-setosa 0-7,0.0,0.6,0.0,0.0,0.6,0.0,0.0,true
4,9,3.1,1.5,0.1,Iris-setosa 0-8,0.0,0.0,0.0,0.053691275167785234,0.03354141347172954,0.0,06.0, true
5,4;3,?_1,Si,o,zillris-setosa 8-9,0.0,0.0,0.0,0,026571702506505954,0.0013901302926979994,0.6,0.0,true
4.8,3.4,1.5,0.2,Iris-setosa 0-16,0.0,0.0,0.0,0.9932885906040269,6.37015913963586233,0.0,0.0, true
4.8,3.0,1.4,0.1,Iris-setosa 0-11,0.0,0.0,0.0,0.0,0.0,0.0,0.0,true
4.3,3.0,1.1,0.1,Iris-setosa 0-12,0.0,0.0,0.0,0.9664429530201343,0.48096132498546666,0.0,0.0, true
5.8,4.6,1.2,0.2, Iris-setosa 0-13,0.0,0.0,0,0,0,09395973154362416,0,027898265550705174,0,0,0.,0, true
5.7,4.4,1.5,0.4,Iris-setosa 0-14,0.0,0.0,0.0,0.08053691275167785, -0.041667898444916335,0.0,0.0, true
5.4,3.9,1.3,0.4,Iris-setosa 0-15,6.0,0.0,0.0,0.12080536912751676,0.02934852785461167,0.0,0.0, true
5.1,3.5.1‘4.0.3,Iris-setosa f-16,0.6,0.0,0.0,0.0,0.0,0.0,0.0,true
5.7,3.8,1.7,0.3,Iris-setosa 0-17,0.9,0.0,0.0,0.6,0.0,0.9,0.0, true _
5.1,3.8,1.5,0.3,Iris-setosa 0-18,0.0,0.0,0.0,0.053691275167785234,-0.031220880179462132,0.0,0.0,true
atributol, atributo2, Par (A-B), atributoX (Resultado Atributo Sintético X), atributoY (Resultado
..., atributoN, rétulo Atributo Sintético Y), atributoN (Resultado Atributo Sintético N)

Figura 27: Funcionamento - Geracdo do Arquivo de Exportacdo através dos Atributos
Sintéticos.

De posse dos arquivos de exportacdo dos datasets da etapa de Treinamento, aplica-
se um método classificador. Logo, quando se deseja agrupar um novo dataset de teste,
0 dataset teste também tera seus atributos mapeados pelos mesmos Atributos Sintéticos
e seu arquivo de exportacdo serd desta vez encaminhado para a etapa responsavel pelo

Processo de Agrupamento.

4.4 Etapa de Teste e de Agrupamento

Esta secdo tem o objetivo de explicar e exemplificar o processo de teste, dando énfase

as metodologias de agrupamento propostas nesta dissertacao.
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4.4.1 Metodologia de Agrupamento com Arvores de Decisio

A metodologia adotada durante os experimentos realizados com o classificador que
expressa o conhecimento extraido dos datasets por meio de arvores decis@o € esquemati-

zada abaixo:

1. Rotular as instancias do dataset. Cada instancia é rotulada com um rétulo diferente.
Ao final do processo, cada instancia forma um grupo de um tnico elemento (a
prépria instancia);

Inicializar varidveis:
int gtdeTroca = 0;

int rotuloN ovo;
2. Continuar até a Condigdo de Parada seja respeitada;

3. Sortear uma instancia alvo:

Sortear um indice (de 0 a n (ndmero de instancias))

4. Sortear instancias vizinhas (o tamanho da vizinhanga deve ser no méximo 10% do

numero total de instancias).

O sorteio da vizinhanga € auxiliado pela fungdo desenvolvida randvet. A
funcao recebe um vetor dos valores inversos de distancia em relacdo a todos seus
vizinhos, ponderando as instincias mais proximas da instancia alvo sorteada. A
fungdo randwvet retorna, de forma aleatdria, indices de instancias vizinhas. Obs:
H4 possibilidade de que a vizinhanca fique em nimero menor que 10%, devido ao
fato de que a fun¢do randvet retornar indices de instancias vizinhas repetidos. As
repeticoes sdo desconsideradas e os indices repetidos sdo contabilizados uma tnica

VEZ.

5. Estabelecer a transferéncia de conhecimento através da vizinhanca selecionada para

a instancia alvo sorteada.

6. Definir um possivel novo rétulo para a instancia alvo. O novo rétulo devera ser,
dentre os rétulos dos vizinhos selecionados que tiveram resultado verdadeiro no

processo de elei¢io, o de maior quantidade de instancias. Ou seja:

Para cada rétulo presente na vizinhanga - Armazenar a quantidade de vizinhos

de mesmo rotulo.

7. Sendo o rétulo da instancia alvo diferente do rétulo determinado pelo processo de
defini¢do do possivel novo rétulo, o rétulo da instancia alvo € modificado. Além
disso, a variavel qtdeTrocas é incrementada. Caso contrdrio (negativo), ou seja, os

rétulos sejam iguais, a varidvel gtdeTrocas é zerada.
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A metodologia é dividida em 7 etapas. Na etapa 1, cada instancia presente no dataset
¢ rotulada com um rétulo diferente, fazendo com que, no inicio do processo de agru-
pamento, cada instancia participe de um grupo diferente com uma tnica instancia (ela
propria). A seguir, as varidveis qtdeT'roca e rotuloNovo sdo inicializadas. A etapa 2
verifica se a condicdo de parada proposta foi respeitada ou ndo. Caso a condi¢do parada
ainda ndo seja respeitada o processo continua. Na etapa 3, um indice € sorteado aleatori-
amente e a instancia correspondente ao indice é definida como sendo a instancia-alvo da
iteracdo. Na etapa 4, é sorteada um conjunto de instancias vizinhas da instancia-alvo que
servem de parametro para o método que determina o possivel novo rétulo da instincia-
alvo. Na etapa 5, as instancias vizinhas testadas em conjunto com a instancia-alvo que
tiveram resultado desfavordvel durante o processo de eleicdo sdao excluidas deste con-
junto, permanecendo no conjunto somente as instancias de resultado favoravel, ou seja,
instancias que pareadas com a instancia alvo tiverem €xito no processo de elei¢do, ou seja,
onde o processo de elei¢do decidiu que deveriam ficar no mesmo grupo. Assim, o con-
junto (com apenas as instancia com resultado favordvel) é encaminhado para a proxima
etapa (etapa 6). Na etapa 6, hd um método que verifica, dentre as instancias vizinhas
selecionadas do conjunto, o rétulo que contém o maior nimero de instancias. O rétulo
que possuir o0 maior nimero de instancias € retornado ao método principal. Esse rétulo
€ definido como sendo o possivel novo rotulo da instancia-alvo da iteracao corrente. Na
ultima etapa (etapa 7), compara-se o possivel novo rétulo com o atual rétulo da instancia-
alvo. Caso os rétulos sejam diferentes, modifica-se o rétulo da instancia alvo (o rétulo da
instancia alvo passa a ser o novo possivel rétulo e contabiliza-se o contador de trocas).
Caso os rétulos sejam iguais, nada ocorre e a condicao de parada é verificada novamente.

No capitulo que compreende os experimentos (capitulo 5) € possivel observar
variagdes propostas de novas formas de condi¢do de parada e de mecanismos de troca de
rotulos e seus respectivos resultados. Observa-se também que o nucleo da metodologia
foi mantido e que dependendo do proposto, houve variacdes nos resultados. Além disso,
foi proposto utilizar em vez de arvores de decis@o como fonte de conhecimento, coefici-
entes de importancia para cada Atributo Sintético (coeficientes obtidos por meio de um
método classificador de regressdo logistica). O método de regressao elimina também o
processo de eleicao, pois a funcdo logistica presente no método, por si s6, decide se hd ou
nao necessidade de agrupar um par qualquer de instancias, excluindo assim, a exigéncia

de obter os votos das bases de conhecimento (através de suas arvores de decisio).
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4.4.2 Metodologia de Agrupamento com Regressao Logistica

A metodologia adotada durante os experimentos realizados com o classificador de

regressao logistica € ilustrada abaixo.

1. Leitura do dataset.

2. Inicializar a variavel max_iter com 1.5 x n (n € o nimero de instincias) .
3. Obter a matriz de distancias euclidianas para todo par de instancias

4. Selecionar aleatoriamente uma instancia alvo a.

5. Enquanto nimero de iteragdes for menor que max_iter

Montar a lista com as distancias euclidianas em relacao a instancia-alvo. Deve-

se retirar a propria instancia da lista.
Obter a instancia b. b € a instdncia mais perto de a.
Obter o valor obtido pela fungdo logistica do par a — b.

Caso o valor seja maior ou igual a média de todos os valores, a instdncia b

recebe o réotulo da instancia alvo a.

Caso o valor obtido seja maior ou igual a média de todos os valores a proxima

instancia alvo sera b (b serd a nova instancia alvo a).

Caso o valor seja menor que a média de todos os valores, seleciona-se aleato-
riamente uma nova instancia alvo a e nao realiza-se nenhuma mudanca de rétulo

(nem da instancia b, nem da instancia a).

Na primeira etapa realiza-se a leitura do dataset original. Além da leitura do dataset,
inicializa-se a varidvel maz_iter. A max_iter é responsavel por armazenar o ndmero
maximo de iteragdes (praticou-se o durante os experimentos o valor de %50 maior que o
nimero de instancias e o valor manteve-se constante independente do dataset de teste e
do nimero de instincias).

Na etapa 2 cria-se uma matriz com, inicialmente, todos os valores zerados. A matriz
possui a dimensdo m X m, sendo m o nimero de instancias. Em seguida, calcula-se para
cada par de instancias, a distancia euclidiana e o valor obtido é armazenado na matriz. A
distancia euclidiana € utilizada também durante a execu¢do do processo de agrupamento.

Na etapa 3 cada instancia recebe um rétulo entre 0 e m e a defini¢ao dos rétulos € feita
de modo sequencial (de 0 a m — 1). Além disso, determina-se qual sera a instancia que
iniciard o processo. Em seguida, uma varidvel que contém o valor da média de todos os
valores obtidos anteriormente pelos pares de instincia € inicializada, quando os mesmos

foram submetidos a fun¢do logistica. Esse valor funciona como limitante. decidindo ou
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ndo o agrupamento de pares de instincias em mesmos grupos. A varidvel a recebe a
instancia inicial do processo.

Na etapa 4 € onde o processo de agrupamento acontece, ou seja, os rotulos definitivos
das instancias sdo atribuidos. Neste trecho hd um loop que vai até o nimero maximo
de iteracdes (definido anteriormente). A cada iteragdo se define uma lista de vizinhos da
instancia corrente e elimina-se desta lista a prépria instancia. Logo em seguida, obtém-se
o vizinho mais préximo. Assim, compara-se o valor obtido da funcdo logistica do par
composto pela instancia corrente e seu vizinho mais préximo sorteada com o valor do
limitante. Caso o valor seja maior ou igual, o rétulo da instancia corrente € definido como
sendo o mesmo rétulo de seu vizinho e a proxima instancia da iteracao seguinte € o vizi-
nho. Caso contrario, obtém-se dentro da lista de instancias, uma outra instancia aleatdria
e o processo segue até o numero final de iteracdes. O ponto principal da metodologia €
a exploracdo da localidade entre as instancias, ou seja, quando define-se a instancia cor-
rente com rétulo do vizinho e o processo de agrupamento segue com a instincia vizinha,

localmente localizada préximo da instancia alvo anterior.

4.4.3 Processo de Agrupamento

O processo de agrupamento pode ser realizado tanto por arvores de decisdo e seu
respectivo processo de eleicdo como também pelo método de regressdo e sua funcdo
logistica. Nesta se¢do, serd descrito de que forma cada proposta de agrupamento fun-

ciona e suas caracteristicas.

4.4.3.1 Arvore de Decisdo e o Processo de Eleicdo

O processo de elei¢do atua quando um novo Dataset de Teste é submetido ao algo-
ritmo. No momento em que o Dataset de Teste tem suas instancias mapeadas pelos Atri-
butos Sintéticos, seu arquivo de exportacao € encaminhado para a etapa de Teste (Método
de Agrupamento). Na etapa de Teste existe um processo de elei¢ao que determina se duas
instancias fazem ou ndo parte de um mesmo grupo mediante consultas no conjunto de
regras de agrupamento, obtidas pelas drvores de decisao dos Datasets de Treinamento.
Neste momento € que ocorre o Transfer Learning, ja que todo conhecimento anterior
adquirido € utilizado na tarefa de agrupar o Dataset de Teste. A Figura 28 ilustra a meto-
dologia proposta.

O processo de elei¢do tem seu funcionamento ilustrado pela figura 29. Basicamente,
cada instancia sintética do arquivo de exportacdo (que € uma combinag¢do de um par de
instancias do Dataset de Teste) € testada para cada dataset de Treinamento, com o objetivo
de determinar se, para cada dataset, o par de instancias faz ou nio parte de um mesmo
grupo. O teste é realizado percorrendo as drvores de decisdo desses datasets e observando
se para cada arvore hd um resultado positivo ou negativo, sendo que, se houver no pro-

cesso de eleicao resultado final favoravel, ou seja, se a maioria dos testes realizados nas
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Figura 28: Metodologia de agrupamento baseada em Arvores de Decisio.

arvores de decisao for positivo, existe a confirmacao de que o par de instancias analisado
deve fazer parte de um mesmo grupo. Assim, provoca-se entre os datasets a transferéncia
de conhecimento, pois o processo de agrupamento do dataset de Teste ocorre auxiliado/-
precedido pelo conhecimento dos Datasets de Treinamento. Na Figura 29, ha trés data-
sets de Treinamento que retornam dois resultados positivos € um negativo para a instancia
sintética A-B. Neste exemplo, o método proposto agruparia o par de instancias A e B em

um mesmo grupo.

N ~/ ™
Instancias Dataset de ] L Resultado
Arvores de Decisao 5 a0
Teste - Elei¢éo

Sintética @
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Figura 29: Processo de Agrupamento - Metodologia baseada em um Processo de Eleicdo
por meio de Arvores de Decisdo.

Outro ponto importante € a recomenda¢do do uso de um nimero impar de arvores
de decisdo, obtidas dos Datasets de Treinamento, eliminando a possibilidade de haver
empate durante processo de elei¢c@o, no quesito de dizer se qualquer duas instancias estao
ou ndo juntas em um mesmo grupo. Caso isso ndo ocorra, ou seja, haja um nimero par de
datasets de treinamento e, por consequéncia, de arvores de decisdo, em caso de empate,

o processo de elei¢do decidira de modo aleatdrio.
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4.4.3.2 Coeficientes de Importincia - Atributos Sintéticos e o Método de Regressdo

Logistica

No processo de agrupamento com regressao logistica, cria-se um grande dataset
tinico, que possui as instancias sintéticas de todas as bases de conhecimento. Deste modo,
aplica-se no WEKA um método classificador de regressao logistica e este retorna coefi-
cientes de importancia para cada atributo sintético que compde o grande dataset tinico
de conhecimento. Os coeficientes sdo incorporados a fun¢do logistica de pertinéncia que
calcula, para qualquer par de instancias, a necessidade ou nao de estarem em um mesmo
grupo. A pertinéncia baseia-se em um limiar que varia entre 0 e 1, onde valores meno-
res ou iguais a média representam, na proposta, decisdes de nao agrupamento e, valores
maiores, resultados favordveis de agrupamento.

A Figura 30 ilustra a proposta de agrupamento com a utilizagdo do método de re-
gressdo logistica. Na figura, as bases de conhecimento (cinza) sao encaminhadas a etapa
de pré-processamento e transformadas em um grande dataset transformado tinico (ou glo-
bal). Deste modo, aplica-se 0 método de regressdo. Os coeficientes obtidos da regressao
sdo encaminhados a fungdo logistica. Assim, quando o dataset de teste (verde) também ¢é
transformado, a fun¢do logistica calcula a matriz de todos valores dos pares de instancia
desse dataset. Ao final, a matriz € enviada para o método de agrupamento e € utilizada
como parametro de entrada do processo. No método de agrupamento, a ideia central,
ou seja, a acdo de agrupar ou ndo agrupar um par de instancias, baseia-se na média dos
valores contidos na matriz.

No capitulo 5 que trata da avaliacdo experimental, discute-se mais sobre a metodo-
logia de agrupamento com a regressdo logistica e os problemas enfrentados devido ao

desbalanceamento das classes nas bases de conhecimento (ou treinamento) .
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bases transformadas
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Logistica Atributos Sintéticos
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Figura 30: Metodologia de agrupamento baseada em Regressao Logistica.
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4.5 Decisoes de Implementacao

A secao discute as decisoes relativas a implementagao da proposta que foram tomadas
no decorrer do desenvolvimento do trabalho.

Uma das principais medidas foi substituir o modo de busca das instancias sintéticas
durante o processo de eleicao. Nos primeiros prottipos era necessaria uma busca sequen-
cial e lenta (linha por linha) para cada instancia sintética. Assim, a busca sequencial foi
substituida por consultas a uma base de dados. A base dados contém as mesmas instancias
sintéticas que estdo no arquivo de exporta¢do (modo texto).

Além de persistir o arquivo de exportacdo, outra importante solu¢do que otimizou o
método de agrupamento proposto foi a decisdo de implementar o padrao de projetos SIN-
GLETON (Freeman and Freeman, 2007) na classe responsavel pela conexao ao banco
de dados. Anteriormente, um novo objeto da classe era criado a cada consulta, ocasi-
onando uso de memoria e diminuindo desempenho (principalmente durante a etapa de
pré-processamento). Com a implementacao do padrdo de projetos, hd somente um objeto
da classe de conex@o em todo o programa, reduzindo a utilizacdo da memoria e, conse-
quentemente, melhorando o desempenho.

Durante os experimentos, algumas metodologias de como processar 0 agrupamento
foram testadas. Deste modo, verificou-se que o processo de agrupamento esta ligado com
a forma de obtencao/extracdo das regras de agrupamento ou de alguma outra forma de
conhecimento, ou seja, ligado a como o classificador expressa o conhecimento extraido
das bases de conhecimento. Por exemplo, quando se utiliza um classificador que expressa
o conhecimento em forma de arvores de decisdo, se faz necessario para o método de
agrupamento um parser, que extrai das arvores de decisdo (armazenadas em modo texto)
suas regras de agrupamento. Além disso, existe a necessidade de um processo de eleicao,
pois se tem para cada base de conhecimento uma arvore de decisdo correspondente e
a decisdo de agrupar um par de instancias qualquer baseia-se no resultado favordvel da
maioria das arvores de decisdo (ou bases de conhecimento) consultadas.

Um exemplo de uma arvore de decisdo utilizada pela proposta de agrupamento pode
ser visto na Figura 32. O dataset deste exemplo é o IRIS, encontrado no repositério de
datasets UCI'. Para geracdo da arvore de decisdo do dataset foram utilizados os valores
padrdes dos parametros sugeridos pelo WEKA, sendo o parametro M (minNumObj) a
Unica excecdo (alterado para 350), com o objetivo de gerar uma arvore de decisdo com
menor altura. O minNumObj controla o nimero minimo de ocorréncias nas folhas da
arvore de decisdo. A Figura 31 mostra a tela de configuragao do software WEKA e os

parametros utilizados no algoritmo J48 (versao Java do algoritmo C4.5).

Thttp://archive.ics.uci.edu/ml/
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Figura 31: Parametros do Algoritmo J48 para o dataset IRIS.
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Figura 32: Arvore de Decisdo Resultante do Arquivo de Exportacdo do dataset IRIS.

Além do uso de arvores de decisdo, outras formas de aprendizagem podem ser usa-
das. Dentre elas existe, por exemplo, classificadores de regressao logistica. Este tipo de
classificador expressa o conhecimento extraido através de coeficientes que determinam
a importancia de cada atributo sintético no processo de defini¢do de um par qualquer de
instancia estar ou nao estar presente em um mesmo grupo. A Figura 33 ilustra a utilizacao
da técnica de regressao logistica no software WEKA. Além disso, na figura e, mais espe-
cificamente, na drea denominada Classifier Output, observa-se os valores de importancia
definidos para cada atributo que compde as instancias pertencentes ao dataset represen-

tado no exemplo (atributos duration, wage-increase-first-year e etc).
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Figura 33: Regressao Logistica.
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5 AVALIACAO EXPERIMENTAL

As proximas secoes discutem as metodologias propostas e os resultados dos experi-

mentos realizados.

5.1 Meétodo Aglomerativo baseado em Arvores de Decisdo

Um novo conjunto de 10 datasets foi selecionado dentre os datasets encontrados
do repositorio http://faculty.washington.edu/kayee/cluster. Além disso, para contornar
o ndmero reduzido de bases de conhecimento e para gerar um nimero maior de arvores
de decisdo e, por consequéncia, aumentar a capacidade de transferéncia de conhecimento,
alterou-se a etapa de pré-processamento. Em vez de cada dataset gerar um dataset trans-
formado e este dataset transformado resultar uma arvore de decisio, retirou-se 10 amos-
tras de cada dataset transformado e a cada amostra foi submetida ao método classificador.
Como resultado final do pré-processamento, 100 novas arvores de decisao foram obtidas
do conjunto original de 10 datasets. Assim, realizou-se uma sequéncia de experimentos,
considerando, a cada nova iteracdo, um dataset como sendo dataset de teste € os demais,

com as suas respectivas arvores de decisdo, datasets de treinamento.

Observagcao: A quantidade de instancias das amostras foi definida como sendo
(Numero de Instancias/20) e as instincias foram selecionadas aleatoriamente por meio

de consultas a base de dados que armazena os datasets transformados (ou sintéticos).

5.1.1 Condicao de Parada: 100 Nao Trocas de Roétulo em Sequéncia

Neste conjunto de experimentos a condi¢do de parada escolhida foi a de que o
método terminaria sua execucdo quando atingisse 100 ndo trocas seguidas do rétulo das
instancias-alvo. A cada iteracdo sorteou-se um indice de modo aleatdrio e a instancia do
indice correspondente era definida como sendo a instancia-alvo da iteragdo. No momento
em que, independente da instancia-alvo sorteada, houvesse 100 iteracdes seguidas onde o
rétulo atual da instancia-alvo ndo mudasse, ou seja, o método que determina o préximo
possivel rétulo da instancia-alvo determinasse o mesmo rétulo atual da instancia alvo, o

processo de agrupamento encerrava.
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Na Tabela 21 observa-se os resultados obtidos para cada dataset. Na tabela, a primeira
coluna identifica os datasets; a segunda descreve o total de instancias; a terceira identifica
o numero de classes. As colunas 4 e 5 identificam, respectivamente, os valores de DBI e
de grupos encontrados. Nas colunas 5,6 e 7 tem-se a quantidade de instancias por grupo
e os valores de microF e macroF. O pior resultado de agrupamento encontrado foi, dentre
os datasets do experimento, obtido pelo dataset monk?2. Para o dataset monk2 encontrou-
se 13 grupos, sendo a grande maioria dos grupos compostos de uma tnica instancia. Por
outro lado, no mesmo dataset, encontrou-se um grande grupo que aglomerou, pratica-
mente, todas as instancias do dataset. O melhor resultado de agrupamento ocorreu com o

dataset zoo. O experimento realizado no dataset zoo encontrou 6 grupos.

Tabela 21: Metodologia Aglomerativa com Arvores de Decisdo - Condi¢do de Parada:
100 nao trocas de rétulo e Porcentagem Vizinhanca: 10%.

dataset atributos | instincias | classes | dbi grupos | instancias por grupo | macroF | microF
sonar 60 208 2 0.76 3 (206/1/1) 0,36 0,54
700 16 101 7 1.1964 | 6 (47/44/3/3/2/2) 0,26 0,55
hamditolga | 5 403 4 2.37 2 (395/8) 0,12 0,33
balance 4 625 3 1.0567 | 14 (612/1/%) 0,23 0,46
saheart 9 462 2 ? 2 (438/24) 0,42 0,63
monk?2 6 432 2 1.1598 | 13 (419/2/1/%) 0,35 0,52
bupa 6 345 2 1.8581 | 6 (319/18/2/2/2/2) 0,39 0,58
cleveland 13 297 (303) | 5 2.7749 | 3 (293/3/1) 0,00 0,53
spectheart | 44 267 2 1.1451 | 2 (266/1) 0,18 0,79
housevotes | 16 232 (435) | 2 1.3794 | 5 (174/21/17/12/8) 0,48 0,50

* diversos grupos com o mesmo nimero de instancias.

5.1.2 Condicao de Parada: 1000 Iteracoes

Neste experimento, devido a novas experimentagdes e ao tempo desprendido no expe-
rimento de 100 ndo trocas de rétulo consecutivas da instancia-alvo, foi estabelecido que
o numero de 1000 iteragdes, independente do nimero de trocas de rotulo, principalmente
devido as caracteristicas do conjunto de datasets do experimento (nimero de instancias,
nimero de atributos), resultaria nos mesmos ou melhores resultados em comparagdo aos
resultados obtidos anteriormente. Na Tabela 22 observa-se os resultados finais para cada
dataset (a Tabela 22 tém a mesma estrutura da Tabela 21). Além disso, observa-se que,
mesmo com a mudanga da condicao de parada, ndo ocorreu nenhum tipo de melhora nos
resultados. Em alguns casos como, por exemplo, do dataset balance encontrou-se 129

sendo que, originalmente, 0 mesmo possui 3 grupos.
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Tabela 22: Metodologia Aglomerativa com Arvores de Decisdo - Condigdo de Parada:
1000 e Porcentagem Vizinhanca: 10%.

dataset instancias | classes | dbi grupos | instdncias por grupo

sonar 208 2 1.02 | 4 (205/1/1/1)

700 101 7 ? 10 (58/11/16/2/2/412/2/2/2)

hamditolga | 403 4 ? 51 (314/18/14/3/3/2/2/2/2/2/1/%*)

balance 625 3 1.634 | 129 (463/13/12/6/3/2/212/2/1/*)

saheart 462 2 1.83 | 71 (226/66/47/21/8/7/4/414/3/3/3/2/2/2/2/2/2/2/1/*)
monk?2 432 2 1.38 | 48 (379/3/3/272/17%*)

bupa 345 2 1.769 | 41 (120/74/71/20/6/5/3/3/2/2/2/2/2/2/2/2/2/2/1/*)
cleveland 297 (303) | 5 1.84 | 28 (234/14/8/6/4/3/3/3/2/2/1/%)

spectheart | 267 2 1.76 | 9 (257/3/1/1/1/1/1/1/1)

housevotes | 232 (435) | 2 1.147 | 12 (156/24/18/9/7/5/4/3/2/2/1/1)

* diversos grupos com o mesmo nimero de instancias.

5.1.3 Condicao de Parada: 1000 Iteracoes considerando o valor do proximo roétulo
e do proximo nao rétulo

Nos experimentos anteriores observou-se que utilizar as condi¢des de ndo-
agrupamento obtidas durante o processo de eleicao poderiam também ser validas, devido
ao fato de que, o conhecimento adquirido mesmo em ndo agrupar um par de instancias po-
deria ser considerado também uma forma alternativa de conhecimento ou aprendizagem.
Nos experimentos anteriores, a informacao de ndo-agrupar foi desconsiderada e somente
os resultados de eleicdo positivo (ou verdadeiro) foram utilizados para a determinacdo de
novo possivel rétulo da instancia-alvo. Neste conjunto de experimentos, a determinacao
do novo possivel rétulo da instancia-alvo eliminou, dentre os possiveis rotulos, aquele
que dificilmente poderia vir a ser o novo rétulo, pois 0 mesmo € rétulo da maioria das
instancias testadas no processo de elei¢do que tiveram resultado desfavoravel. Por exem-
plo: o método que elege o possivel novo rétulo recebe, além do vetor de vizinhos, o
rotulo que estd menos presente em sua periferia, eliminando-o do conjunto dos possiveis
rétulos. As Tabelas 23 e 24 descrevem os resultados obtidos para cada dataset tendo
como bases de conhecimento todas as drvores ou somente as derivadas do préprio data-
set teste. Nas tabelas, observa-se que, dependendo do dataset, a utilizacdo de somente
suas proprias bases derivadas de conhecimento foi benéfica e para outros foi justamente o
oposto. Independente do conjunto de bases de conhecimento os resultados foram insatis-
fatorios, possivelmente devido a falhas da metodologia e/ou ao desbalanceamento entre
rotulos dos pares de instancia das bases auxiliares de conhecimento. Além disso, observa-
se que, para os datasets saheart, spectheart € monk2, os grupos mantiveram a maioria das
instancias em um Unico grupo, enquanto que os demais grupos tiveram apenas / ou duas

instancias.



65

Tabela 23: Metodologia Aglomerativa com arvores de decisdo (todas) - modificada -
Condic¢ao de Parada: 1000 e Porcentagem Vizinhanca: 10%.

dataset instancias | classes | dbi grupos | instdncias por grupo

sonar 208 2 1.9871 | 3 (205/2/1)

700 101 7 1.55 12 (25/18/17/15/5/514/4/2/2/2/2)

hamditolga | 403 4 2.16 93 (64/50/43/20/15/12/11/8/7/6/*5/4%3%/2%/1%)
balance 625 3 ? 168 (349/22/18/11/717/6%5/3/*%2/*1/%)

saheart 462 2 ? 11 Q5711111 /11/171/1)

monk?2 432 2 1.1941 | 57 (369/3/2/2/212/2/1/%)

bupa 345 2 2.7 83 (28/24/23/16/15/10/*%9/8/*T*/6*5/*4/*3/*2/*1/*)
cleveland | 297 (303) | 5 3.45 71 (7171 3/13/12/11/9/9/817171716/*5/*%4/*3/*2/*1/*)
spectheart | 267 2 1.17 11 Q571/1/1/11/17171/1/1)

housevotes | 232 (435) | 2 1.33 23 (127/17/14/14/10/8/6/6/4/4/3/3/3/2/2/2/1/%)

* diversos grupos com 0 mesmo nimero de instancias.

Tabela 24: Metodologia Aglomerativa com arvores de decisao (somente as suas) - modi-
ficada - Condicao de Parada: 1000 e Porcentagem Vizinhanga: 10%.

dataset instancias | classes | grupos | instancias por grupo dbi
sonar 208 2 13 1947212/1/1/1/1/1/1/1/1/1/1) 1.54
700 101 7 17 (24/14/12/11/7/6/5/4/4/4/3/2/1/1/1/1/1) 1.25
hamditolga | 403 4 105 (26/26/24/16/14/14/11/8/7/7/6/*5/%4/*[3/*2*/1%*) | 2.26
balance 625 3 156 (441/11/6/4/3/372/3/2/*1/%) ?
saheart 462 2 70 (369/15/3/3/2/2/2/2/1/%) 2.32
monk?2 432 2 51 (373/4/1/%) 1.34
bupa 345 2 30 (3127212/272/1/%) 1.43
cleveland | 297 (303) | 5 282 (5/3/3/3/3/272/2/17%) 2.19
specttheart | 267 2 14 (254/1/%) 1.28
housevotes | 232 (435) | 2 26 (97/43/12/11/9/8/8/4/%3/3/3/2/1/%*) 1.6294

* diversos grupos com 0 mesmo nimero de instancias.

5.1.4 Problema de Desequilibrio e a Amostragem das bases de conhecimento

Os resultados, independente da condi¢do de parada, ndo foram satisfatérios, possi-
velmente devido ao problema de desequilibrio entre as classes (frue e false) das bases
de conhecimento (Chawla, 2005) (Tan et al., 2005). Nas bases de conhecimento ha um
nimero maior de pares com rétulo/classe false em comparacdo com os pares true. O
maior nimero de pares false foi observado em virtude de existir uma maior quantidade
de instancias que nao possuem o mesmo rotulo (ou classe) em relacdo aos pares que tém
o mesmo rétulo. Os rétulos true e false determinam se as instancias que compdem 0s
pares das bases de conhecimento possuiam ou ndao o mesmo rétulo quando ainda nao ti-
nham sido pareadas (etapa de pré-processamento). Assim, cogitou-se a utilizagdo de um
numero balanceado de pares com roétulo true e false, pois uma hipotese do insucesso dos
experimentos anteriores poderia ser devido ao desbalanceamento entre o nimero de pares
de cada classe (ou rotulo). O desbalanceamento poderia ser um obstdculo para obtengdo

de uma base de conhecimento de qualidade.
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5.2 Método Aglomerativo baseado em Regressao Logistica

Analisando os resultados obtidos do experimento realizado com o conjunto de data-
sets utilizando arvores de decisdo, buscou-se uma segunda op¢ao de extracao de conheci-
mento. A regressdo logistica mostrou-se ser uma boa op¢ao ja que, para qualquer dataset,
¢ preciso somente realizar um conjunto de operacdes aritméticas para incorporé-la ao
processo de andlise dos pares (ou instancias sintéticas). Assim, o parser do processo de
agrupamento que anteriormente decidia se um par de instincias deveria ou ndo estar agru-
pado em um mesmo grupo mediante consultas as drvores de decisdo foi desconsiderado.
Um outro ponto importante foi eliminar a etapa que determinava o possivel novo rétulo
da instancia-alvo. A eliminagdo da etapa provocou a exclusdo do parametro que definia a

quantidade de instancias vizinhas a ser utilizada.

5.2.1 Funcionamento

Para obedecer a exigéncia e construir um processo que continuasse permitindo a trans-
feréncia de conhecimento, foi construido um grande dataset inico, que continha todos os
datasets transformados do conjunto de bases de conhecimento. Assim, para o método
de regressao, hd apenas um dataset e, para a transferéncia de conhecimento, o método de
agrupamento poderia continuar usufruindo de todo conhecimento. Deste modo, elaborou-
se um processo de amostragem continha o objetivo de balancear o nimero de pares true e
false de todas as bases de conhecimento. A amostragem foi realizada através da distancia
euclidiana entre as instancias. Assim, deixaria de existir uma discrepancia geométrica
que pudesse impedir um bom resultado de agrupamento. Além disso, para datasets es-
parsos, ou seja, para datasets com instancias bem afastadas uma das outras, o processo
de agrupamento proposto poderia encontrar dificuldades, em virtude de que as bases de
conhecimento poderiam ser de instancias mais compactas, resultando em drvores de de-
cisdo e atributos sintéticos insuficientes para os datasets esparsos, ou seja, arvores de de-
cisdo que nao auxiliariam no agrupamento porque teriam atributos sintéticos discrepantes
com os atributos do dataset de teste transformado. Assim, cada dataset foi dividido em
100 intervalos e contabilizou-se a quantidade acumulada de pares true e false. Logo, foi
possivel determinar o ponto de cruzamento entre as curvas acumuladas. Assim, somente
os pares que tinham valores de distancia menores que o valor do ponto de cruzamento fo-
ram selecionados para compor as subamostras de cada base de conhecimento. O dataset
tinico/global € o resultado de todas as subamostras. Concluida a etapa de amostragem, o

dataset tinico foi encaminhado para o método de regressao logistica.

O processo de regressao logistica tem como resultado um conjunto de coeficientes
que sdo utilizados na funcdo de ligacao logistica e no método proposto, em substitui¢ao
ao processo de elei¢do, com objetivo de determinar se um par deve ou nao ficar em um

mesmo grupo. Caso positivo, o rétulo da segunda instancia do par é modificado.
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Para a proposta de agrupamento com regressao logistica utilizou-se 5 datasets: com-
pound, flame, spiral, jain e pathbased. A Tabela 25 ilustra a quantidade de instancias, os

atributos e a quantidade de classes de cada dataset do conjunto.

Tabela 25: Datasets utilizados na metodologia baseada em regressao logistica.

dataset instancias | atributos | classes

Compound | 399 2 6
Pathbased | 300 2 3
Spiral 312 2 3
Jain 373 2 2
Flame 240 2 2

5.2.2 Regressao Logistica: Nova metodologia

Independente da metodologia e do método classificador utilizado até o0 momento, 0s
resultados ndo foram satisfatorios. Assim, combinou-se o melhor das op¢des testadas até
o momento: a escolha aleatdria da instincia-alvo (explorando a localidade espacial) e o
método de regressao logistica.

A escolha aleatéria da instancia-alvo ndo tenciona o inicio do processo de agrupa-
mento a nenhuma instancia em especial. Assim, ndo hd vicios no inicio do processo de
agrupamento (ex: comecar sempre pela primeira instancia). Além disso, dentre as al-
ternativas propostas de base de conhecimento, o método de regressao foi o que obteve
um melhor desempenho comparado com o classificador que utilizava arvores de decisao.
Adicionado a isso, 0 agrupamento por regressao logistica nao necessita nenhum parser
textual. O parser percorria as arvores de decisdo (armazenadas em modo texto) e proces-
sava todo o processo de eleigdo.

Agregado a escolha aleatdria e 0 método de regressdo, explorou-se ainda a locali-
dade espacial entre vizinhos. Essa caracteristica é explorada em pares de instancias onde
a funcao logistica de regressdo determina a permanéncia do par em um mesmo grupo,
ou seja, se o processo de agrupamento acertou, o mais recomendavel € que continue na
periferia das instancias que ja agrupou anteriormente. Deste modo, elimina-se a necessi-
dade de uma determinagdo aleatéria de uma nova instancia alvo para a iteragao seguinte,
pois o processo de agrupamento continua com a instancia vizinha. Em contra-partida, a
determinacdo aleatéria permanece em caso negativo, ou seja, em decisdes de ndo agru-
pamento do par selecionado. Assim, o método proposto pode gerar resultados diferentes
através execugoes diferentes.

A decisdo de agrupar ou ndo agrupar em um mesmo grupo o par funciona mediante
a comparagao do valor da funcdo de regressao logistica calculado para o par de instancias
em relagdo a média de todos os valores calculados. O processo deve agrupar instancias

caso seu valor seja maior ou igual a média dos valores. A Figura 34 ilustram graficamente
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os resultados obtidos para o conjunto de 5 datasets testados. Os datasets apresentaram
regides de alta densidade, ou seja, regidoes onde instancias localmente proximas tinham o
mesmo rotulo. Essas regioes de alta densidade sdo indicios de bons resultados de agrupa-

mento.

14
40 s0 0 s 10 15 20

(d) PathBased (e) Spiral

Figura 34: Resultados - Metodologia - classificador Regressao Logistica - SEM a propria
base participando do conjunto de bases de conhecimento.

Além disso, elaborou-se também um novo experimento que realizava o procedimento
de agrupar ou ndo-agrupar de forma aleatdria, ou seja, desconsiderando o valor obtido
por meio da func¢do logistica e fixando o limiar decisério em 0.5. A Figura 35 ilustra os
resultados obtidos. Neste caso, houve uma piora acentuada nos resultados, possivelmente,
devido a inexisténcia de alguma forma de conhecimento anterior. Além disso, nenhum
dataset testado apresentou regides de alta densidade, ou seja, aglomerados de instancias
de mesmo rétulo (na figura rétulos iguais possuem a mesma cor). Deste modo, existiu
somente grupos esparsos e, por consequéncia, piores resultados de agrupamento.

Na Tabela 26 t€ém-se os resultados das métricas de validag¢do para cada dataset do
experimento (com ou sem o proprio dataset como base de conhecimento). Na Tabela
26, observa-se pouca variacdo nos resultados quando se inclui ou se exclui o dataset de
teste transformado das demais bases de conhecimento (as excegdes sao os datasets flame
e spiral). Na Tabela 27 h4 também os resultados para o experimento proposto com modo
aleatorio de agrupamento. Nessa tabela, observa-se o0 mesmo que graficamente ja foi

mostrado, ou seja, uma piora nos resultados.
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(a) Compound (b) Flame (c) Jain

(d) PathBased (e) Spiral

Figura 35: Resultados - Metodologia - classificador Regressao Logistica - SEM a propria
base como base de conhecimento - Decidindo agrupar ou ndo-agrupar de modo aleatério.

Tabela 26: Datasets e os valores de métricas obtidos.

Dataset Base de Conhecimento Instancias | DBI silhoutte
flame sem sua propria base de conhecimento | 240 0.74552 | 0.85696
flame com sua propria base de conhecimento | 240 1.1918 | 0.81212
jain sem sua propria base de conhecimento | 373 0.59846 | 0.91011
jain com sua propria base de conhecimento | 373 0.58278 | 0.86909
path sem sua propria base de conhecimento | 300 0.50198 | 0.87197
path com sua propria base de conhecimento | 300 0.84454 | 0.89286
compound | sem sua prépria base de conhecimento | 399 0.44969 | 0.90743
compound | com sua prépria base de conhecimento | 399 0.44958 | 0.94506
spiral sem sua propria base de conhecimento | 312 1.0617 | 0.88937
spiral com sua propria base de conhecimento | 312 1.395 0.78009

Tabela 27: Datasets e os valores de métricas obtidos - Decisdo aleatéria de agrupar.

dataset com ou sem a propria base de conhecimento dbi silhoutte
flame com a proépria a base de conhecimento 0.7904 | 0.71221
sem a propria a base de conhecimento 0.74501 | 0.73071

jain com a propria a base de conhecimento 0.62628 | 0.76793
sem a propria a base de conhecimento 0.54009 | 0.74836

path com a propria a base de conhecimento 0.5575 | 0.76983
sem a propria a base de conhecimento 0.61068 | 0.74867

compound com a prépria a base de conhecimento 0.65123 | 0.74751
sem a propria a base de conhecimento 0.79716 | 0.71007

spiral com a propria a base de conhecimento 0.40475 | 0.73299
sem a propria a base de conhecimento 0.42467 | 0.74051




70

Mediante os resultados obtidos, mostra-se interessante a proposta de agrupar conjun-
tos de dados através de bases auxiliares. Além disso, observa-se que a ideia de mapear
para um mesmo dominio todas as bases envolvidas no processo de agrupamento funciona

como um artificio para incitar o processo de transferéncia de conhecimento.



6 CONCLUSOES E TRABALHOS FUTUROS

Nesta dissertacdo de mestrado foi apresentado um novo método de agrupamento de
dados que aplica os conceitos de Transfer-Learning. A transferéncia de conhecimento €
obtida através do mapeamento dos atributos originais dos datasets envolvidos em novos
atributos (atributos sintéticos) e de bases de conhecimentos. As bases de conhecimento
funcionam como bases auxiliares que favorecem o agrupamento de um novo dataset.
Deste modo, a arquitetura de agrupamento desenvolvida contemplou o objetivo inicial
proposto. Os resultados obtidos demonstram a importancia da continuidade do estudo
de técnicas alternativas de agrupamento de dados que usufruem de algum conhecimento
prévio como forma de auxilio para o processo de agrupamento. Além disso, o projeto

derivou as seguintes publicacdes:

e XII Mostra de Produgao Universitaria - XV Encontro de P6s-Graduagao - Univer-
sidade Federal do Rio Grande - MPU/FURG - 2013 com o trabalho intitulado Um
Método de Agrupamento de Dados por Transferéncia. O trabalho reporta a ideia
inicial do algoritmo e as observacdes dos membros da banca foram tteis para a

elaboracdo de novas ideias para o trabalho.

e ENIAC 2013 com o trabalho intitulado A Transfer-learning Approach for Data
Clustering - rejeitada. As revisoes reportadas foram importantes para a constru¢ao

da nova metodologia independe do algoritmo DBSCAN.

e Em paralelo ao desenvolvimento da dissertagc@o, ocorre o processo de escrita de um

artigo para um periddico internacional.

Além dos experimentos realizados durante o periodo de mestrado, poderiam ser

também investigados os seguintes topicos:

e Realizar novos experimentos com a metodologia que obteve os melhores resultados

e comparar a proposta com as demais encontradas na literatura.

e Propor mecanismos de avaliacao individual de cada atributo sintético.
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e Desenvolver novos atributos sintéticos que possam agregar qualidade a metodolo-

gia.

e Construir mecanismos de implementacdo que melhorem o desempenho da etapa de

Pré-Processamento e de constru¢do da matriz resultante da funcao logistica.

e Elaborar e submeter outros artigos para conferéncias que tratam de Machine Lear-

ning e clustering.
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