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Resumo

A validação dos resultados de agrupamento é uma questão importante na área de apren-

dizado de máquina e é essencial para o sucesso das aplicações relacionadas a agrupamento

de dados. No entanto, escolher o índice de validação adequado para avaliar os resulta-

dos de um algoritmo de agrupamento especí�co continua sendo um desa�o. A qualidade

das partições geradas por diferentes algoritmos de agrupamento pode ser avaliada utili-

zando diferentes índices com base em critérios externos ou internos. Um critério externo

requer que o particionamento ideal seja conhecido a priori para a comparação com os

resultados de agrupamento. Já o critério interno avalia os resultados de agrupamento

considerando apenas as propriedades do conjunto de dados. Neste trabalho, é proposta

uma metodologia para a escolha do índice interno de validação de agrupamento mais

adequado, relacionando critérios externos e internos através de um modelo de regressão

linear aplicado sobre os resultados de algoritmos de agrupamento particionais e baseados

em densidade. Cada algoritmo foi aplicado sobre conjuntos de dados sintéticos que foram

gerados para este �m, usando diferentes con�gurações. Os resultados de agrupamento fo-

ram avaliados por diferentes índices com base em critérios internos e externos que geraram

a entrada para os modelos de regressão. A análise destes modelos permitiu a inferência

do índice interno mais adequado para cada método de algoritmo de agrupamento. Por

�m, foi realizada uma validação dos modelos encontrados utilizando conjuntos de dados

reais e sintéticos utilizados em outros trabalhos da literatura.

Palavras-chave: Avaliação de Agrupamentos, Critérios de Validação, Regressão Li-

near



Abstract

Validation of clustering results is an important issue in the context of machine learning

research and it is essential for the success of clustering applications. Choosing the ap-

propriate validation index for evaluating the results of a particular clustering algorithm

remains a challenge. The quality of partitions generated by di�erent clustering algorithms

can be evaluated using di�erent indices based on external or internal criteria. An external

criterion requires a partitioning of the data de�ned a priori for comparison with the clus-

tering results while an internal criterion evaluates clustering results considering only the

data properties. In this paper, we have proposed a methodology for selecting the most

suitable cluster validation internal index, relating external and internal criteria through a

linear regression model applied on the results of partitioning and density-based clustering

algorithms. Each algorithm was run over synthetic datasets generated for this purpose,

using di�erent con�gurations. Clustering results were evaluated by di�erent indices based

on internal and external criteria generating the input for regression models. The analysis

of these models allowed the inference of the most suitable internal index for each method

of clustering algorithm. Finally was performed a validation of the found models using

real datasets.

Keywords: Cluster Evaluation, Validation Criteria, Linear Regression.
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Capítulo 1

Introdução

Agrupamento é uma tarefa de mineração de dados não supervisionada baseada na simila-

ridade entre as instâncias [TSK+06]. Segundo Chen et al. [CHY96], o processo de agrupar

instâncias físicas ou abstratas em classes de instâncias similares é chamado agrupamento

(clustering). Um grupo (cluster) é um subconjunto de instâncias que podem ser tratadas

coletivamente [HKP06]. Um algoritmo de agrupamento tem como objetivo maximizar a

similaridade intra grupo e minimizar a similaridade entre instâncias inter grupo. Hoje

em dia, o agrupamento de dados é amplamente usado em diversas aplicações cientí�cas

ou organizacionais, tais como análise de dados complexos, pesquisa de mercado, proces-

samento de imagem, teste de hipóteses, recuperação de informação, biologia, mineração

de texto, marketing e descoberta de per�s [XW09].

Vários algoritmos de agrupamento foram propostos nas últimas décadas [XW+05,

Ber06]. Eles podem ser classi�cados de acordo com o método utilizado para agrupar as

instâncias. Em geral, segundo Han e Kamber [HKP06], os métodos podem ser classi�cados

em: particionais, baseados em densidade, hierárquicos e baseados em grade.

O método particional é baseado em centroide e busca encontrar a melhor partição das

n instâncias em k grupos. Esta característica exige que o usuário de�na a priori o número

de grupos (k). O algoritmo de agrupamento mais comum que utiliza esse método é o k-

means [HW79] que não é adequado para a descoberta de agrupamentos com formas não

convexas ou agrupamentos que resultem em grupos muito diferentes. Outros exemplos de

métodos particionais são k-medoids [KR87] e CLARANS [NH02].

O método baseado em densidade permite a identi�cação de grupos de formatos ar-

15
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bitrários. Mais especi�camente, esses métodos classi�cam como grupos as regiões onde

há o maior número de elementos (instâncias) no espaço de dados que são, naturalmente,

separados pelas áreas de baixa densidade, conhecidas como ruídos [HKP06]. Entre os al-

goritmos de agrupamento baseados em densidade destaca-se o DBSCAN [EKSX96]. Este

algoritmo requer dois parâmetros atribuídos pelo usuário: uma vizinhança que é de�nida

pelo raio ε e o número mínimo de pontos MinPoints nesta vizinhança.

No método hierárquico as instâncias são decompostas na forma de árvore (dendo-

grama), dividindo-a recursivamente em conjuntos menores de instâncias. Esta divisão

pode ser feita de maneira aglomerativa (bottom-up) onde, cada instância inicia em um

grupo, para depois serem unidos até que todos estejam em um único grupo ou que uma

determinada condição seja satisfeita. Ou então, pode ser feita de maneira divisiva (top-

dow) que ao contrário da aglomerativa, as instâncias iniciam todas em um único grupo e

a cada iteração do algoritmo o grupo é divido em um grupo menor, até que cada instân-

cia esteja em um único grupo ou uma condição seja satisfeita. DIANA [KR09] e ROCK

[GRS99] são exemplos de algoritmos hierárquicos [HKP06].

O método baseado em grade quanti�ca o espaço das instâncias em um número �nito de

células que formam uma estrutura de grade em que todas as operações de agrupamento são

realizadas. Um resumo dos vários outros algoritmos de agrupamento e suas características

podem ser encontrados nos seguintes surveys [XW+05, Ber06].

A validação dos resultados é essencial para o sucesso de aplicações de agrupamento

[HBV01]. A qualidade das partições geradas por diferentes algoritmos pode ser avaliada

utilizando inspeção visual e diferentes índices baseados em critérios internos ou externos.

Devido a alta dimensionalidade e cardinalidade dos conjuntos de dados, geralmente a

inspeção visual se torna impraticável. Critérios externos exigem conhecimento prévio das

classes de dados para comparação com o particionamento resultante após a aplicação

de um algoritmo [XW09]. No entanto, a grande maioria dos problemas que exigem a

utilização de técnicas de agrupamento não tem os dados rotulados a priori. Portanto, uma

forma usual de avaliar os resultados de agrupamento é utilizar índices baseados em critérios

internos, que consideram apenas as propriedades dos dados, procurando agrupamentos

com grupos compactos e bem separados [Fac11].

Diversos índices de validação de agrupamento têm sido propostos na literatura [XW09,
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Ran71, FM83, DB79, Dun74, Rou87, BH75, VCH10, HL76]. Cada índice concentra-se em

uma propriedade particular das partições, e muitos deles são in�uenciados pelo impacto

do ruído, pela variação da densidade, ou pela presença de subgrupos. Não é possível

apontar um índice universalmente mais con�ável [LLX+10, VCH10]. Por este motivo,

permanece o desa�o de escolher os índices apropriados para avaliar os resultados de um

algoritmo de agrupamento em especial [LLX+10].

Sendo assim, para ajudar neste processo de selecionar o índice interno de validação de

agrupamento mais adequado, é proposta uma metodologia baseada na indução de mode-

los estatísticos, que mostra a relação entre os índices internos e externos. Foram adotados

modelos de regressão, onde cada índice externo é de�nido como o atributo alvo a ser

previsto, e os índices internos são os atributos da regressão. Cada algoritmo foi executado

sobre conjuntos de dados sintéticos gerados para este �m, usando diferentes con�gurações.

Os resultados do agrupamento foram avaliados por diferentes índices internos e externos

gerando a entrada para os modelos de regressão. Os resultados dos experimentos mostram

que alguns índices internos têm uma relação direta com índices externos e eles quanti�-

cam essa relação, como mostram os resultados da regressão. A análise dos modelos de

regressão permitiu a inferência dos índices internos mais adequados para cada algoritmo

de agrupamento.

1.1 Motivação

O principal problema da maioria das abordagens de agrupamento é que a partir de um con-

junto de dados elas podem produzir diversos agrupamentos diferentes [zeng2002adaptive].

Com base nesta a�rmativa surgem algumas questões tais como: Qual resultado é o me-

lhor? Quanto se pode con�ar no resultado gerado? Existe um resultado melhor do que

o resultado encontrado? É possível combinar todos os resultados disponíveis para um

melhor entendimento dos dados?

Além disso, há vários índices de validação de agrupamento e de�nir qual índice é mais

apropriado para avaliar qual tipo de agrupamento não é uma tarefa trivial. Dessa forma,

nesta dissertação de mestrado é abordada uma metodologia para investigar as questões

supracitadas.
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1.2 Objetivos

1.2.1 Objetivo Geral

O objetivo geral desta dissertação é investigar a relação entre critérios de validação de

agrupamentos externos e internos. Desta maneira, é proposta uma metodologia baseada

na indução de modelos estatísticos que mostram esta relação.

1.2.2 Objetivos Especí�cos

� Gerar datasets com característica de densidade e compacidade;

� Quanti�car a relação entre os índices externos e internos;

� Inferir qual(is) índice(s) interno(s) é/são mais adequado(s) para cada algoritmo de

agrupamento.

1.3 Justi�cativa

Atualmente existem diversos índices de validação de agrupamento consolidados na litera-

tura. Estes índices são muito úteis na prática como uma medida quantitativa para avaliar

a qualidade dos agrupamentos [VCH10]. Estes índices possuem características particu-

lares que podem fazer com que cada um deles seja capaz de superar outros em classes

especí�cas de problemas. Desta maneira, não é possível apontar um índice universalmente

mais con�ável [LLX+10, VCH10]. Por este motivo, escolher os índices mais apropriados

para avaliar os resultados de um algoritmo de agrupamento em especial continua sendo

um desa�o [LLX+10].

1.4 Organização da Dissertação

O restante do texto esta organizado da seguinte forma: o capítulo 2 apresenta a fun-

damentação teórica sobre agrupamento, critérios de validação e regressão; o capítulo 3

relaciona alguns trabalhos já publicados com o conteúdo desta dissertação; a metodologia,

objetivo deste trabalho, é apresentada no capítulo 4; no capítulo 5 são apresentadas as
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avaliações experimentais realizadas com base na metodologia; a validação da metodologia

proposta são apresentadas no capítulo 6; e por �m o capítulo 7 apresenta as considerações

�nais desta dissertação, com sugestões para trabalhos futuros.



Capítulo 2

Fundamentação Teórica

Neste capítulo são abordados conceitos relacionados ao desenvolvimento deste trabalho a

�m de facilitar a compreensão das características contempladas pelas técnicas da litera-

tura e pelo trabalho proposto. A primeira seção apresenta o conceito de algoritmos de

agrupamento, sua classi�cação e os algoritmos utilizados neste trabalho. Uma série de

medidas que avaliam qualidade de um agrupamento são apresentadas na seção 2.2. Por

�m, é apresentado o conceito de regressão descrevendo a técnica de regressão linear e o

algoritmo M5 que são utilizados neste trabalho.

2.1 Algoritmos de Agrupamento

Os algoritmos de agrupamento existentes são muitos e cada algoritmo utiliza uma deter-

minada estratégia para agrupar as instâncias. Esses algoritmos podem ser classi�cados

por meio de diferentes aspectos. A classi�cação mais usual foi proposta por Jain et al.

[JMF99], Os algoritmos são classi�cados de acordo com o método adotado para de�nir os

grupos, ou seja, algoritmos hierárquicos, particionais, baseados em grid ou baseados em

densidade.

2.1.1 K-Means

O algoritmo K-Means [HW79] é classi�cado como particional. Tem como parâmetro de

entrada o número de grupos k, que deve ser de�nido pelo usuário, o algoritmo particiona

20
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o conjunto de dados de n pontos em k grupos, formados de acordo com alguma medida

de distância, tais como: Manhattan, Euclidiana, Chebyshev, etc [HBV01].

O algoritmo inicia de�nindo um conjunto de k centróides para cada grupo. Esta seleção

pode ser feita aleatoriamente ou através de uma heurística. Cada objeto é atribuído ao

centróide mais próximo formando assim o conjunto de grupos inicial. O centroide de cada

grupo é recalculado e este processo é repetido até que os grupos estabilizem, ou seja, não

haja mais alterações no grupo a que cada instância pertence. O objetivo deste algoritmo é

minimizar a distância entre cada objeto e o centroide do grupo ao qual pertence [HBV01].

A descrição do K-Means é apresentada no algoritmo 1. E a �gura 2.1 demonstra as etapas

realizadas por este algoritmo.

Algorithm 1 K-Means

Entrada: Um conjunto de instâncias, Número de grupos k

Saida: Uma partição de X em k grupos

Escolher aleatoriamente k instâncias como centroides dos grupos

repita

para cada instância xi ∈ X e grupos Cj, j = 1,...,k faça

Calcular a distância d(xi ,̄
j) entre xi e o centroide x̄j do grupo

�m

para cada instância xi faça

Associar xi ao cluster com centróide mais próximo

�m

para cada grupo Cj, j = 1,...,k faça

Recalcular o centróide

�m

até não haver mais alteração na associação dos objetos aos clusters;

A maior desvantagem deste algoritmo é a necessidade de se selecionar um número de

grupos k previamente, o que exige que se saiba a priori quantos grupos tem o dataset

ou então executar o algoritmo diversas vezes variando o valor de k até encontrar uma

partição ideal. Desta maneira entende-se que o valor de k é extremamente importante e

depende diretamente do algoritmo [BL97].
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Figura 2.1: Exemplo da execução algoritmo K-means. (Extraída de [Cas09])

2.1.2 DBSCAN

Os algoritmos de agrupamento baseados em densidade têm como objetivo determinar

grupos com alta densidade de objetos separados por regiões de baixa densidade. Entre os

algoritmos baseados em densidade o DBSCAN [SEKX98] é um dos mais conhecidos na

literatura possuindo uma complexidade O(n2) [EKSX96].

O DBSCAN utiliza o conceito de densidade baseada em centro, ou seja, a densidade

de um objeto xi é a quantidade mínima de objetos em uma vizinhança MinPoints deter-

minada por um raio Eps (ε) incluindo o próprio objeto.

Deste modo a densidade de um objeto tem forte dependência com o valor do (ε)

de�nido como parâmetro. Isso mostra a importância da escolha de bons valores para

parametrizar o algoritmo, o que na maioria das vezes não é uma tarefa trivial.

A abordagem baseada em centro classi�ca um ponto como: centro, limite ou borda e

ruído [TSK+06]. Um objeto é central se o número de vizinhos dentro de sua vizinhança,

conforme uma função de distância e Eps, ultrapassar um limite (MinPoints). Um objeto
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classi�cado como limite quando este não é um objeto central, mas �ca dentro da vizinhança

de um objeto central. E um objeto é classi�cado como ruído quando não é nem objeto

central nem objeto limite.

Para aplicação do DBSCAN devem ser seguidos os seguintes passos conforme o al-

goritmo 2 [TSK+06]. A �gura 2.2 demonstra um exemplo de aplicação do algoritmo

DBSCAN.

Algorithm 2 DBSCAN

1 - Classi�car todas as instâncias como objetos do tipo: centro, limite ou ruído;

2 - Eliminar os objetos rotulados como ruído;

3 - Colocar uma aresta entre todos os objetos de centro que estejam dentro do Eps uns

dos outros;

4 - Tornar cada grupo de Objetos de centro um grupo separado;

5 - Atribuir cada objeto limite a um dos grupos dos seus objetos de centro associados;

Figura 2.2: Classi�cação de 3000 objetos de duas dimensões pelo DBSCAN. (Extraída de

[KST09])

2.2 Critérios de Validação

Uma das questões mais importantes na análise de agrupamento é a avaliação dos re-

sultados para encontrar o particionamento que melhor se ajusta aos dados subjacentes



CAPÍTULO 2. FUNDAMENTAÇÃO TEÓRICA 24

[LLX+10]. Este procedimento é conhecido pelo termo de validação de agrupamentos

[TSK+06] ou validade de grupos [HBV01].

Dois critérios foram propostos para a validação de agrupamento e seleção de um es-

quema ideal de agrupamento [BL96]: (i) compacidade - os membros de cada grupo devem

estar o mais próximo possível uns dos outros; (ii) separação - os grupos devem ser am-

plamente espaçados. Um índice de compacidade comum é a variância [HKP06], a qual

deve ser minimizada. A separação pode ser medida por meio da distância entre os centros

dos grupos ou entre os mais próximos ou mais distantes membros. Existem vários índices

de validação de agrupamento diferentes que são muito úteis como medidas quantitativas

para avaliar a qualidade da partições dos dados.

Apesar de terem sido propostos vários índices, cada um é focado em um determinado

tipo de agrupamento, e eles não podem lidar com alguns aspectos, tais como a variação

de densidade ou ruído. Estas propriedades ou aspectos transformam cada índice aptos a

superar outros em classes especí�cas de problemas. Com base nos argumentos acima, es-

colher o índice de validação mais adequado para avaliar os resultados de um agrupamento

continua sendo um desa�o [VCH10].

2.2.1 Critérios Externos

Os índices externos são normalmente utilizados para comparar os resultados de um agru-

pamento com uma partição conhecida previamente [XW09]. Esta partição pode re�etir a

nossa intuição sobre a estrutura dos dados, ser sugerida por um especialista ou então ser

de�nida com base em uma correspondência entre os grupos encontrados e os rótulos já

conhecidos.

Considere P uma partição previamente conhecida de um conjunto de dados X com n

pontos. C é o resultado de um algoritmo de agrupamento aplicado sobre X. A avaliação

de C por um índice externo é obtida comparando C e P . Considerando-se um par de

pontos (xi, xj) ∈ {X ×X}|1 ≤ i ≤ n, 1 ≤ j ≤ n, pode-se calcular a frequências a, b, c e

d, que se referem a quatro casos diferentes com base em como xi e xj são arranjados em

C e P [XW09].

� a: frequência de pares xi e xj que pertencem ao mesmo grupo em C e mesma
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categoria em P ;

� b: frequência de pares xi e xj que pertencem ao mesmo grupo em C mas diferentes

categorias em P ;

� c: frequência de pares xi e xj e pertencem a grupos diferentes em C mas a mesma

categoria em P ;

� d: frequência de pares xi e xj que pertencem a grupos diferentes em C e diferentes

categorias em P ;

Neste trabalho, foram utilizados os índices externos Jaccard [XW09], Rand [Ran71] e

Fowlkes-Mallows [FM83]. Estes critérios são baseados na frequência de pares de instâncias

correta e incorretamente agrupados conforme os casos apresentados anteriormente.

A Fig. 2.3 apresenta um exemplo de uma partição P em que todas as instâncias

pertencem a mesma categoria (a) e o resultado de um agrupamento C contendo 3 grupos

distintos (b), identi�cados pela cor dos pontos. As frequências para cada um dos quatro

casos são: a = 15, b = 0, c = 40 e d = 0, conforme Tabela 2.1 que apresenta o cálculo

das frequências. As próximas sub-seções descrevem o conjunto de índices utilizados neste

trabalho.
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Figura 2.3: (a) Partição P conhecida a priori. (b) Partição C resultado do agrupamento.

Jaccard

O índice de Jaccard [XW09] J ou coe�ciente de similaridade de Jaccard é uma medida

estatística utilizada para comparar a similaridade e a diversidade entre conjuntos de dados.
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Tabela 2.1: Cálculo das frequências dos casos para o exemplo da �gura 2.3

Caso Par de Pontos Total

a
(x1 e x2),(x1 e x3), (x1 e x4), (x2 e x3), (x3 e x4),

(x9 e x10), (x9 e x11), (x10 e x11)
15

b 0

c

(x1 e x5), (x1 e x6), (x1 e x7), (x1 e x8), (x2 e x5),

(x2 e x6), (x2 e x7), (x2 e x8), (x3 e x5), (x3 e x6),

(x3 e x7), (x3 e x8), (x4 e x5), (x4 e x6), (x4 e x 7),

(x4 e x8)

40

d

(x5 e x9), (x5 e x10), (x5 e x11), (x6 e x9), (x6 e x10),

(x6 e x11),

(x7 e x9), (x7 e x10), (x7 e x11), (x8 e x9),

(x8 e x10), (x8 e x11)

0

Este índice resulta em valores que variam no intervalo fechado [0, 1]. J retorna um valor

perto de 0 quando aplicado em partições diferentes e perto de 1 quando aplicado em

partições similares. O índice Jaccard é de�nido pela equação 2.1.

J =
a

a+ b+ c
(2.1)

Para o exemplo da �gura 2.3 o valor do índice de Jaccard é 0, 27, conforme a equação

2.2, o que signi�ca que há uma baixa similaridade entre a partição P que originalmente

possuía apenas 1 grupo e o agrupamento C que resultou em 3 grupos.

J =
15

15 + 0 + 40
= 0, 27 (2.2)

Rand

Assim como J, o índice Rand [Ran71] R mede a similaridade entre duas partições P e C.

Este índice também resulta em valores no intervalo [0, 1], sendo que 0 indica que C e P

são muito diferentes e 1 indica que os conjunto de dados são fortemente similares. Rand
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é de�nido pela Eq. 2.3 e o valor apresentado foi calculado com base no exemplo da Fig.

2.3.

R =
a+ d

a+ b+ c+ d
(2.3)

Para o exemplo da �gura 2.3 o valor do índice de Rand é apresentado na equação 2.4.

R =
15 + 0

15 + 0 + 40 + 0
= 0, 27 (2.4)

Fowlkes And Mallows

O valor deste índice está diretamente relacionado com a similaridade entre C e P , o

que signi�ca que quanto maior o valor obtido, maior é a similaridade entre as partições

analisados. O índice Fowlkes-mallows [FM83] FM é de�nido pela equação 2.5.

FM =

√
a

a+ b

a

a+ c
(2.5)

Para o exemplo da �gura 2.3 o valor do índice de Fowlkes And Mallows é apresentado

na equação 2.6.

FM =

√
15

15 + 0

15

15 + 40
= 0, 52 (2.6)

2.2.2 Critérios Internos

Na prática, informações externas, como o rótulos das classes, muitas vezes não estão dis-

poníveis. Portanto, na situação em que não existam informações externas disponíveis, os

índices internos de validade são a única maneira de avaliar um agrupamento [LLX+10].

Normalmente, estes índices são capazes de quanti�car a qualidade do resultado do agru-

pamento usando somente frequências e propriedades inerentes do agrupamento [HBV01]

como, por exemplo, considerando apenas a matriz de proximidade.

Neste trabalho, foram utilizados os índices internos DBI [DB79], Dunn [Dun74],

Gamma [BH75, VCH10], C-index [HL76, VCH10] e Silhouette [Rou87].

Os índices internos foram aplicados em diferentes con�gurações dos algoritmos de

agrupamento, a �m de compreender melhor o comportamento e as relações entre estes
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métodos de validação de agrupamento. Os índices internos foram utilizado como critérios

relativos. De acordo com Xu et al. [XW09], os critérios relativos comparam resultados

de agrupamento gerados por diferentes algoritmos ou então pelo mesmo algoritmo, mas

com diferentes parâmetros de entrada, ou seja, eles avaliam o resultado do agrupamento

comparando-o com outros agrupamentos [HBV01]. As próximas sub-seções descrevem o

conjunto de índices citados anteriormente.

DBI

O índice Davies-Bouldin (DBI ) [DB79] é calculado em função da razão entre a soma da

dispersão interna dos agrupamentos e a distância entre eles, e é de�nido pela Eq. 2.7

DBI =
1

n

n∑
i=1

maxj:i 6=j
σi + σj
d(ci, cj)

(2.7)

onde n é o número de grupos, σi é a distância média entre todos os pontos do grupo i e

seu centroide ci, σj é a distância média entre todos os pontos do grupo j e seu centroide

cj e d(ci, cj) é a distância entre os centroides ci e cj.

Fica claro para a de�nição acima que DBI é a similaridade média entre cada cluster e

seu correspondente mais semelhante [HBV01]. É desejável que os agrupamentos tenham

o mínimo de similaridade possível entre si. Assim, menores valores de DBI correspondem

a agrupamentos compactos com centroids distantes uns dos outros.

A tabela 2.2 apresenta a distribuição dos pontos referente ao grá�co da �gura 2.3(b)

que será utilizada como base para exempli�car o cálculo do índice DBI.

O primeiro passo é calcular o centróide para cada grupo do dataset (tabela 2.3) e a

distância do centroide de um determinado grupo em relação aos outros (tabela 2.4). Neste

exemplo a distância adotada foi a euclidiana.

O segundo passo é calcular, para cada instância, a distância em relação ao centroide

do grupo o qual pertence. Ao �nal calcula-se o valor da distância média de cada grupo.

Este processo é demonstrado nas tabelas 2.5 - 2.7.

No terceiro passo, para cada par de grupo, a distância média é somada e dividida

pela distância entre os centroides correspondentes, conforme tabela 2.8. Após efetuado o

cálculo, é realizado o somatório dos valores máximos entre os pares dos grupos, conforme

tabela 2.9.



CAPÍTULO 2. FUNDAMENTAÇÃO TEÓRICA 29

Tabela 2.2: Distribuição dos pontos do dataset apresentado na �gura 2.3(b)

Instância Atributo x Atributo y

0 1 1

1 2 2

2 4 6

3 3 3,5

4 10 11

5 10 10

6 8 7

7 9 9

8 20 20

9 18 19

10 19 20

Tabela 2.3: Centróides dos grupos do dataset apresentado na �gura 2.3(b)

Centroide x y

Grupo 1 2,5 3,125

Grupo 2 9,25 9,25

Grupo 3 19 6

Tabela 2.4: Distância entre os centróides dos grupos dataset apresentado na �gura 2.3(b)

Centroides Distância

Grupo 1 - Grupo 2 9,12

Grupo 1 - Grupo 3 23,37

Grupo 2 - Grupo 3 19
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Tabela 2.5: Distância de todas as instâncias do grupo 1 em relação ao seu centróide.

Instância Distância

0 2,601

1 1,24

2 3,25

3 0,625

Dist Média 1,924

Tabela 2.6: Distância de todas as instâncias do grupo 2 em relação ao seu centróide.

Instância Distância

4 1,90

5 1,06

6 2,58

7 0,36

Dist Média 1,48

Tabela 2.7: Distância de todas as instâncias do grupo 3 em relação ao seu centróide.

Instância Distância

8 1,05

9 1,20

10 0,34

Dist Média 0,87

O resultado �nal do índice DBI é dado pelo somatório obtido na tabela 2.9 dividido

pela quantidade de grupos encontrados. Para este exemplo o resultado �nal seria 0, 9093÷

3 = 0, 3031.
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Tabela 2.8: Cálculo da distância média entre os pares de grupos dividida pela distância

de seu respectivo centroide.

Grupos (σi + σj)÷ d(ci, cj)

1 - 2 0,3728

1 - 3 0,1193

2 - 3 0,1637

Tabela 2.9: Máximo valor das distâncias entre os grupos.

Grupos Max

1 - 2 0,3728

1 - 3 0,1193

2 - 3 0,1637

Somatório 0,9093

Dunn

O índice de Dunn [Dun74] D é calculado a partir da razão entre a menor distância

intergrupo e a maior distância intragrupo. Seu valor varia no intervalo [0,∞), signi�cando

que quanto maior o valor obtido, mais compactos e bem separados são os grupos. Este

índice tenta identi�car aglomerados compactos e bem separados [HBV01].

Seja D(Ci, Cj) a distância entre dois grupos Ci e Cj calculada como a menor distância

entre um par de pontos x ∈ Ci e y ∈ Cj (Eq. 2.8) e diam(Ci) o diâmetro do grupo Ci

igual a máxima distância entre dois de seus componentes (Eq. 2.9). O índice Dunn é

formalmente de�nido pela Eq 2.10, onde k é o número de grupos.

D(Ci, Cj) = min
x∈Ci,y∈Cj

(D(x, y)) (2.8)

diam(Ci) = max
x,y∈Ci

(D(x, y)) (2.9)
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D(k) = min
i=1,...,k

(
min

j+1,...,k

(
D(Ci, Cj)

maxl=1,...,K (diam(Cl))

))
(2.10)

A principal desvantagem em relação aos outros critérios é a complexidade computaci-

onal quadrática. Além disso, este critério é bastante sensível a ruído.

Para exempli�car o cálculo do índice Dunn será utilizado o mesmo conjunto de dados

referente ao exemplo do DBI que foi apresentado na �gura 2.3(b).

Inicialmente é necessário calcular a distância entre os pontos de uma mesma classe

e a maior distância de cada classe, conforme exempli�cado nas tabelas 2.10 - 2.12. Em

seguida, é calculada a distância entre os pontos que não estão presentes nas tabelas 2.10

- 2.12 e a menor distância deste conjunto.

Tabela 2.10: Cálculo da distância dos pontos do grupo 1.

Pontos Distâncias

0 - 1 1,411

0 - 2 5,830

0 - 3 3,201

1 - 2 4,472

1 - 3 1,802

2 - 3 2,692

Máximo 5,830

Para �nalizar o cálculo é necessário dividir a distância mínima pela distância máxima.

Ou seja, o valor �nal do índice Dunn é 4, 123÷ 5, 830 = 0, 707

Silhouette

O índice Silhouette [Rou87] de�ne a qualidade dos agrupamentos com base na proximidade

entre os objetos de um determinado grupo e na proximidade desses objetos ao grupo mais

próximo. Silhouette é de�nido formalmente pela Eq. 2.11 que calcula o valor do índice

para uma única instância x que pertence ao grupo j, onde d(x,Cj) é a dissimilaridade

média de x em relação a todos os pontos de j, e h é o grupo mais próximo da instância x.
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Tabela 2.11: Cálculo da distância dos pontos do grupo 2.

Pontos Distâncias

4 - 5 1

4 - 6 4,472

4 - 7 2,236

5 - 6 3,605

5 - 7 1,414

6 - 7 2,236

Máximo 4,472

Tabela 2.12: Cálculo da distância dos pontos do grupo 3.

Pontos Distâncias

8 - 9 2,236

8 - 10 1

9 - 10 1,414

Máximo 2,236

s(x) =
d(x,Ch)− d(x,Cj)

max(d(x,Ch), d(x,Cj))
(2.11)

s(x) varia entre o intervalo [−1, 1]. Quanto mais próximo de 1 melhor a alocação do

objeto no grupo. Após calcular o valor para todos os pontos do agrupamento, deve ser

calculada a média para o grupo (Sj) e em seguida para o agrupamento como um todo

(GS), conforme Eq. 2.12 e 2.13, onde Nj é o número de pontos do grupo j e K é o número

de grupos.

Sj =

∑Nj

i=1 s(xi)

Nj

(2.12)

GS =

∑K
j=1 Sj

K
(2.13)
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Gamma

O índice Gamma [BH75, VCH10] Γ calcula o número de pares concordantes de objetos S+,

que é o número de vezes que a distância entre um par de objetos do mesmo grupo é menor

do que a distância entre um par de objetos de um grupo diferente. Esse índice também

calcula o número de pares discordantes S−, que é o número de vezes que a distância entre

um par de objetos do mesmo grupo é maior do que a distância entre um par de objetos

de grupos diferentes. Γ é de�nido pela equação 2.14.

Γ =
S+ − S−
S+ + S−

(2.14)

Este índice varia no intervalo [−1, 1]. Melhores partições devem ter valores mais altos

de S+, baixos valores de S− e, consequentemente, terão altos valores de Γ.

C-Index

C -index [HL76, VCH10] é de�nido como:

C =
dw −min(dw)

max(dw)−min(dw)
(2.15)

onde dw é a soma das distâncias de todos os pares de instâncias de um mesmo grupo. Seja

j o número de pares de instâncias no mesmo grupo, max(dw) e min(dw) são a soma das j

maiores e menores distâncias, respectivamente, considerando todos os pares de distâncias.

Assim, este índice deve ser minimizado e varia no intervalo entre [0, 1].

2.3 Tarefa de Regressão

Regressão é um tipo de modelagem preditiva onde a variável dependente é contínua.

Esta técnica é utilizada em diversas áreas como economia, administração, engenharias,

etc. Segundo Hines [Hin06] a análise de regressão investiga a relação entre duas ou

mais variáveis (variáveis preditoras) e uma variável dependente. Sendo que, quando os

problemas envolvem mais de uma variável preditora, esses modelos são chamados de

modelos de regressão múltipla.
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2.3.1 Regressão Linear

A relação entre as variáveis explanatórias e a variável dependente é representada pela

equação de regressão múltipla 2.16.

y = β0 + β1x1 + ...+ βnxn + ε (2.16)

As variáveis explanatórias são representadas pelos termos xi, ao passo que a variável

dependente é representada por y. A relação entre as variáveis é demonstrada por βi, que

indica quantitativamente como as variáveis explanatórias determinam a variáveis depen-

dente e o ε é o erro aleatório em y [Har01]. Para estimar os coe�cientes de regressão βi,

é utilizado o método dos mínimos quadrados [Wei05].

Segundo Han et al. [HKP06] existem 2 tipos principais de árvores para predição

numérica: árvores de regressão e árvores modelo. Na árvore de regressão cada nó folha

guarda um valor contínuo. Na árvore modelo cada nó folha contém ummodelo de regressão

que representa uma equação com múltiplas variáveis para a predição do atributo.

2.3.2 Árvore de Regressão M5

O algoritmo M5 foi desenvolvido por [Q+92] para tratar atributos e classes contínuas.

M5 é um processo Top Down Induction Decision Trees (TDIDT), mas com funções de

regressão linear nos nós folhas, ao invés de um valor categórico predizendo a classe.

Os resultados da execução deste algoritmo são chamados de árvore modelo, conforme

exemplo apresentado na �gura 2.4. Após a árvore ser obtida, o algoritmo possui uma fase

de particionamento, que divide o conjunto de dados; uma fase de poda, para reduzir o

número de nós da árvore obtida; e uma fase adicional denominada smoothing, que tem

como objetivo reduzir a grande diferença dos valores preditos entre os nós-folha [WW96].

No modelo linear conforme �gura 2.4 (direita), cada parte da equação corresponde a um

dos atributos do dataset Wine [CCA+09] (por exemplo, calorias, densidade, pH, etc...)

multiplicados uma constante que quanti�ca sua contribuição no valor �nal do atributo

alvo.
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> 0.997

density

<= 0.992

LM 1
(443/26.35%)

> 0.992

density

<= 0.997

LM 2
(684/32.92%)

LM 3
(306/25.75%)

LM num: 1
alcohol = 

0.5327 * fixed acidity 
+ 0.8519 * volatile acidity 
+ 0.5608 * citric acid 
+ 0.2665 * residual sugar 
+ 5.3478 * chlorides 
- 0.004 * free sulfur dioxide 
+ 0.0021 * total sulfur dioxide 
- 793.4905 * density 
+ 2.2064 * pH 
+ 1.2275 * sulphates
+ 0.0137 * quality 
+ 785.357

Figura 2.4: Exemplo de árvore modelo e modelo linear para o dataset Wine.



Capítulo 3

Trabalhos Relacionados

Neste capítulo são apresentados três trabalhos que possuem relação com esta dissertação.

3.1 Relative Clustering Validity Criteria: A Compara-

tive Overview

[VCH10] propõem uma comparação de critérios de validação de agrupamentos utilizando

um método estatisticamente mais robusto do que o tradicionalmente usado na literatura

[MC85]. Os autores calculam a correlação de Pearson entre critérios internos e um critério

externo com o objetivo de identi�car relações entre os valores.

A metodologia utilizada no artigo pode ser explicada utilizando a tabela 3.1. Cada

linha da tabela representa um dataset, as colunas 1 e 2 apresentam o valor de um índice

interno e a terceira coluna o valor de um índice externo. Calculando a correlação de

Pearson entre o primeiro critério interno e o critério externo foi obtido o valor de 0,9627.

Este elevado valor re�ete o fato do Critério Interno 1 particionar os dados da mesma

forma que o Critério Externo os classi�ca. Então pode-se concluir que o Critério Interno

1 tem correlação com o critério externo. Os datasets utilizados pelos autores para realizar

os experimentos foram os mesmos descritos em [MC85, Mil81].

Na metodologia proposta nesta dissertação de mestrado, apresentada na Seção 4, a

relação entre critérios internos e externos é capturada diretamente através de um modelo

de aprendizado baseado em regressão linear e árvores de regressão. Ao contrário de
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[VCH10], foi apresentado a estratégia de geração dos datasets sintéticos e a avaliação dos

modelos aprendidos.

Partição Crit. Interno. 1 Crit. Interno 2 Crit. Ext.

1 0.75 0.92 0.82

2 0.55 0.22 0.49

3 0.20 0.56 0.31

4 0.95 0.63 0.89

5 0.60 0.25 0.67

Tabela 3.1: Exemplo de critérios internos e externos de avaliação de cinco partições de

um conjunto de dados usando Correlação de Pearson. Adaptado de [Vendramin et al.

2010]

3.2 A Combination Approach to Cluster Validation Ba-

sed on Statistical Quantiles

Um problema conhecido e muito discutido na literatura comumente associado ao uso de

algoritmos de agrupamento é estimar o número de grupos existentes em um conjunto de

dados. Grande parte dos algoritmos de agrupamento necessitam deste número previa-

mente de�nido, pois utilizam como parâmetro de entrada. Uma possível solução para

este problema é avaliar a qualidade de cada agrupamento proposto para um determinado

conjunto de dados.

No trabalho proposto por [AS09] foram analisadas diferentes técnicas para detectar

o número de grupos mais adequado para um conjunto de dados e também foi proposto

um novo algoritmo baseado na combinação de vários índices de validação. Os índices de

validação estudados e os algoritmos foram testados em dados sintéticos com distribuição

gaussiana e no dataset real Iris. A técnica proposta baseia-se no cálculo das estatísticas

de quantis das curvas de validação.
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3.3 Understanding of Internal Clustering Validation

Measures

Conforme discutido anteriormente, a validação de agrupamento pode ser dividida basica-

mente em dois tipos: a validação externa e interna. Na literatura foram propostos diversos

índices de validação tanto internos quanto externos, no entanto estes índices podem ser

afetados por diversas características dos dados como, por exemplo, o ruído dos dados

ou então a densidade dos agrupamentos. Estas características podem ter um impacto

signi�cativo sobre o desempenho de uma medida de validação.

Levando isso em consideração, Liu et al. [LLX+10] apresentam um estudo detalhado

de onze índices internos de validação de agrupamento e investigam as propriedades de

validação dos índices em diferentes aspectos, tais como: impacto da monotonicidade,

ruído, densidade, sub-grupos e distribuição heterogênea.

Para realizar os experimentos os autores geraram dados sintéticos com as caracterís-

ticas descritas acima, o resultado pode ser observado na �gura 3.1.

Os experimentos realizados mostram que a maioria dos índices têm certas limitações

(a) Dataset bem separado (b) Dataset bem separado  
com ruído

(c) Dataset com diferença de 
densidade

(d) Dataset com subclusters (e) Dataset com distribuição 
heterogênea

Figura 3.1: Exemplos de datasets com diferentes características.
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em diferentes cenários de aplicação, principalmente quando os aspectos são ruído e sub

grupos. O único índice que apresentou bons resultados em todos os aspectos testados foi

o S_Dbw [HBV01].

Para o aspecto de monotonicidade, os melhores índices foram: CH [CH74], I [MB02],

Dunn, Silhouette, SD [HVB00] e XB [XB91]; Para o aspecto de ruído, os melhores índices

foram: I, Silhouette, DBI, SD, XB ; Para o aspecto de densidade, os melhores índices

foram: CH, Dunn, Silhouette, DBI, SD, XB ; Para o aspecto de sub-grupos os melhores

índices foram: I e CH ; E para o aspecto de distribuição heterogênea, os melhores índices

foram: I, Dunn, Silhouette, DBI, SD, XB ;

Com base nos principais trabalhos relacionados estudados, não foi encontrado um

trabalho que estabelecesse e quanti�casse a relação entre critérios internos e externos com

base em regressão e árvores modelo. Deste modo, nos próximos capítulos é apresentada

a metodologia proposta para esse trabalho, um conjunto de experimentos realizados e a

validação da metodologia proposta.



Capítulo 4

Metodologia

Este capítulo apresenta em detalhe a metodologia proposta nesta dissertação para inves-

tigar a relação dos critérios de validação de agrupamento externos e internos. A Fig. 4.1

apresenta uma visão geral da metodologia que é dividida em 5 etapas: (1) seleção ou

de geração de conjuntos de dados, (2) agrupamento, (3) avaliação dos agrupamentos, (4)

transformação de dados e (5) mineração de dados.

A primeira etapa é responsável pela seleção ou geração de um conjunto de datasets.

Na segunda etapa é aplicado um algoritmo de agrupamento sobre os datasets gerados

anteriormente. Com os dados agrupados, são calculados os critérios de validação externos

e internos. A quarta fase organiza os índices calculados na validação dos grupos para

que, por �m, seja aprendido um modelo preditivo baseado na relação entre os critérios

externos e internos.

4.1 Geração Datasets

Esta etapa de�ne os conjuntos de dados que serão utilizados. As instâncias neste conjunto

de dados devem ser classi�cadas como partições previamente de�nidas para que possam

ser utilizadas nos critérios de validação externos. É importante ressaltar que pode ser

utilizado tanto conjuntos de dados reais quanto conjuntos sintéticos.

A utilização de conjuntos de dados sintéticos permite a variação das propriedades, tais

como número de instâncias, características e grupos, distribuição de densidade, ruído, e

assim por diante. O número de datasets a ser utilizado deve ser su�ciente para gerar as
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seleção ou 

geração dos 

datasets

mineração de 

dados

agrupamento
avaliação dos 

agrupamentos

transformação 

dos dados

nCrCrCrCe   21

1 2 3

4

5

Figura 4.1: Metodologia proposta para selecionar de índices interno de validação de agru-

pamento mais adequado.

entradas para a tarefa de mineração seguinte. Por essa razão, o uso de datasets sintéticos

se mostra mais apropriado que dados reais.

4.2 Agrupamento

A segunda etapa da metodologia consiste em selecionar e aplicar um algoritmo de agru-

pamento no conjuntos de dados gerado ou selecionado no passo anterior. Esta escolha

depende das propriedades dos datasets da etapa anterior. Por exemplo, se os conjuntos

de dados escolhidos forem muito grandes e apresentarem grupos de tamanhos diferentes

com formas não convexas e múltiplas densidades, é recomendado que nesta etapa seja

utilizado um algoritmo baseado em densidade com baixa complexidade computacional.

Pois esse algoritmo de agrupamento escolhido deve ser executado várias vezes, variando

os parâmetros de entrada para procurar por partições diferentes.

A saída gerada por esta etapa é um conjunto de partições, uma por dataset, que foram

agrupadas seguindo as regras do algoritmo aplicado.
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4.3 Avaliação dos Grupos

A terceira etapa calcula um conjunto de índices de validação de agrupamento internos

e externos para cada resultado de agrupamento obtido na etapa anterior. Estes índices

quanti�cam a qualidade dos resultados de agrupamento. Neste trabalho estão sendo

aplicados os índices descritos no capítulo 2, Jaccard, Rand e Fowlkes-Mallows como índices

externos e DBI, Dunn, Gamma, C-index e Silhouette como índices relativos.

É importante ressaltar que novos índices podem ser incorporados, assim como alguns

podem não ser considerados dependendo do tipo de dataset ou algoritmo escolhido nas

etapas anteriores.

4.4 Transformação

Os valores dos índices previamente calculados são transformados para serem utilizados

como entrada para mineração de dados. Os critérios de minimização, tais como, DBI e

C-index são invertidos, pois os demais índices são critérios de maximização. Assim, com

os índices transformados, quanto maiores forem os valores dos índices, mais compactos e

bem separados estão os grupos.

A transformação de um índice tip é de�nida pela equação 4.1, onde vip é o valor de um

índice i calculado sobre a partição p e v̄i é a média dos valores do índices i considerando

todos os datasets.

Todos os valores transformados são normalizados. Pois conforme explicado no capí-

tulo 2, os índices DBI, Dunn apresentam valores que podem ser de [0,∞), Silhouette, Γ

apresentam valores que podem ser de [−1, 1]. Dessa forma, esses índices são normalizados

para que todos os índices �quem em intervalos de valores de [0, 1].

tip =

 2 v̄i − vip, se i é um critério de minimização

vip, caso contrário
(4.1)

4.5 Mineração dos Dados

A tarefa de mineração de dados usa um conjunto de treinamento em que cada atributo é

um índice transformado e cada instância representa um dataset gerado na primeira etapa
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Tabela 4.1: Um exemplo de conjunto de treinamento com Jaccard (J) como atributo alvo.

DBI S D Γ C J

1 0.75994 0.79304 0.35734 0.72317 0.48791 0.41040

2 0.76354 0.69743 0.31469 0.62481 0.21182 0.41048

...

n 0.87119 0.75364 0.24754 0.67538 0.40145 0.41707

da metodologia.

A Tabela 4.1 apresenta um exemplo de conjunto de treinamento onde Davies-Bouldin,

Silhouette, Dunn, Gamma e C-index foram de�nidos como atributos preditivos e o índice

externo Jaccard foi de�nido como atributo alvo. Este conjunto de treinamento é utilizado

como entrada na tarefa de regressão para estimar os valores de índice externo baseado

nos índices internos. A análise dos modelos obtidos na tarefa de regressão permite veri�-

car qual(is) índice(s) interno é/são mais adequado(s) para avaliar os conjuntos de dados

gerados ou selecionados na primeira etapa.



Capítulo 5

Avaliação Experimental

Este capítulo descreve os experimentos realizados, a �m de validar empiricamente a me-

todologia proposta no capítulo 4 e avaliar a qualidade dos modelos de regressão.

Duzentos conjuntos de dados sintéticos foram gerados durante a avaliação experimen-

tal. Estes conjuntos de dados contêm múltiplas distribuições de pontos em um espaço

bi-dimensional, o que permite veri�car visualmente a validade dos resultados [HBV01].

Para os experimentos realizados foi utilizado o software de computação estatística R1 nos

passos 1 a 4 da metodologia. E na última etapa foi utilizado o software Weka2.

Os experimentos foram divididos em dois estudos de casos: (i) no primeiro estudo de

caso a metodologia proposta é aplicada em datasets com características de compacidade

e um algoritmo de agrupamento particional; (ii) no segundo estudo de caso foram uti-

lizado datasets com múltiplas densidades e um algoritmo de agrupamento baseado em

densidade. As seguintes métricas foram utilizados para avaliar os modelos de regressão

obtidos: coe�ciente de correlação e raiz do erro quadrático relativo (root relative squared

error) [HKP06].

1http://www.r-project.org/
2http://www.cs.waikato.ac.nz/ml/weka/
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5.1 Estudo de Caso 1: datasets com característica de

compacidade e algoritmo de agrupamento particio-

nal

No primeiro estudo de caso, foram utilizados datasets com características de compacidade

[HKK05]. A �gura 5.1 mostra a metodologia descrita no capítulo 4 aplicada ao primeiro

estudo de caso.

seleção ou 

geração dos 

datasets

mineração

de dados

agrupamento

nCrCrCrCe   21

avaliação dos 

agrupamentos

transformação 

dos dados

Dados com 

característica de 

compacidade

Algoritmo K-Means

Figura 5.1: Metodologia proposta para selecionar os índices internos de validação de

agrupamento mais adequados aplicada ao estudo de caso 1 considerando datasets com

características de compacidade.

Na primeira etapa foram gerados 100 datasets nos quais foram distribuídos 150 pontos

em um espaço bi-dimensional. O número de classes nc variou de 2 a 5 sendo que o número

de instâncias de cada grupo foi gerado aleatoriamente sempre totalizando 150 instâncias,

ou seja, foram gerados 25 datasets com 2 classes, 25 datasets com 3 classes e assim

sucessivamente. Metade dos pontos seguem uma Distribuição Gaussiana em que o raio r

foi de�nido entre 1 e 10 e o desvio padrão sd = 0.33r. E a outra metade uma Distribuição

Uniforme, simulando assim um ruído. A Figura 5.2 (esquerda) demonstra um exemplo

de dataset com 3 classes distintas identi�cadas pela cor das instâncias. Este dataset foi

gerado utilizando os parâmetros: nc = 3, r = 6.37, sd = 2.34.
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Após a geração dos datasets, na segunda etapa foi aplicado o algoritmo de agrupamento

k-Means com k = nc. Na terceira etapa os resultados de agrupamento foram avaliados

utilizando os índices Jaccard, Rand, Fowlkes-Mallows, DBI, Dunn, Gamma, C-index e

Silhouette que foram descritos na seção 2.2. Na etapa 4, para cada partição, os índices

de validação de agrupamento foram invertidos e normalizados, conforme explicado no

capítulo 4. A Figura 5.2 (direita) mostra o agrupamento realizado pelo k-means com

k = 3 quando aplicado ao dataset gerado (à esquerda). Para este agrupamento, os

valores dos índices calculados foram: DBI = 0.77701, S = 0.46821, D = 0.05092, Γ =

0.83456, C = 0.29191, J = 0.28979, R = 0.43660 e FM = 0.48004. E os resultados após

transformação foram: DBI = 0.31690, S = 1, Γ = 0.99682, C = 0.31690, D = 0.55269,

J = 0.28979, R = 0.43660 e FM = 0.48004.
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Figura 5.2: Um exemplo de dataset gerado (esquerda) e o resultado de agrupamento

gerado pelo k-Means (direta).

Na etapa 5, foi gerado um modelo de regressão linear para cada índice externo de

validação usando os internos. Os parâmetros padrão do Weka foram mantidos para todos

os experimentos. As equações 5.1 - 5.3 apresentam os modelos de regressão linear obtidos

no primeiro estudo de caso.

J = 0, 4691 S − 0, 2766 Γ− 0, 2447 C + 0, 363 (5.1)

R = −0, 1746 S + 0, 2492 Γ− 0, 0543 C + 0, 5078 (5.2)
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FM = 0, 581 S − 0, 3891 Γ− 0, 2563 C + 0, 5333 (5.3)

Observando os modelos de regressão linear pode-se notar que DBI e Dunn foram ir-

relevantes para estimar os índices externos, pois não foram utilizados em nenhuma das

equações de regressão linear obtidas. Já o índice Silhouette teve um impacto positivo no

Jaccard e Fowlkes-Mallows mas negativo no Rand. O índice Gamma teve um comporta-

mento oposto ao Silhouette, pois teve impacto positivo apenas sob o índice Rand. E, por

�m, o C-index teve in�uência negativa em todos os índices externos.

Também foram aprendidos modelos baseados em árvores de regressão utilizando o

algoritmo M5 [Q+92] para estimar os mesmos três índices externos. Foi de�nido um nú-

mero mínimo de instâncias por folha m = 4, sendo m um parâmetro do algoritmo M5.

A Fig. 5.3 apresenta a árvore modelo do índice Jaccard. Cada folha é um modelo de

regressão linear distinto (LM) construído utilizando um subconjunto de instâncias, que

foram selecionados utilizando a regra de�nida pelo caminho entre a raiz e a folha. Estes

nós apresentam o número de casos e o erro de predição de cada LM. Para a árvore mo-

delo do índice Jaccard obtida no primeiro estudo de caso, o índice Gamma foi o atributo

mais discriminatório (raiz da árvore), seguido do índice Silhouette. Outros índices ajuda-

ram a construir a árvore, mas todos LMs apresentaram uma in�uência mínima do DBI,

além dos índices citados anteriormente. Para todos LMs, o índice Silhouette impactou

positivamente na predição do Jaccard enquanto o Gamma e DBI tiveram um impacto

negativo.

Em relação ao uso do DBI como um nó interno, a árvore de regressão do índice Rand

não produziu diferenças signi�cativas nos dez LMs (nós folhas), os quais são compostos

pelos mesmos índices incluindo Silhouette e Gamma. Para o índice Fowlkes-Mallows, M5

produziu uma árvore de um único nó com o mesmo LM apresentado na equação 5.3.

A Tabela 5.1 compara os modelos obtidos com regressão linear e árvore modelo. Para

cada modelo aprendido, são apresentadas duas medidas de qualidade: coe�ciente de cor-

relação e raiz do erro quadrático relativo [HKP06]. Ao analisar o coe�ciente de correlação,

é possível observar que o M5 teve desempenho melhor ou igual ao modelo de regressão

linear.

Ao realizar a análise dos modelos é possível veri�car que os índices de validação de
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> 0.554 

 

<= 0.554 

S 
LM 1 

(14/2.595%) 

<= 0.14 > 0. 4 

LM 3 
(5/3.419%) 

> 0.513 
<= 0.513 

LM 2 
(8/1.297%) 

S 

LM 4 
(54/15.48%) 

> 0.574 <= 0.574 

LM 5 
(19/15.82%) 

Figura 5.3: Árvore modelo usando o índice J como classe.

Tabela 5.1: Resultado das métricas de avaliação para o algoritmo k-means.

J(%) R(%) FM(%)

Reg. Linear M5 Reg. Linear M5 Reg. Linear M5

Coe�ciente de

Correlação 97.82 98.75 91.82 96.60 98.01 98.01

Raiz do erro

quadrático relativo 20.78 15.83 39.61 25.91 19.86 19.86

agrupamento internos mais adequados para avaliar os conjuntos de dados gerados usando

o algoritmo k-means foram Silhouette e Gamma. Estes índices são capazes de avaliar a

grande maioria das partições de um modo semelhante, quando comparado com os índices

externos.
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5.2 Estudo de Caso 2: datasets com densidade múlti-

pla e algoritmo de agrupamento baseado em densi-

dade

Neste segundo estudo de caso, a metodologia proposta foi aplicada utilizando vários con-

juntos de dados com múltiplas densidades [HKK05] e um algoritmo de agrupamento ba-

seado em densidade conforme mostra a �gura 5.4.

seleção ou 

geração dos 

datasets

mineração

de dados

agrupamento

nCrCrCrCe   21

avaliação dos 

agrupamentos

transformação 

dos dados

Dados com 

característica de 

densidade

Algoritmo DBSCAN

Figura 5.4: Metodologia proposta para selecionar os índices internos de validação de

agrupamento mais adequados aplicada ao estudo de caso 2 considerando datasets com

características de densidade.

Na primeira etapa, 100 conjuntos de dados sintéticos distintos foram gerados com 150

instâncias em cada um, distribuídos em um espaço bidimensional. Para estes conjuntos

de dados o número de classes variou da seguinte forma: 25 datasets com 2 classes, 25

datasets com 3 classes e assim por diante. Os 150 pontos de cada dataset foram gerados

utilizando uma distribuição gaussiana bivariada [Goo63] de�nida pela equação 5.4.

(
Xn

Yn

)
∼ N


(
µx

µy

)
,


σ2
x ρσxσy

ρσxσy σ2
y


 (5.4)
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onde µx é a média de x, µy é a média de y, σx é o desvio padrão de x, σy é o desvio padrão

de y e ρ é a correlação.

O objetivo de usar uma distribuição gaussiana bivariada para geração dos datasets é

gerar conjuntos de dados com diferentes formas. Para cada grupo, σx e σy foram de�nidos

aleatoriamente de 0,5 a 1,0. Isto assegura uma variação aleatória para espalhar os pontos

em torno de x e y em cada grupo.

A variação da densidade foi obtida considerando um número aleatório de pontos em

cada grupo. Foi estabelecido que cada grupo deve ter pelo menos 2 pontos. Considerando

um exemplo de um conjunto de dados com dois grupos, temos SizeC1 = random[2, 148],

SizeC2 = 150− SizeC1.
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Figura 5.5: Exemplo de um conjunto de dados gerados com 4 classes (esquerda) e o

agrupamento obtido após aplicação do DBSCAN (direita) com 3 grupos.

Na �gura 5.5 (à esquerda) é apresentado um exemplo de um conjunto de dados com

4 grupos. Pode-se notar que esses grupos têm diferentes densidade e forma.

A segunda etapa da metodologia consiste em aplicar o algoritmo DBSCAN para cada

conjunto de dados gerados. No entanto, um problema clássico em algoritmos de agrupa-

mento baseado em densidade é de�nir os valores apropriados para o raio (ε) e número

mínimo de pontos (MinPoints) para gerar um bom resultado de agrupamento. Muitas

vezes, este problema é resolvido por tentativa e erro [CAC10]. Como foram gerados 100

datasets se tornaria inviável setar os parâmetros por tentativa e erro, desta maneira,

foi adotada a estratégia descrita em [ZWL12], que propõem que esses parâmetros sejam
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adaptáveis e auto-ajustáveis, sem qualquer intervenção manual.

A abordagem para determinar os parâmetros ε e MinPoints para cada conjunto de

dados é dividida em quatro etapas [ZWL12]:

1. Calcular a matriz de distâncias para todos os pontos e ordenar os valores desta

matriz de maneira ascendente linha por linha. Calcular a média de cada coluna

(ε_vector). Então, ε_vector[i] é a distância média entre um ponto o i-ésimo ponto

mais próximo;

2. Calcular o MinPoints usando ε_vector. Inicialmente é veri�cado quantos pontos

existem dentro de ε considerando-se os valores da matriz de distância. Por exemplo,

na primeira linha da matriz de distâncias é veri�cado quantas distâncias são menores

do que o ε_vector[1]. A mesma veri�cação é feita para a segunda linha e assim

sucessivamente. Esses valores irão compor o MinPoints_vector ;

3. Aplicar o algoritmo DBSCAN usando ε_vector e MinPoints_vector como parâme-

tros. Para cada par de ε_vector[i], MinPoints_vector [i] o DBSCAN é aplicado e

é armazenado o número de grupos resultante. Estes valores correspondem a uma

matriz de parâmetros exempli�cada na �gura 5.6. A coluna estabilidade representa

a diferença entre a quantidade de grupos;

4. Usando a matriz de parâmetros podemos descobrir quando o número de grupos

estabiliza e localizar os valores ótimos de ε e MinPoints ;

Seguindo a metodologia proposta, na segunda etapa é aplicado o algoritmo DBSCAN

para os 100 conjuntos de dados gerados, considerando os parâmetros ε e MinPoints cal-

culados para cada conjunto de dados, conforme explicado anteriormente. Em seguida, na

terceira etapa, os resultados de agrupamento são avaliados utilizando todos os índices de

validação de agrupamento descritos na seção 2.2.

Na quarta etapa, os índices foram transformados e normalizados para serem utilizados

como entrada para a etapa de mineração. A �gura 5.5 (à direita) mostra o agrupamento

realizado pelo DBSCAN sobre o conjunto de dados original (à esquerda), considerando

ε = 0, 493 e MinPoints = 6. Os valores dos índices calculados foram: DBI = 0, 68797,

S = 0, 54938, Γ = 0, 91735, C = 0, 25997, J = 0, 64087, R = 0, 81476 e FM = 0, 78114.
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k EPS MinPts Qtd_Grupos Estabilidade

1 0 -1 150 -
2 0,234192 -1 81 69

3 0,342545 1 49 32
4 0,423771 3 10 39

5 0,496816 4 6 4
6 0,550628 6 5 1
7 0,602069 7 3 2

8 0,648298 8 4 -1
9 0,694340 10 3 1

10 0,732673 11 3 0
11 0,770796 12 3 0

12 0,808510 13 3 0
13 0,843694 15 3 0

Quantidade de 
Grupos estabilizou

Figura 5.6: Exemplo da matriz de parâmetros gerada para obter os valores de ε e Min-

Points para um dataset.

Os valores após transformação e normalização foram: DBI = 0, 91569, S = 0, 81860,

Γ = 0, 92748, C = 0, 83713, J = 0, 64087, R = 0, 81476 e FM = 0, 78114. Ó índice Dunn

não foi considerado neste estudo de caso.

Na etapa 5, foi aplicado o algoritmo de regressão linear, disponível noWeka, para cada

índice externo usando os índices internos como atributo alvo. Os parâmetros utilizados

foram os mesmos do estudo de caso 1. Os modelos obtidos são descritos nas equações 5.5

- 5.7.

J = 0.1927 S + 0.1712 Γ + 0.0268 DBI + 0.353 (5.5)

R = 0.5798 Γ + 0.2868 (5.6)

FM = 0.2585 S + 0.6064 (5.7)

Analisando os resultados das equações 5.5 - 5.7 do segundo estudo de caso é possível

observar que o índice Silhouette tem in�uência positiva sobre os índices externos Jaccard

e Fowlkes-Mallows. O índice Gamma também é um índice importante para algoritmos

baseados em densidade, uma vez que tem in�uência positiva sobre os índices Jaccard e
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DBI

> 0.839<= 0.839

LM 1
(29/112.796%)

LM 2
(71/50.888%)

Figura 5.7: Árvore modelo usando Jaccard como classe.

Rand. Já o impacto do C-index é insigni�cante, uma vez que não aparece nos modelos de

regressão linear, assim como o DBI que aparece mas como uma constante muito pequena.

Assim como no primeiro estudo de caso, também foi aplicado o algoritmo M5 a �m de

obter as árvores modelo para estimar os índices Jaccard, Rand e Fowlkes-Mallows. Para

os índices Rand e Fowlkes-Mallows foi obtido árvores com nós isolados e modelos lineares

iguais as equações de regressão 5.6 e 5.7 respectivamente. Para o índice Jaccard foi obtida

a árvore modelo apresentada na �gura 5.7. Esta árvore aprendeu os LMs descritos nas

equações 5.8 e 5.9.

J = 0.0657 S + 0.0584 Γ + 0.0091 DBI + 0.4464 (5.8)

J = 0.0336 S + 0.2484 Γ + 0.0047 DBI + 0.353 (5.9)

A partir destas equações é possível notar que o índice C-index era insigni�cante, no-

vamente não aparece nos LMs. O índice DBI foi importante para dividir as instâncias no

nodo raiz, mas apresentou insigni�cante participação nos LMs. Semelhante a regressão

linear, o índice Gamma tem contribuição positiva sobre o valor de Jaccard. A tabela 5.2

apresenta a comparação dos resultados de regressão linear e árvore modelo. É possível no-

tar que os índices Rand e Fowlkes-Mallows têm resultados iguais para os dois algoritmos.

A diferença é apenas para os resultados de Jaccard.

A análise dos modelos permite veri�car que os índices internos de validação de agru-

pamento mais adequados para avaliar os conjuntos de dados gerados usando DBSCAN

são Silhouette e Gamma.
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Tabela 5.2: Resultado das métricas de avaliação para o algoritmo DBSCAN.

J(%) R(%) FM(%)

Reg. Linear M5 Reg. Linear M5 Reg. Linear M5

Coe�ciente de

Correlação 65.48 67.59 72.59 72.59 64.29 64.29

Raiz do erro

quadrático relativo 75.58 73.73 68.78 68.78 76.59 76.59



Capítulo 6

Validação

Este capítulo descreve o processo realizado a �m de validar os modelos obtidos nos expe-

rimentos apresentados no capítulo 5. Desta maneira, assim como nos estudos de caso a

validação também foi divida em duas partes, uma para os modelos gerados utilizando o al-

goritmo de agrupamento k-means e outra para os modelos gerados utilizando o algoritmo

de agrupamento DBSCAN.

Para a validar os modelos do estudo de caso 1, foram usados 5 datasets reais extraídos

do site UCI1 descrito na tabela 6.1. Para esta validação não foram gerados os grá�cos dos

conjuntos de dados para inspeção visual dos resultados de agrupamento, pois todos eles

possuem mais que duas dimensões. Na Tabela 6.1 na primeira coluna tem-se o nome do

dataset, como o mesmo está descrito no UCI. Nas colunas 2 e 3 são apresentados o total

de instâncias e o total de atributos de determinado dataset. E por �m, a coluna 4 mostra

o número de classes do dataset originalmente.

A validação foi realizada seguindo as mesmas etapas da metodologia descrita no ca-

pítulo 4, ou seja, foi feita a seleção dos datasets, de posse dos mesmos, foi executado o

algoritmo de agrupamento k-means com k igual ao número de classes original (coluna 4

da Tabela 6.1). Com os dados já agrupados, os índices de validação foram calculados e

transformados. A tabela 6.2 apresenta os valores dos índices internos e externos obtidos

após este processo.

Conforme é possível observar na tabela 6.2 o único dataset que respeita o modelo

gerado anteriormente é o Habberman's, pois bons valores para os índices externos impli-

1https://archive.ics.uci.edu/ml/datasets.html

56
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Tabela 6.1: Descrição dos datasets utilizados na validação dos modelos usando o algoritmo

k-means.

Dataset Instâncias Atributos Classes

Balance Scale 625 4 3

Haberman's Survival 306 3 2

Hayes - Roth 160 5 3

Iris 150 4 3

Teaching Assistant

Evaluation
150 5 3

caram em um valor alto para o índice Gamma. Para os outros datasets não foi possível

encontrar uma relação entre os índices. Devido ao fato dos datasets representarem dados

reais, não se tem a informação de suas características além de que utilizar a classe como

gabarito para o agrupamento não é a melhor estratégia, pois os dados reais podem ser

agrupados com base em suas características, sem respeitar a classe ao qual pertence.

Tabela 6.2: Índices de validação calculados para os datasets reais utilizados na validação

dos modelos.

DBI S Γ C D J R FM

Balance Scale 0 0 0 0 1 0,34 0,34 0,58

Haberman's Survival 0,56 0,56 0,97 0,56 0 0,50 0,50 0,70

Hayes - Roth 1 1 0,99 1 0,32 0,33 0,34 0,57

Iris 0,89 0,96 1 0,88 0,65 0,34 0,35 0,58

Teaching Assistant

Evaluation
0,40 0,37 0,98 0,40 0,38 0,34 0,35 0,58

Para validar os modelos do estudo de caso 2, foram usados 5 datasets sintéticos,

utilizados na literatura [AS14, LLG, JPZ03], disponíveis no site2. A tabela 6.3 apresenta

2http://cs.joensuu.fi/sipu/datasets/
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uma descrição dos datasets. Na primeira coluna tem-se o nome do dataset. Nas colunas 2

e 3 são apresentados o total de instâncias e o total de atributos de determinado dataset,

sendo todos bi-dimensionais. E por �m, a coluna 4 mostra o número de classes do dataset

originalmente.

Tabela 6.3: Descrição dos datasets utilizados na validação dos modelos usando o algoritmo

DBSCAN.

Dataset Instâncias Atributos Classes

Compound 399 2 6

Flame 240 2 2

Jain 373 2 2

Path 300 2 3

Spiral 312 2 3

Da mesma maneira que a validação anterior, esta validação seguiu as mesmas etapas

da metodologia, utilizando os parâmetros adaptáveis para realizar o agrupamento, e ao

�nal foram gerados grá�cos dos conjunto de dados originais e do agrupamento resultante.

As Fig. 6.1 e 6.2 apresentam os datasets utilizados e os agrupamentos resultantes.

Tabela 6.4: Índices de validação calculados para os datasets sintéticos utilizados na vali-

dação dos modelos.

DBI S Γ C J R FM

Compound 0,24 0,40 1 1 0,80 0,94 0,90

Flame 0,94 0,81 0,53 0,54 0,54 0,54 0,73

Jain 1 1 0,69 0,28 0,95 0,95 0,97

Path 0,69 0,64 0,51 0,58 0,33 0,34 0,57

Spiral 0 0 0 0 1 1 1

Na tabela 6.4, são apresentados os valores dos índices para os datasets descritos an-

teriormente. Pode-se perceber, através de inspeção visual que os melhores resultados de
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agrupamento foram obtidos nos datasets Compound, Jain e Spiral. Analisando os valores

dos índices obtidos para os dataset Jain, validamos os modelos descritos na seção 5.2, já

que eles mostram que os melhores índices para avaliar os agrupamentos são Silhouette

e Gamma e isso se con�rma. Já para o dataset Compound apenas o índice Gamma se

con�rma, pois foi obtido bom valor de Gamma e bom valor de Jaccard.

Os valores mais altos referente aos índices externos são dos datasets Compound, Jain

e Spiral, conforme consta na tabela 6.4, tendo assim, relação direta com os valores dos

índices internos, exceto para o Spiral que apesar do resultado do agrupamento ter �cado

igual ao original, o valor dos índices internos é 0, pois foi o dataset com menor valor e

também devido a sua forma, os centroides estão todos no mesmo lugar.

O contrário também é verdadeiro, segundo inspeção visual, os piores resultados de

agrupamento foram obtidos nos datasets Flame e Path, que consequentemente apresenta-

ram valores ruins nos índices externos e também re�etiu nos índices internos Silhouette e

Gamma que tiveram valores ruins se comparados aos valores referente aos datasets Com-

pound, Jain. Conforme discutido anteriormente na seção 5.2, chegamos a conclusão que

o DBI não é um bom índice para avaliar agrupamentos com característica de densidade,

esta hipótese se con�rma, pois como é possível observar, para os agrupamentos com re-

sultados não tão bons, o DBI apresentou um valor alto, e para os agrupamentos com

resultados bons o DBI apresentou um valor baixo.
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Dataset Compound(real) Dataset Compound(agrupado)

Dataset Flame(real) Dataset Flame(agrupado)

Dataset Jain(real) Dataset Jain(agrupado)

Figura 6.1: Datasets utilizados na validação dos modelos. A esquerda o conjunto de dados

original e à direita o agrupamento gerado pelo algoritmo DBSCAN.
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Dataset Path(real) Dataset Path(agrupado)

Dataset Spiral(real) Dataset Spiral(agrupado)

Figura 6.2: Datasets utilizados na validação dos modelos. A esquerda o conjunto de dados

original e à direita o agrupamento gerado pelo algoritmo DBSCAN.



Capítulo 7

Conclusões e Trabalhos Futuros

Esta dissertação de mestrado propõe uma metodologia para a seleção dos índices internos

de validação de agrupamento mais adequados. Foi investigado as relações entre os índices

internos e externos a partir de um conjunto de modelos de regressão. Foram realizados

experimentos com dois algoritmos de agrupamento distintos sobre os conjuntos de dados

sintéticos gerados para este �m, usando diferentes con�gurações. A análise dos modelos

de regressão permitiu a inferência do(s) índice(s) interno(s) mais adequado(s) para cada

algoritmo de agrupamento.

Os resultados dos experimentos do estudo de caso 1 mostram que os índices internos

Silhouette e Gamma são os mais adequados para avaliar os conjuntos de dados com com

característica de compacidade usando k-means. Para o estudo de caso 2, os resultados

mostram que os mesmos índices apresentaram melhor desempenho comparado aos outros,

avaliando conjuntos de dados com múltipla densidade e utilizando o algoritmo DBSCAN.

Desta maneira, pode-se concluir que a metodologia proposta pode ser vista como uma

guia para uma estratégia geral para a seleção do índice interno de validação mais adequado,

no qual o método de agrupamento ou o algoritmo de regressão podem ser substituídos

por outros mais e�cazes ou e�cientes em situações especí�cas.

Por �m, destaca-se como trabalhos futuros testar novos algoritmos com outras abor-

dagens, como por exemplo algoritmos hierárquicos, gerar dados sintéticos com outras

características, conforme abordado por Liu et al. [LLX+10] e incluir outros índices de

validação de agrupamento internos e externos na metodologia.
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