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RESUMO

PROTAS, Églen da Veiga. Visualização de Camadas Intermediárias de Redes Neurais
Convolucionais de Transformação de Imagem. 2017. 148 f. Dissertação (Mestrado) –
Programa de Pós-Graduação em Computação. Universidade Federal do Rio Grande, Rio
Grande.

As Redes Neurais Convolucionais são um modelo de aprendizado supervisionado
que nos últimos anos tem se tornado o estado da arte em diversas aplicações da área de
visão computacional, como reconhecimento de carácteres, classificação de imagens e
detecção de objetos. Apesar do grande poder deste modelo, ele possui algumas desvan-
tagens, entre elas a dificuldade de se compreender como os seus diversos parâmetros se
relacionam para chegar a resposta final. Recentemente, algumas técnicas de visualização
foram desenvolvidas com o objetivo de auxiliar na compreensão do funcionamento
interno de uma rede neural, e o conhecimento obtido através da aplicação destas técnicas
foi utilizado para melhorar o desempenho das arquiteturas em questão. Estas técnicas,
porém, foram desenvolvidas para e aplicadas em redes de classificação de imagens. O
objetivo deste trabalho é estudar os métodos de visualização existentes e avaliar a sua
aplicação em redes neurais destinadas a problemas de transformação de imagem, que são
aqueles onde a entrada e a saída são uma imagem, geralmente do mesmo tamanho. Foram
utilizadas como estudo de caso redes neurais relacionadas aos problemas de estimativa
de profundidade, remoção de névoa e restauração de imagens subaquáticas. A aplicação
de métodos de visualização nestes modelos permitiu uma melhor compreensão sobre os
mesmos, que pode ajudar no desenvolvimento de arquiteturas melhores e mais eficientes.

Palavras-chave: Redes Neurais, Visualização, Deep Learning, Restauração de Imagens,
Maximização da Ativação.



ABSTRACT

PROTAS, Églen da Veiga. Visualization of Intermediate Layers of Image Trans-
formation Convolutional Neural Networks. 2017. 148 f. Dissertação (Mestrado) –
Programa de Pós-Graduação em Computação. Universidade Federal do Rio Grande, Rio
Grande.

Convolutional Neural Networks are a supervised learning model that in recent years
has become the state-of-the-art in many fields of computer vision, such as character recog-
nition, image classification and object detection. Despite its power, this model has some
disadvantages, among them the difficulty in understanding how the model parameters are
related in order to reach the network’s final answer. Recently, some visualization tech-
niques have been developed with the objective of helping the understanding of the inner
working of a neural network, and the knowledge obtained through the application of these
techniques was used to improve the performance of the architectures in question. Those
techniques, however, were developed for and applied to image classification networks.
The objective of this work is to study existing visualization methods and evaluate their
application in neural networks intended to image transformation problems, i.e., problems
where both the input and output are images, usually of the same size. Convolutional Neu-
ral Networks related to the problems of depth estimation, image dehazing and underwater
image restoration were used as case studies. The application of visualization methods in
these models allowed a better understanding of them, which may help in the development
of better and more efficient architectures.

Keywords: Convolutional Neural Networks, Deep Learning, Visualization, Image
Restoration, Activation Maximization.
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1 INTRODUÇÃO

Nos últimos anos Redes Neurais (RNs) tem sido aplicadas a vários problemas da
área de visão computacional, como classificação de imagens [36], reconhecimento de
caracteres [38], detecção de objetos [53], remoção de ruído [30] e colorização de imagens
em preto e branco [78]. Apesar dos princípios básicos por trás do funcionamento das
RNs serem conhecidos desde os anos 80, durante muitos anos a grande quantidade de
recursos computacionais necessária para o seu treinamento dificultou a aplicação prática
de RNs em problemas reais. Está situação, porém, tem se modificado nos últimos anos,
devido a recentes avanços em hardware, como o surgimento de computação de propósito
geral em GPUs, que proporcionou uma grande redução no tempo de treinamento de RNs
com arquiteturas complexas. Outro fator que contribuiu para a popularização das RNs foi
a disponibilidade de grandes conjuntos de dados rotulados, como o ImageNet [12], que
permitiu o treinamento de redes neurais destinadas à classificação de imagens.

Redes Neurais são uma família de modelos computacionais biologicamente inspira-
dos, com uma organização baseada na estrutura cerebral de animais. Elas consistem em
uma série de unidades de processamento, denominadas neurônios, que implementam fun-
ções não lineares de suas entradas. Os neurônios são organizados em camadas, que são
interconectadas entre si. O processamento de uma entrada por uma rede neural se da pela
passagem da entrada por diversas camadas de neurônios, até a camada de saída, que for-
nece a resposta final. Em geral, quanto maior o número de camadas, maior o poder da
rede, e maior o seu custo computacional.

Uma das características mais importantes das redes neurais é a utilização de aprendi-
zado de máquina, que é o ajuste automático de parâmetros através da observação de um
conjunto dados de treinamento. Em uma rede neural, os parâmetros de cada neurônio são
aprendidos automaticamente através de um processo de treinamento. O primeiro passo
deste processo consiste em propagar uma entrada através da rede e comparar a resposta
obtida com a resposta correta. A diferença entre as duas respostas é calculada através de
uma função de erro. Com base no resultado desta função de erro calcula-se o gradiente,
que é um vetor onde cada posição representa a contribuição individual de um parâmetro
da rede para o resultado da função de erro. O cálculo do gradiente normalmente é reali-
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zado através de um método chamado backpropagation [55]. Os parâmetros da rede então
são ajustados através de um método de otimização, como por exemplo gradiente descen-
dente estocástico. Esse processo é repetido iterativamente até a sua convergência, que
ocorre quando não se consegue mais reduzir o erro da rede. No caso de redes complexas
o treinamento pode demorar muito tempo e demandar grandes recursos computacionais.
Para que a rede seja treinada corretamente também é necessário um grande conjunto de
dados de entrada rotulados, ou seja, onde a resposta esperada é conhecida.

As Redes Neurais Convolucionais (RNCs) são redes neurais onde as conexões entre
camadas são organizadas como em uma operação de convolução. Todos os neurônios de
uma RNC estão associados a uma posição espacial específica, e cada neurônio está co-
nectado apenas com os neurônios da camada anterior que estão em uma posição espacial
próxima. As camadas de uma RNC estão organizadas em planos, que são chamados de
feature maps. Todos os neurônios de um mesmo feature map compartilham o mesmo con-
junto de parâmetros. Desta forma, cada feature map equivale à aplicação uma operação
de convolução sobre o resultado da camada anterior. Estas características permitem uma
redução no número de parâmetros da rede, o que facilita o treinamento de redes muito
profundas.

Nos últimos anos RNCs se tornaram o estado da arte em muitas aplicações de visão
computacional. O vencedor das categorias de classificação de imagens e localização de
objetos da edição 2012 da competição ILSVRC (ImageNet Large Scale Visual Recogni-
tion Competition) foi a arquitetura de Rede Neural Convolucional AlexNet, proposto em
[36]. Desde então o vencedor das tarefas de classificação de imagens, localização e detec-
ção de objetos de todas as edições da ILSVRC tem sido uma rede neural convolucional.
Atualmente o estado da arte em classificação de imagens é a arquitetura Inception-ResNet
[66].

1.1 Visualização de Redes Neurais Convolucionais

Apesar de serem amplamente utilizadas na resolução de vários problemas da área de
visão computacional, a compreensão sobre o funcionamento das RNCs e a razão do seu
desempenho ainda é limitada. Muitos dos avanços recentes na área foram alcançados em-
piricamente, sem levar em conta as características do problema específico que se deseja
resolver. A grande quantidade de parâmetros e a presença de relações não lineares entre
eles dificultam bastante a análise de uma rede neural. As estratégias que cada rede uti-
liza dependem da natureza do problema ao qual ela é aplicada, da sua arquitetura, e da
forma como ela foi treinada. Um melhor conhecimento sobre o funcionamento interno
de um modelo específico ajuda na previsão de como ele vai se comportar em situações
inesperadas, além de contribuir para o desenvolvimento de soluções mais eficientes.

Uma forma de compreender o funcionamento de uma rede neural é descobrir o que é
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computado em suas camadas intermediárias. Em redes que recebem imagens como en-
trada, isto pode ser feito através de métodos de visualização. Em geral, algoritmos de
processamento de imagens trabalham com a detecção de features, características da ima-
gem que são consideradas relevantes para a resolução do problema em questão. Partindo
do princípio que as redes neurais utilizam estratégias semelhantes, a maioria dos métodos
de visualização busca descobrir quais features a rede aprendeu a detectar em cada uma
das suas camadas. Um dos métodos de visualização mais simples é a visualização direta
dos kernels de convolução. Este método, porém, só gera resultados relevantes para os
kernels que são aplicados diretamente sobre imagens RGB. Um outro método simples é a
visualização direta, em forma de imagem, das ativações produzidas por uma determinada
entrada em uma camada da rede predefinida. Outra estratégia frequentemente utilizada
é determinar quais as entradas de um determinado conjunto (o conjunto de treinamento,
por exemplo) produzem as maiores ativações em um feature map específico. Existem
ainda métodos mais avançados, que utilizam otimização por gradiente ascendente para
sintetizar uma imagem que produz uma ativação muito alta em um feature map previa-
mente selecionado. Cada um destes métodos possui as suas vantagens e desvantagens. A
melhor forma de se analisar uma rede neural é utilizar diferentes métodos de visualização
em conjunto.

1.2 Problemas de Transformação de Imagem

Problemas de transformação de imagem são aqueles onde a entrada e a saída são uma
imagem, como por exemplo remoção de ruído, colorização de imagens monocromáti-
cas, remoção de névoa e restauração de imagens subaquáticas. Apesar de terem alguns
aspectos em comum, problemas de classificação e transformação de imagens são consi-
deravelmente diferentes. Por esta razão, arquiteturas de RNC de classificação não podem
ser aplicadas diretamente em problemas de transformação de imagem. Em uma rede de
classificação, a camada de saída possui um número de neurônios igual ao número de ca-
tegorias possíveis, enquanto em uma rede de restauração é necessário um neurônio para
cada canal de cor de cada pixel da imagem de saída. As diferenças, porém, não estão li-
mitadas à camada de saída. As arquiteturas de classificação costumam utilizar redução de
dimensão através de max pooling, que é uma operação que descarta parte da informação
de entrada considerada irrelevante para o resultado final. Já em alguns problemas trans-
formação de imagem, como na remoção de ruído e na remoção de névoa, praticamente
toda informação de entrada é importante, e por isso não pode ser descartada. Devido
a estas diferenças, o desenvolvimento de RNCs destinadas a problemas de transforma-
ção de imagem não é uma tarefa tão simples quanto a adaptação de uma arquitetura que
apresenta bons resultados na tarefa de classificação.
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1.3 Objetivos

Até agora, a grande maioria dos estudos associados à visualização de RNCs foi apli-
cada a redes de classificação de imagens. Devido às diferenças entre os problemas, os
resultados destes estudos não necessariamente são válidos para redes de transformação
de imagem. O objetivo deste trabalho é estudar os métodos de visualização presentes na
literatura e avaliar a aplicação destes métodos em redes neurais convolucionais destinadas
a problemas de transformação de imagem.

Outro objetivo é descobrir quais features estão presentes nas camadas intermediárias
das arquiteturas estudadas. No caso das redes de remoção de névoa e restauração de ima-
gens subaquáticas, são esperados features maps relacionados a características utilizadas
como indicadores de profundidade nos métodos tradicionalmente utilizados para tratar es-
tes problemas. Nas redes de remoção de névoa, estas características incluem o contraste
local [68], o valor mínimo entre os três canais de cor [23] e a diferença entre os canais
valor e saturação no espaço de cor HSV [79]. Também busca-se por um mapa de trans-
missão da imagem nas camadas intermediárias da rede. No caso das redes de restauração
de imagens subaquáticas, além dos features presentes em redes de remoção de névoa são
esperados feature maps relacionados à presença ou ausência da cor vermelha, que é um
indicador de distância em ambientes subaquáticos [14]. Outra hipótese é que o problema
de restauração seja tratado como um problema de classificação, ou seja, que a rede seja
capaz de identificar texturas específicas e, com base nos exemplos apresentados durante
o treinamento, determinar que aparência estas texturas devem ter na ausência de turbidez.
Caso esta hipótese se confirme, devem ser encontrados feature maps dedicados à detecção
das texturas mais comuns no conjunto de treinamento.

1.4 Estudos de Caso

São apresentados cinco estudos de caso neste trabalho: Uma rede de estimativa de
profundidade [37], uma rede de estimativa do mapa de transmissão de imagens com névoa
[5], uma rede de restauração de imagens subaquáticas baseada na arquitetura de estimativa
de profundidade apresentada em [16], uma rede residual de remoção de névoa e uma rede
residual de restauração de imagens subaquáticas.

Em cada um destes modelos são aplicadas diferentes técnicas de visualização, com o
objetivo de compreender melhor como os seus parâmetros se relacionam para chegar ao
resultado final. O conhecimento adquirido com os resultados é utilizado para identificar
potenciais problemas nas arquiteturas e encontrar formas de torna-las mais eficientes.

1.5 Contribuições

Neste trabalho são apresentadas as seguintes contribuições:
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• A avaliação da aplicação de métodos de visualização de redes neurais em redes
neurais de transformação de imagem

• Uma combinação de métodos de regularização para maximização da ativação que
melhora a interpretabilidade dos resultados

• O método de visualização por inversão da rede, desenvolvido para redes de trans-
formação de imagem

1.6 Organização do Texto

No capítulo 2 são apresentados os métodos de visualização de redes neurais convoluci-
onais mais populares. No capítulo 3 são apresentados alguns problemas de transformação
de imagem, assim como arquiteturas de redes neurais aplicadas a resolução destes pro-
blemas. No capítulo 4 explica-se a metodologia deste trabalho, e no capitulo 5 são apre-
sentados os resultados. O capítulo 6 apresenta um breve resumo dos resultados obtidos a
as conclusões tiradas com base neles. No apêndice A são apresentados alguns métodos
tradicionais para a solução do problema de dehazing, e no apêndice B são apresentadas
algumas técnicas para restauração de imagens subaquáticas.



2 TRABALHOS RELACIONADOS

Nos últimos anos Redes Neurais Convolucionais têm sido o estado da arte em várias
aplicações da área de visão computacional. Apesar disso, a compreensão sobre como elas
funcionam ainda é limitada, principalmente em relação às computações realizadas nas
camadas intermediárias. As RNCs podem ser consideradas como um sistema caixa preta,
já que podem ser analisadas em termos de suas entradas e saídas, sem a necessidade de
conhecimento do seu funcionamento interno. A análise do funcionamento interno de uma
RNC é muito difícil devido ao grande número de partes não lineares que interagem entre
si. O tamanho das RNCs modernas, que podem ter até dezenas de milhões de parâme-
tros, dificulta ainda mais esta análise. Uma melhor compreensão sobre o funcionamento
interno das RNCs poderia levar ao desenvolvimento de arquiteturas mais poderosas. Isso
motivou o desenvolvimento de várias técnicas para a visualização de redes neurais.

2.1 Métodos de Visualização Direta

Uma abordagem é a visualização direta dos pesos. Em redes convolucionais que re-
cebem imagens como entrada os pesos pode ser visualizados como filtros de convolução.
A principal desvantagem desta técnica é que ela só gera resultados de fácil interpretação
quando aplicada aos pesos da primeira camada, que recebem imagens como entrada, e
por isso tem um ou três canais na terceira dimensão e, logo, podem ser visualizados na
forma de imagens [17]. Os pesos das camadas mais profundas normalmente são aplica-
dos a entradas com muito mais de três dimensões, o que impossibilita a sua visualização
em forma de imagem. A visualização direta dos kernels convolucionais é comum na li-
teratura. Os filtros da primeira camada costumam ter a forma de detectores de traços em
redes treinadas para classificar dígitos desenhados à mão e de detectores de bordas em
redes treinadas para classificação de imagens naturais [17].

Uma outra abordagem é a visualização direta da ativação das camadas intermediá-
rias. Em [75] a visualização direta das ativações de uma rede de classificação mostrou
que existem camadas especializadas na detecção de estruturas específicas, como flores,
frutas, texto e faces de pessoas e animais. Apesar de estes conceitos não corresponderem
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a nenhuma das mais de mil classes que a rede foi treinada para identificar, a rede apren-
deu a identifica-los porque eles representam informações parciais úteis na identificação
da classe da imagem. Uma desvantagem desta técnica é que a sua aplicação em camadas
fully-connected não produz resultados espacialmente informativos, já que a ordem das en-
tradas nessas camadas é irrelevante [75]. Uma outra potencial desvantagem desta técnica
é que para se compreender a função de todos os canais de todas as camadas da rede pode-
ria ser necessário visualizar as ativações produzidas por todo o conjunto de treinamento.
É possível que alguns dos feature maps da rede tenham se especializado em detectar es-
truturas específicas que estão presentes em apenas alguns exemplos de treinamento, o que
dificultaria muito a descoberta da função desses feature maps através da visualização de
imagens aleatórias.

Outro método de visualização é mostrar as imagens do conjunto de treinamento ou do
conjunto de teste que causam a maior ativação em um neurônio ou feature map específico.

2.2 Deconvolução

A Deconvolução [76] é um método que destaca quais posições de uma imagem par-
ticular são responsáveis por causar a ativação de um feature map específico. O método
consiste em projetar a ativação dos features no espaço dos pixels de entrada usando uma
Rede Deconvolucional [77].

Uma Rede Deconvolucional (deconvnet) pode ser vista como uma Rede Convolu-
cional que utiliza os mesmos componentes (convolução, pooling), mas ao inverso. O
resultado disso é que, ao invés de mapear pixels para features, ela faz o oposto. As Redes
Deconvolucionais foram propostas em [77] como uma forma de se realizar aprendizado
supervisionado, mas foram aplicadas em [76] como uma forma de testar uma Rede Con-
volucional já treinada.

Para se examinar uma Rede Convolucional, uma Rede Deconvolucional é ligada em
cada uma das camadas que se deseja visualizar, criando um caminho contínuo de volta
aos pixels da imagem. O processo de visualização é iniciado mostrando uma imagem
para a Rede Convolucional e calculando os features através das suas camadas. Para se
examinar uma dada ativação, todas as outras ativações da camada são zeradas e os feature

maps são passados como entrada para a camada da deconvnet ligada a ela. Esses feature

maps então passam por operações de (i) unpooling, (ii) ReLu e (iii) convolução transposta
para que a ativação da camada anterior que deu origem à ativação selecionada possa ser
reconstruída. Esse processo é repetido até se chegar ao espaço de pixels da imagem de
entrada. O diagrama de uma rede deconvolucional é apresentado na Figura 1.

Unpooling: É o inverso da operação de max pooling. Apesar da operação de max

pooling não ser reversível, é possível se obter uma aproximação da sua inversão guar-
dando a posição que gerou a ativação máxima em cada região de pooling. Em uma de-
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Figura 1: Diagrama da reconstrução por deconvolução. Topo: Uma camada deconvoluci-
onal (à esquerda) ligada a uma camada convolucional (à direita). A rede deconvolucional
reconstrói uma versão aproximada dos feature maps da camada convolucional anterior.
Em baixo: Uma ilustração da operação de unpooling, usando switches que guardam a
posição do máximo local em cada região de pooling (zonas coloridas) de uma rede con-
volucional. Fonte: [76].



19

Figura 2: Visualização através de deconvolução dos features de uma rede neural convo-
lucional de classificação treinada. Para as camadas 2-5 são mostradas as 9 maiores ati-
vações de um subconjunto aleatório de feature maps encontradas nos dados de validação,
projetadas no espaço dos pixels através de uma rede deconvolucional. Para cada feature
map também são mostrados os patches correspondentes. Pode-se perceber um exagero
das partes discriminativas da imagem, como por exemplo olhos e narizes de cachorros.
Fonte: [76]. Esta figura é melhor visualizada digitalmente, em cores e com zoom.
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convnet a operação de unpooling é realizada colocando a reconstrução da camada superior
na posição apropriada, preservando assim a estrutura que gerou o estímulo.

Relu: As redes convolucionais normalmente utilizam a não-linearidade ReLu para
garantir que a ativação dos feature maps seja sempre positiva. Para se obter reconstruções
válidas, que também devem ser positivas, em cada camada, o sinal reconstruído é passado
através de uma não-linearidade ReLu. O uso de funções de ativação diferentes provavel-
mente iria requerer alterações nesta etapa, já que seria necessário encontrar uma função
que revertesse o efeito da função de ativação utilizada.

Convolução transposta: Uma Rede Convolucional utiliza filtros aprendidos durante
o treinamento para realizar uma operação de convolução sobre os feature maps da ca-
mada anterior. Para inverter esta operação a deconvnet utiliza versões transpostas dos
mesmos filtros, mas aplicadas aos feature maps reconstruídos pelas operações de unpo-

oling e ReLu, não no resultado da operação de convolução original. Na prática, isto
significa inverter cada filtro na horizontal e na vertical.

A reconstrução obtida de uma única ativação lembra uma pequena parte da imagem
de entrada original, com estruturas que tem um peso de acordo com a sua contribuição
para a ativação do feature. Isso implicitamente mostra quais partes da imagem de entrada
são discriminativas, ou seja, quais partes são importantes para a tomada de decisão da
rede. Um exemplo de visualização por deconvolução é apresentado na Figura 2.

Uma desvantagem deste método é a sua complexidade de implementação, que requer
a alteração de toda a estrutura da rede. Além disso, pode ser necessária uma grande quan-
tidade de imagens para se determinar quais características são responsáveis pela ativação
de um feature map específico.

2.3 Maximização da Ativação

A Maximização da Ativação, introduzida em [17], é uma forma de gerar uma imagem
que maximiza uma função arbitrária, que pode ser a ativação de um neurônio da rede ou
a ativação média de um feature map.

Na Maximização da Ativação a busca pela ativação máxima de um neurônio é tratada
como um problema de otimização. Seja θ a notação dos parâmetros da rede (pesos e bias)
e seja hij(θ,x) a ativação de uma dada unidade i de uma dada camada j na rede; hij é
uma função de θ e da entrada x. Assumindo θ como fixo (por exemplo, os parâmetros de
uma rede já treinada), o método pode ser visto como a busca por

x∗ = arg max
x s.t. ‖x‖=ρ

hij (θ,x) .

Isto, em geral, é um problema e otimização não convexo, porém é possível buscar por
um mínimo local. A maneira mais fácil de se fazer isso é realizar uma otimização por
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Figura 3: Maximização da ativação de neurônios da camada de saída de uma rede neural
de classificação. Cada resultado é uma imagem sintetizada para maximizar o escore de
uma classe de saída. Fonte: [47]. Esta figura é melhor visualizada digitalmente, em cores
e com zoom.

gradiente ascendente no espaço da imagem, ou seja, computar o gradiente de hij(θ,x) e
mover x na direção deste gradiente.

Essa técnica de otimização, chamada em [17] de maximização da ativação, pode ser
aplicada em qualquer rede onde o gradiente de hij(θ,x) pode ser computado. Como todas
as técnicas de gradiente descendente ela envolve uma escolha de hiperparâmetros: a taxa
de aprendizagem e o critério de parada, que pode ser o número de iterações.

Métodos baseados em gradiente também podem ser utilizados como um alternativa à
deconvolução. Segundo [62], a reconstrução por deconvolução da ativação produzida em
um neurônio n por uma entrada x é similar ou equivalente ao gradiente da ativação de n
em relação à x.

A maximização da ativação é de fácil implementação, porém ela possui algumas des-
vantagens. Quando aplicada em RNCs de classificação para maximizar a ativação que in-
dica a probabilidade da imagem de entrada pertencer uma determinada classe ela, costuma
gerar resultados de difícil interpretação, que não lembram imagens naturais [62, 47, 75].
As imagens sintetizadas possuem padrões que lembram a classe esperada, porém estes
padrões se apresentam de forma desorganizada, sem estrutura global. Também podem
ser observados muitos pixels com valores extremos e padrões de alta frequência. Alguns
exemplos de visualização por maximização da ativação são apresentados na Figura 3.
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2.3.1 Regularização

A maximização da ativação tende a gerar resultados de difícil interpretação, que não
lembram imagens reais. Em [75] são apresentadas técnicas de regularização que buscam
amenizar este problema. A regularização é um processo que busca estimular um determi-
nado comportamento no resultado de uma operação. Normalmente ela é implementada
através de operadores que penalizam ou beneficiam determinadas características da en-
trada.

Formalmente, considere uma imagem x ∈ RC×H×W , onde C = 3 é o número de
canais de cores, e a altura H e a largura W são valores fixos. Quando esta imagem é
apresentada a uma rede neural, ela produz uma ativação ai (x) em um neurônio i, onde i
é um índice que cobre todos os neurônios em todas as camadas da rede. É definida uma
função de regularização parametrizada Rθ (x) que penaliza a imagem de várias formas.
O problema de otimização pode ser apresentado como a busca por uma imagem x∗ onde

x∗ = arg max
x

(ai (x)−Rθ (x)) .

Na prática, a formulação usada em [75] é um pouco diferente. A regularização é de-
finida por um operador rθ (·) que mapeia x para uma versão um pouco mais regularizada
de si mesmo. Esse método de otimização pode ser facilmente implementado alternando-
se entre passos na direção do gradiente de ai (x) e passos na direção dada por rθ. Com
um passo na direção do gradiente de tamanho η, cada iteração desse processo aplica a
atualização:

x← rθ

(
x + η

∂ai
∂x

)
.

Quatro métodos de regularização são apresentados em [75], todos desenvolvidos para
amenizar os diferentes problemas frequentemente encontrados nos resultados da maximi-
zação da ativação sem regularização.

L2 decay: L2 decay é um método de regularização comum que penaliza valores gran-
des. Ele é implementado como rθ (x) = (1− θdecay) · x. A regularização por L2 decay
tende a prevenir que um pequeno número de pixels com valores extremos domine a ima-
gem. Estes pixels isolados com valores extremos não costumam ocorrer em imagens
naturais e podem prejudicar a visualização.

Filtro Gaussiano: A sintetização de imagens por maximização da ativação costuma
gerar imagens com informação de alta frequência. Estas imagens provocam uma alta
ativação, porém elas não são realistas nem interpretáveis [47]. Uma forma de pena-
lizar estas informações de alta frequência é a regularização por filtro Gaussiano. Fil-
tro Gaussiano é um processo que borra a imagem, produzindo um efeito similar a uma
imagem desfocada. Em [75] a regularização por filtro Gaussiano é implementada como
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rθ (x) = GaussianBlur (x, θb_width). A operação de convolução com um filtro Gaussiano
tem um custo computacional maior que o dos outros métodos de regularização, por isso
foi utilizado um outro hiperparâmetro, θb_every. Este hiperparâmetro controla a frequência
com que o filtro é aplicado, ou seja, a operação de filtragem ocorre a cada θb_every itera-
ções. Filtrar uma imagem múltiplas vezes com um filtro Gaussiano de tamanho pequeno é
equivalente a filtrar uma única vez com um filtro maior, e o efeito será similar mesmo que
a imagem mude um pouco durante o processo de otimização, logo a utilização de filtros
pequenos permite uma redução no custo computacional sem limitar a expressividade da
regularização.

Corte de pixels com módulo baixo: As duas primeiras formas de regularização ten-
dem a suprimir informações de alta frequência e grande amplitude, logo a aplicação de
ambas leva a um x∗ com valores relativamente pequenos e com variações relativamente
suaves. A imagem, porém, ainda tende a ter pixels com valor diferentes de zero por toda
a parte. Mesmo que alguns dos pixels em x∗ mostrem o objeto principal ou o padrão que
causa a ativação do neurônio em questão, o gradiente em relação a todos os outros pixels
em x∗ geralmente é diferente de zero, o que faz com que esses pixels formem algum tipo
de padrão que contribui um pouco para aumentar a ativação do neurônio escolhido. Esse
comportamento prejudica a visualização do objeto principal, e por isso deseja-se evita-lo,
fazendo com que todas as regiões da imagem que não são necessárias para uma alta ati-
vação tenham um valor de exatamente zero. Isso pode ser feito através de um operador
rθ (x) que calcula o módulo de cada pixel (sobre os canais de verde, vermelho e azul) e
zera todos os pixels com módulo baixo. O ponto de corte é definido pelo hiperparâmetro
θn_pct, que é especificado como uma porcentagem de todos os módulos dos pixels em x.

Corte de pixels com pouca contribuição: Uma alternativa um pouco mais sofisti-
cada ao corte de pixels com módulos baixos é o corte de pixels que tem uma pequena
contribuição para a ativação. A forma mais direta de se calcular a contribuição de um
pixel para a ativação é medir o quanto a ativação muda quando o valor do pixel é zerado,
ou seja, a contribuição pode ser calculada como |ai (x)− ai (x−j)|, onde x−j é x com o
pixel de índice j zerado. Este método, porém, é proibitivamente lento, pois requer que a
ativação seja recalculada para cada pixel da imagem. Uma maneira de se aproximar esse
processo é linearizar ai (x) ao redor de x. Neste caso a contribuição de cada dimensão de
x pode ser estimada como a multiplicação elemento a elemento de x pelo seu gradiente.
A contribuição aproximada de cada pixel é calculada como o valor absoluto da soma das
contribuições aproximadas dos seus três canais de cor, ou seja, |

∑
c x ◦ ∇xai (x)|. O

operador rθ (x) é definido como uma operação que zera os pixels com uma contribuição
abaixo da porcentagem θc_pct.

Todos estes métodos de regularização resultam em imagens um pouco mais interpretá-
veis quando aplicados individualmente, como mostrado na Figura 4, porém os resultados
são melhores quando diferentes métodos são aplicados em conjunto [75].
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Figura 4: Efeitos de cada um dos métodos de regularização apresentados em [75], quando
aplicado individualmente. Fonte: [75]. Esta figura é melhor visualizada em cores.

A qualidade dos resultados depende muito da combinação de hiperparâmetros utili-
zada. Em [75] foram testadas 300 combinações de hiperparâmetros geradas aleatoria-
mente. A combinação que gerou os resultados considerados mais interpretáveis pelos
autores foi: θdecay = 0.0001, θb_width = 1.0, θb_every = 4, θn_pct = 0 e θc_pct = 0. Alguns
resultados produzidos com esta combinação de hiperparâmetros são apresentados na Fi-
gura 5. Com esta combinação de hiperparâmetros, o corte de pixels com módulo baixo e
o corte de pixels com pouca contribuição estão desligados. A regularização por L2 decay
está presente, porém de forma muito suave. A única técnica de regularização que é apli-
cada de forma significativa neste caso é o filtro Gaussiano. Isso leva a crer que, de todas
as técnicas de regularização apresentadas em [75], o filtro Gaussiano é a mais eficiente.

2.4 Visualização Multifacetada

Os detectores de features de uma rede neural precisam reconhecer que imagens muito
diferentes podem representar o mesmo conceito (por exemplo, um detector de pimen-
tões precisa reconhecer pimentões verdes, vermelhos e laranjas como a mesma classe).
Pode-se dizer que cada um destes tipos de imagem, que são muito diferentes entre si, mas
representam a mesma classe, é uma faceta da classe. O método da maximização da ati-
vação não leva isso em conta, e por isso não é capaz de mostrar as múltiplas facetas que
causam a ativação do mesmo neurônio. O resultado disso é que a maximização da ativa-
ção tenta gerar múltiplas facetas da mesma classe simultaneamente, na mesma imagem,
o que gera resultados de difícil interpretação. O algoritmo Visualização Multifacetada
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Figura 5: Visualização gerada por maximização da ativação com regularização de alguns
feature maps das oito camadas de uma rede neural convolucional de classificação. Para
cada canal são mostrados os resultados de 4 inicializações aleatórias diferentes. As ca-
madas 1 a 5 são camadas convolucionais, as camadas 6 a 8 são camadas fully-connected.
Podem ser reconhecidos features importantes de objetos em diferentes escalas, como bor-
das, cantos, rodas, olhos, faces, garrafas, etc. As visualizações apresentam um aumento
da complexidade e da variação nas camadas mais profundas. Os parâmetros de regulari-
zação utilizados são θdecay = 0.0001, θb_width = 1.0, θb_every = 4, θn_pct = 0 e θc_pct = 0.
Fonte: [75]. Esta figura é melhor visualizada digitalmente, em cores e com zoom.
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[48] busca aliviar este problema, permitindo a visualização das diferentes facetas de cada
neurônio.

A ideia do método parte da observação que no conjunto de treinamento da base de
dados ImageNet cada classe tem múltiplos grupos de imagens que refletem diferentes fa-
cetas da classe. Por exemplo, na classe pimentão podem ser encontrados pimentões de
diferentes cores, sozinhos ou em grupos, cortados ou inteiros, etc. Os autores de [48]
supuseram que a maximização da ativação da classe pimentão é difícil porque a faceta a
ser reconstruída não é especificada, o que pode resultar em diferentes áreas da imagem
sendo otimizadas para reconstruir diferentes facetas da classe. Os autores também supu-
seram que se a maximização da ativação for inicializada com a imagem média de uma
única faceta, ao invés da imagem média de todo o conjunto de dados ou de uma imagem
aleatória, a chance da otimização reconstruir aquela faceta seria aumentada.

Basicamente, a ideia do algoritmo é (1) colocar todas as imagens da classe em um
espaço bidimensional usando PCA [51, 33] e t-SNE[41], (2) utilizar k-means clustering
para encontrar k tipos de imagens, (3) para cada k criar uma imagem média x0 com as
m imagens mais perto do centroide do cluster e (4) executar a maximização da ativação
usando x0 como imagem inicial. Em [48] os melhores resultados foram obtidos com
k = 10 e m = 15.

A Visualização Multifacetada também pode ser aplicada em neurônios das camadas
intermediárias. Para se fazer isto, basta substituir as imagens da classe pelas top n imagens
do conjunto de dados que causaram a maior ativação no neurônio que se deseja visualizar.

A Visualização Multifacetada produz imagens diferentes que causam a ativação do
mesmo neurônio. Essas imagens mostram o mesmo objeto em diferentes cores e visto de
diferentes ângulos. Existem casos onde as facetas são completamente diferentes, como
na classe cinema, apresentada na Figura 6, onde uma faceta mostra o interior do cinema,
com as fileiras de cadeiras e a tela, enquanto outra mostra a fachada externa. A diferença
entra as facetas tende a ser maior nos neurônios das camadas mais profundas, o que indica
que estes neurônios representam conceitos mais abstratos em relação aos neurônios das
camadas mais rasas. As imagens geradas por Visualização Multifacetada também tendem
a ter cores mais naturais e estrutura global mais consistente em relação às imagens geradas
com Maximização da Ativação pura [48].

2.5 Algoritmos Evolutivos

Em [47] é proposta a utilização de algoritmos evolutivos [19] para gerar imagens que
causam uma alta ativação em um determinado neurônio. Algoritmos evolutivos são uma
técnica de otimização baseada na teoria da evolução de Darwin. Eles contêm uma popu-
lação de organismos (no caso, imagens) que alternadamente passam por etapas de seleção
(apenas os melhores são mantidos) e perturbação aleatória (mutação e/ou cruzamento). A
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Figura 6: Visualização de diferentes facetas da classe cinema. Fonte: [48].

seleção dos organismos a serem mantidos depende de uma função de avaliação, que no
caso é a ativação produzida pela imagem em um neurônio da rede.

Em [47] são testados algoritmos evolutivos com dois tipos diferentes de codificação
[64, 7], que é a representação da imagem em forma de genoma.

2.5.1 Codificação Direta

Na codificação direta cada pixel da imagem é representado por um número inteiro,
para imagens em escala de cinza, ou por três (um para cada canal RGB ou HSV), para
imagens coloridas. Cada valor é inicializado com um valor aleatório entre 0 e 255. Esses
números sofrem mutação independente: primeiro se determina quais número sofrerão
mutação, através de uma taxa que inicia em 0.1 (cada número tem uma chance de 10%
de sofrer mutação) e é reduzida pela metade a cada mil gerações. Os números escolhidos
para sofrer mutação são alterados por um operador de mutação polinomial [11] com uma
força de mutação fixa de 15.

Quando aplicado à RNC AlexNet [36] o algoritmo evolutivo com codificação direta
teve dificuldades de gerar imagens que são classificadas pela rede com alta confiança
para a maioria das classes. Apesar disso, a evolução foi capaz de gerar imagens que são
classificadas com confiança superior a 99% para 45 classes. Estas imagens contêm alguns
features que estão associados à classe que elas deveriam representar, mas apesar disso são
praticamente irreconhecíveis para humanos que não foram informados sobre a classe em
que elas foram classificadas pela rede [47].

2.5.2 Codificação Indireta

A codificação indireta tende a produzir imagens regulares, ou seja, imagens que con-
tém padrões compreensíveis, com simetria e repetição. Em [47], as imagens são codifi-
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cadas em forma de compositional pattern-producing networks (CPPNs). Esta codificação
permite a geração imagens complexas e regulares, que podem lembrar objetos naturais ou
artificiais.

Uma CPPN recebe a posição (x, y) de um pixel como entrada e da como saída um
único valor (para imagens em escala de cinza) ou uma tupla de três valores (para imagens
coloridas). Como em uma rede neural a função computada pela CPPN depende do número
de neurônios dela, de como estes neurônios estão conectados e do peso entre eles. Cada
nodo da CPPN pode ser uma função de ativação pertencente a um conjunto de funções
possíveis, como seno, sigmoide, Gaussiana e linear. São essas que funções podem dar
regularidade geométrica à imagem. Por exemplo, a passagem da entrada x por uma função
Gaussiana ira gerar simetria entre esquerda e direita, e a passagem da entrada y por uma
função seno ira gerar repetição vertical. A evolução determina a topologia, os pesos e
as funções de ativação em cada CPPN da população. As CPPNs são inicializadas sem
nenhum nodo oculto e os nodos são adicionados com o tempo, o que encoraja a evolução
a procurar por imagens simples e regulares antes de adicionar complexidade.

O algoritmo evolutivo com codificação indireta consegue gerar imagens com alta con-
fiança para a maioria das classes da AlexNet. Estas imagens, apesar de não serem reco-
nhecíveis para humanos, frequentemente contêm features da classe alvo. Por exemplo,
uma imagem gerada para maximizar a classe estrela do mar tem o azul da água e o la-
ranja da estrela do mar, a imagem da classe bola de beisebol tem costuras vermelhas em
um fundo branco, a imagem da classe controle remoto tem um grid de botões, etc. Para
muitas das imagens produzidas é possível compreender porque a rede a identificou como
parte de uma determinada classe, desde que a classe dada pela rede seja conhecida. Isso
ocorre porque a evolução só precisa produzir features que são únicos, ou discriminativos,
da classe, e não uma imagem que contém todos os features típicos da classe. Diferentes
execuções do algoritmo evolutivo produzem diferentes tipos de imagem para muitas clas-
ses, o que mostra que para cada classe existem diferentes features discriminativos que a
evolução pode explorar. Alguns resultados da visualização por algoritmos evolutivos com
codificação por CPPN são apresentados na Figura 7.

2.6 Conclusão

Neste capítulo foram apresentadas algumas das técnicas mais frequentemente empre-
gadas na visualização de camadas intermediárias de redes neurais. Apesar de todas as
técnicas apresentadas terem sido desenvolvidas para a visualização de redes neurais de
classificação, algumas delas podem ser utilizadas para auxiliar na compreensão de arqui-
teturas de transformação de imagem. A visualização direta pode ser utilizada para se ter
uma ideia de que tipos de feature maps estão presentes nas camadas intermediárias destas
redes, o que pode dar uma ideia de quais features estão relacionados com o problema que



29

obelisco revista em
quadrinhos

armário de
medicamen-

tos

slot roda de carro teclado de
computador

soprador de
mão

telefone

fuzil estetoscópio relógio
digital

bola de
futebol

bagel cata-vento palavras
cruzadas

saco de
pancadas

remo aspirador
de pó

acordeon chave de
fenda

fotocopia-
dora

morango telhado mascara
de ski

cama de
dossel

camaleão
Africano

serpente
do mar

prendedor
de cabelo

nematoda ônibus
escolar

flauta
de pan

sinal de
trânsito

projetor poste holofote cobra verde trifle vulcão grade monarca

Figura 7: Imagens geradas por um algoritmo evolutivo com codificação indireta por
CPPNs para maximizar a ativação de neurônios da camada de saída de uma rede neu-
ral de classificação. Fonte: [47].
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está sendo tratado. A maximização da ativação também pode ser utilizada para o mesmo
propósito, já que ela produz imagens de entrada que provocam uma alta ativação em um
feature map específico. A visualização por deconvolução mostra quais estruturas da ima-
gem provocam a ativação de um determinado feature map. Apesar de bastante útil no
problema de classificação, a aplicação desta técnica em redes de transformação de ima-
gem não parece ser muito promissora. A razão disto é que soluções para problemas de
transformação de imagem normalmente se baseiam em features mais simples, como cor
e contraste, e não em estruturas complexas. Outra desvantagem deste método é que ele
precisa de uma implementação específica para cada arquitetura de rede neural. A visuali-
zação por algoritmos evolutivos com codificação por CPPNs é um método extremamente
complexo, que produz padrões regulares, que apresentam algum tipo de simetria. Estes
padrões podem ser úteis para a interpretação de redes de classificação, mas dificilmente
podem produzir resultados interpretáveis para redes de transformação de imagem, onde
regularidade e simetria aparentemente são muito menos importantes.



3 PROBLEMAS DE TRANSFORMAÇÃO DE IMAGEM

Problemas de transformação de imagem são aqueles onde a entrada e a saída são uma
imagem. Apesar de estes problemas estarem de certa forma relacionados o problema de
classificação, onde a saída é uma única categoria que representa a imagem inteira, eles
são consideravelmente diferentes, e por isso não podem ser resolvidos com os mesmos
métodos. Neste capítulo são apresentados alguns problemas de transformação de imagem
e arquiteturas de redes neurais desenvolvidas para resolvê-los.

3.1 Restauração de Imagens com Ruído

O objetivo da restauração é melhorar uma dada imagem em um sentido predefinido.
Tradicionalmente a restauração busca reconstruir ou recuperar uma imagem degradada
utilizando conhecimento prévio sobre o fenômeno de degradação. As técnicas de restau-
ração tradicionais são orientadas à modelagem do fenômeno de degradação e da aplicação
do processo inverso para se recuperar a imagem original. Essas abordagens normalmente
envolvem a formulação de um critério de qualidade que produz uma estimativa ótima do
resultado desejado.

Uma operação relacionada é o melhoramento de imagens. Apesar de existir uma
certa sobreposição entre as duas, o melhoramento é um processo altamente subjetivo, en-
quanto a restauração é um processo muito mais objetivo. As técnicas de melhoramento
basicamente são processos heurísticos desenvolvidos para manipular uma imagem com o
objetivo de aproveitar os aspectos físicos e psicológicos do sistema visual humano. Por
exemplo, o aumento de contraste é considerado uma técnica de melhoramento porque é
baseado principalmente no aspecto agradável que ele pode proporcionar ao espectador,
enquanto o aumento da nitidez através da aplicação de uma função de deblur é conside-
rado uma técnica de restauração [21].

3.1.1 Modelo dos Processos de Degradação e Restauração

Em [21] a degradação é modelada como uma função que, junto com termo de ruído
adicional, opera sobre uma imagem de entrada f(x, y) para produzir uma imagem degra-
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dada g(x, y):

g (x, y) = H [f (x, y)] + η(x, y)

Dados g (x, y), algum conhecimento sobre a função de degradação H , e algum co-
nhecimento sobre o termo de ruído adicional η(x, y), o objetivo da restauração é obter
uma estimativa f̂(x, y) da imagem original. Deseja-se que a estimativa seja a mais pró-
xima possível da imagem original. Em geral, quanto mais se sabe sobre H e η, menor a
distância entre f̂(x, y) e f(x, y).

Se H é um processo linear, espacialmente invariante, pode-se mostrar que a imagem
degradada é dada no domínio espacial por:

g (x, y) = h (x, y) ∗ f (x, y) + η(x, y)

onde h (x, y) é a representação espacial da função de degradação e o símbolo “∗”
representa a operação de convolução. Como a convolução no domínio espacial é equi-
valente à multiplicação no domínio da frequência, a representação da equação 3.1.1 no
domínio da frequência é:

G (u, v) = H (u, v)F (u, v) +N (u, v)

onde os termos em letras maiúsculas são a transformada de Fourier dos termos cor-
respondentes na equação 3.1.1. A função de degradação H (u, v) é chamada de função

de transferência óptica (FTO), um termo derivado da análise de Fourier de sistemas óp-
ticos. No domínio espacial, refere-se a h(x, y) como função de espalhamento de ponto

(FEP), um termo que vem da aplicação de h(x, y) em um ponto de luz para se obter as
características da degradação para qualquer tipo de entrada.

Como a degradação por uma função de degradação linear, invariante no espaço H

pode ser modelada como uma convolução, às vezes refere-se ao processo de degradação
como “a convolução da imagem com uma FEP ou FTO”. Da mesma forma, o processo de
restauração às vezes é chamado de deconvolução.

3.1.2 Aplicação das RNs na Restauração de Imagens

Os métodos de restauração tradicionais se baseiam na modelagem do fenômeno de
degradação e no desenvolvimento de um processo inverso. Essas soluções normalmente
são algoritmos complexos, desenvolvidos manualmente para tratar um tipo de ruído espe-
cífico. O desenvolvimento de tais algoritmos exige um conhecimento sobre o fenômeno
responsável pela geração do ruído. O principal problema destas abordagens é que elas se
baseiam em suposições que são simplificações da realidade, e que não são verdadeiras em
todos os casos. Além disso, elas normalmente são limitadas a um fenômeno especifico, ou
seja, o algoritmo desenvolvido para tratar um tipo de ruído específico não funciona bem
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no tratamento de outros. As Redes Neurais são uma alternativa aos métodos tradicionais
que apresenta uma maior robustez em relação a estes problemas. As RNs são capazes
de inferir o processo de restauração através dos dados, sem a necessidade de um grande
conhecimento prévio sobre o fenômeno responsável pela formação do ruído. Além disso,
uma única RN pode ser treinada para tratar diferentes tipos de ruído simultaneamente, o
que garante um maior poder de generalização.

3.1.2.1 Remoção de Ruído Gaussiano

Em [30] uma Rede Neural Convolucional é utilizada na tarefa de remoção de ruído
Gaussiano de variância desconhecida. Os outros métodos de restauração disponíveis na
época, como BLS-GSM [52] e FoE [54], assumiam que a distribuição do ruído tinha
variância conhecida, o que pode ser uma desvantagem, já que esta informação nem sempre
está disponível no mundo real.

A RNC utilizada tem 5 camadas ocultas e 24 feature maps por camada. Também
foram treinados outros modelos, com 4 camadas ocultas cada, destinados à restauração
de imagens corrompidas com um ruído Gaussiano de distribuição conhecida e específica.
As redes foram treinadas com patches de tamanho 6×6, com um mini-batch de 6 patches

extraídos de 6 imagens escolhidas aleatoriamente do conjunto do treinamento. O processo
de geração de ruído está integrado ao treinamento. A cada iteração as imagens degradadas
são produzidas através da aplicação de uma função de geração de ruído sobre imagens
do conjunto de treinamento, que são consideradas como livres de ruído. O processo de
treinamento utilizado consiste em treinar cada camada de forma incremental. Inicialmente
é treinada uma rede com uma única camada oculta, por 30 épocas. Os pesos desta camada
então são copiados para uma nova rede, de duas camadas ocultas, que é treinada por mais
30 épocas. Este processo é repetido até que todas as camadas da rede sejam treinadas. Este
procedimento, segundos os autores, reduz o tempo de treinamento e aumenta o poder de
generalização da rede.

Os modelos treinados para restaurar imagens com uma distribuição de ruído especí-
fica apresentaram um desempenho superior aos métodos BLS-GSM e FoE em todos os
níveis de ruído testados. O modelo treinado para restaurar imagens com nível de ruído
desconhecido apresentou um desempenho comparável aos outros modelos de RN. Em
geral, quanto maior o ruído, melhor o desempenho das RNs em relação aos outros méto-
dos. Uma comparação entre os resultados de diferentes métodos de remoção de ruído é
apresentada na Figura 8.

3.1.2.2 Inpainting

Inpainting é o processo de reconstruir partes perdidas ou deterioradas de uma ima-
gem. A diferença entre inpainting e remoção de ruído Gaussiano é que o inpainting busca
restaurar regiões maiores, que podem formar padrões complexos, onde o valor original
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Figura 8: Comparação entre os resultados de restauração por rede neural convolucional e
pelos métodos BLS-GSM [52] e FoE [54]. Fonte: [30].
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dos pixels não está presente, enquanto a remoção de ruído Gaussiano se concentra na res-
tauração de pixels isolados. Um exemplo de inpainting é a remoção de um texto que está
escrito sobre uma imagem.

Os algoritmos tradicionais de inpanting, como o KSVD [42], precisam receber como
entrada uma máscara, que informa quais regiões da imagem estão corrompidas e preci-
sam ser reescritas. Em [73] é apresentada uma rede neural que detecta e reconstrói as
regiões corrompidas da imagem automaticamente, sem a necessidade de uma máscara,
além de restaurar os pixels corrompidos por ruído gaussiano. A arquitetura utilizada, cha-
mada Stacked Sparse Denoising Autoencoders (SSDA), é baseada no modelo Denoising
Autoencoder [71].

O modelo foi treinado utilizando dados simulados, gerados a partir de imagens na-
turais coletadas da internet. As imagens corrompidas do conjunto de treinamento foram
produzidas através da adição de texto de sobre as imagens originais. Foram utilizadas
diferentes fontes, entre os tamanhos 18-pix e 36-pix.

Os autores consideram que, quando aplicado na remoção de ruído Gaussiano, o mo-
delo SSDA gera bordas mais claras e preserva melhor os detalhes das texturas em relação
aos algoritmos BLS-GSM [52] e KSVD. Apesar disso a diferença na relação sinal-ruído
de pico, um critério frequentemente utilizado para avaliar a qualidade da restauração, en-
tre os três algoritmos é estatisticamente insignificante. Na tarefa de inpainting o SSDA
mostrou um desempenho comparável ao algoritmo KSVD, mesmo com a desvantagem
de ser um modelo de inpainting “cego”, onde as regiões que precisam ser restauradas não
são conhecidas previamente. Um comparativo entre os resultados do modelo SSDA e do
algoritmo KSVD é apresentado na Figura 9.

3.1.2.3 Remoção de Ruídos Diversos

Em [3] é estudada a aplicação de RNs na restauração de imagens corrompidas por
diversos tipos de ruídos, como ruído Gaussiano, ruído “sal e pimenta”, ruído em “listras”
e artefatos de compressão JPEG. A rede neural utilizada é do tipo Multilayer Perceptron
(MLP), que é a arquitetura clássica de Redes Neurais, onde todas as camadas são fully-

connected. A justificava para o uso de MLPs no lugar de RNCs, que são mais frequente-
mente utilizadas em tarefas de visão computacional, é que o MLP pode ser considerado
um aproximador universal de funções [27], enquanto as RNCs têm restrições quanto às
classes de funções que podem ser aprendidas [3].

A arquitetura que obteve os melhores resultados usa patches de tamanho 17×17 como
entrada e tem 4 camadas ocultas, com 2047 neurônios cada. Várias redes com esta arqui-
tetura foram treinadas, cada uma com o seu próprio conjunto de dados de treinamento,
para restaurar imagens corrompidas pelos diferentes tipos de ruído. Os resultados foram
comparados com os dos algoritmos tradicionalmente utilizados para restaurar imagens
corrompidas pelo tipo de ruído correspondente. Na remoção de ruído Gaussiano os re-
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Figura 9: Comparação entre os resultados de inpaiting do modelo SSDA apresentado em
[73] e do algoritmo KSVD. Fonte: [73].

sultados foram comparáveis aos do algoritmo BM3D [10]. Na restauração de ruído em
“listras” o MLP testado mostrou um desempenho superior ao BM3D. Na restauração de
ruído do tipo “sal e pimenta” os resultados do MLP foram superiores aos obtidos com
filtro mediana de tamanho 5× 5. Na restauração de artefatos provocados por compressão
JPEG o MLP se mostrou superior à técnica de reaplicação de JPEG [49].

3.1.2.4 Remoção de Sujeira e Pingos de Chuva

Em [15] é apresentada uma Rede Neural capaz de restaurar fotografias tiradas através
de uma janela coberta com manchas de sujeira ou pingos de chuva. A restauração deste
tipo de imagem é um problema bastante diferente da remoção de outros tipos de ruído,
como o ruído Gaussiano, já que os artefatos resultantes não são limitados a pixels isolados
e tem uma estrutura característica. Abordagens tradicionais, como o filtro mediana e o
filtro bilateral, não são capazes de remover este tipo de artefato.

A arquitetura utilizada é uma Rede Neural Convolucional com 2 camadas ocultas. A
primeira camada aplica 512 kernels de tamanho 16×16×3, a segunda aplica 512 kernels

de tamanho 1 × 1 × 512 e a camada final 3 kernels de tamanho 8 × 8 × 512. Durante o
treinamento a rede recebe patches de tamanho 64× 64 como entrada e produz patches de
tamanho 56× 56 na saída.

Para se ensinar a rede a remover artefatos provocados por sujeira foram utilizadas
imagens com manchas de sujeira simuladas. Estas imagens foram criadas com a sobre-
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Figura 10: Comparativo entre os resultados da restauração pelo método apresentado em
[15], por uma rede não convolucional e pelo filtro mediana. Fonte: [15].

posição de um padrão de sujeira de cor aleatória sobre uma imagem limpa. Os padrões
de sujeira utilizados foram obtidos através de fotografias de painéis de vidro sujos tiradas
em laboratório.

A simulação realista de ruído provocado por gotas de chuva não foi possível porque
as gotas de água provocam a refração da luz ao seu redor, o que é um efeito difícil de
se simular. Para se ensinar a rede a tratar este tipo de ruído foi necessária a criação de
um conjunto de treinamento composto por fotografias reais da mesma cena com e sem
degradação. O efeito da chuva foi simulado com a colocação de um vidro anti-reflexivo
molhado na frente da câmera. Para limitar as diferenças provocadas por movimento entre
as imagens com e sem ruído foram fotografados apenas objetos estáticos.

O modelo apresentado foi comparado com outros métodos de restauração: uma rede
não convolucional similar à apresentada em [3], filtro mediana, filtro bilateral [70] e
BM3D [10]. Os resultados apresentados tanto na remoção de sujeira quanto na remoção
de pingos de chuva foram considerados superiores aos de todos os métodos concorren-
tes. A rede foi capaz de remover a maioria dos artefatos sem causar perda de detalhes na
imagem. Apesar disso a qualidade da restauração caiu consideravelmente quando foram
testadas imagens com artefatos com características diferentes daqueles presentes no con-
junto de treinamento. Alguns resultados do método proposto são apresentados na Figura
10.
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3.1.2.5 Deconvolução

Em [74] é apresentada uma arquitetura de Rede Neural Convolucional destinada a
realizar a deconvolução de imagens. A deconvolução é o processo que busca reverter
diversos tipos de degradação, como blur (perda de nitidez da imagem), saturação, ruído
da câmera e artefatos de compressão.

O processo de degradação é modelado como

ŷ = ψb [φ (αx ∗ k + n)] ,

onde αx representa a imagem nítida latente. A notação α ≥ 1 indica que αx pode ter
valores que excedem o alcance dinâmico dos sensores da câmera, e por isso são ceifados.
k é o kernel de convolução conhecido, normalmente chamado de função de espalhamento
de ponto (FEP), n é um modelo do ruído aditivo da câmera. φ (·) é a função de ceifamento
que modela a saturação, definida como φ (z) = min (z, zmax), onde zmax é o alcance
máximo. ψb [·] é um operador de compressão não linear (JPEG, por exemplo).

Mesmo com ŷ e k conhecidos, a restauração de αx é intratável, por causa da perda
de informação provocada pelo ceifamento [74]. Logo, o objetivo do modelo proposto é
restaurar x̂, onde x̂ = φ (αx).

Segundo os autores a deconvolução pode ser aproximada por uma convolução com
um kernel inverso k† suficientemente grande. A utilização de kernels grandes, porém, au-
menta consideravelmente o número de parâmetros da rede, o que dificulta o treinamento.
Para resolver este problema os autores usam a decomposição de kernels, que consiste na
decomposição de um kernel 2D em um soma ponderada de kernels 1D.

A arquitetura proposta é composta pela concatenação de dois módulos, uma rede de
deconvolução e uma rede de remoção de ruído baseada na arquitetura proposta em [15].
A rede de deconvolução proposta possui duas camadas ocultas. A entrada é um patch

de tamanho 184 × 184. A primeira camada aplica 38 kernels de tamanho 121 × 1, o
que resulta em um feature map h1 de tamanho 64× 184× 38. A segunda camada h2, de
tamanho 64×64×38, é gerada através da aplicação um 38 kernels de tamanho 1×121, um
em feature map h1. A saída, de tamanho 64× 64, é gerada com a aplicação de um kernel

1× 1× 38 em h2. A rede de remoção de ruído tem duas camadas ocultas com 512 feature

maps cada. A imagem de entrada é convoluída com 512 kernels de tamanho 16× 16 para
gerar a ativação da primeira camada oculta. A segunda camada oculta aplica 512 kernels

de tamanho 1 × 1 × 512, e a camada final aplica um kernel de tamanho 8 × 8 × 512.
Os dois módulos da rede são concatenados com a combinação da última camada da rede
de convolução com a entrada da rede de remoção de ruído. Isso é feito com a união do
kernel 1× 1× 38 com os 512 kernels 16× 16, o que resulta em 512 kernels de tamanho
16× 16× 38. Não é utilizada nenhuma função de não linearidade na união entre os dois
módulos. A arquitetura completa é apresentada na Figura 11.
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Figura 11: Arquitetura da rede neural de deconvolução apresentada em [74].

O treinamento dos dois módulos da rede é realizado separadamente. A rede de convo-
lução é inicializada através da decomposição do kernel inverso k†, o que tende a produzir
resultados melhores que a inicialização aleatória. Depois que o treinamento individual
dos dois módulos está concluído eles são unidos e treinados em conjunto, o que resulta
em um ganho de precisão adicional.

A arquitetura proposta é comparada com abordagens de estado da arte em deconvolu-
ção, obtendo uma relação sinal-ruído de pico média superior a todos os outros métodos
no conjunto de testes apresentado. Os autores consideram que os resultados obtidos são
de alta qualidade.

3.2 Colorização de Imagens

A colorização de imagens é o processo de restauração das cores em uma imagem
monocromática. Os processos de captura de imagens monocromáticas, assim como a
conversão de imagens coloridas, levam em conta apenas a luminância em cada ponto da
imagem. A informação de cor é completamente perdida. O resultado disto é que muitas
cores completamente diferentes podem resultar em um mesmo tom de cinza. Isso torna
a colorização um problema indeterminado, que admite muitas soluções diferentes para
cada ponto da imagem. A restauração adequada das cores é altamente dependente do
contexto. Por exemplo, em uma paisagem espera-se que o céu seja azul e a grama seja
verde, mesmo que ambos sejam representados com um mesmo tom de cinza. Algumas
possibilidades de restauração, como uma grama azul e um céu vermelho, não podem ser
consideradas aceitáveis, apesar de serem tecnicamente válidas, porque não correspondem
às cores observadas no mundo real. Já na colorização objetos artificiais, como carros e
peças de roupa, praticamente todos os resultados podem ser considerados aceitáveis, já
que no mundo real esses objetos possuem uma grande diversidade de cores.
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As abordagens de colorização tradicionais necessitam de intervenção humana para
lidar com a ambiguidade do problema, sendo necessário que o usuário diga qual a cor
correspondente a cada segmento da imagem. Existem ainda métodos que realizam a colo-
rização utilizando como base uma imagem de referência fornecida pelo usuário [72]. Em
[78] é apresentada uma rede neural convolucional que realiza a colorização de imagens
sem nenhuma interferência do usuário. O objetivo da rede apresentada não é recuperar as
cores reais da imagem, e sim gerar resultados plausíveis, com cores vibrantes, capazes de
enganar observadores humanos.

A arquitetura utilizada é uma Rede Neural Convolucional com 8 blocos de camadas
convolucionais. Os 5 primeiros blocos de camadas convolucionais são inicializados com
os pesos da rede de classificação VGGNet [63], com algumas modificações na arquitetura.

Para o treinamento de uma rede neural de colorização é muito importante a utilização
de uma função de erro adequada. O uso de funções de erro tradicionais, como a distância
L2, tende a produzir resultados com cores acinzentadas. Isto ocorre porque a forma mais
fácil de se minimizar a distância L2 entre a saída e o resultado desejado é sempre prever
a média entre as cores de saída possíveis. Restaurações com cores mais vivas tendem a
apresentar, em média, um erro muito maior, mesmo quando estas restaurações são perfei-
tamente plausíveis. Por está razão, em [78] a colorização é tratada como um problema de
classificação densa. Cada pixel é classificado individualmente, onde as classes possíveis
representam diferentes cores. As imagens são tratadas no espaço de cores CIE Lab. O
espaço ab é divido em regiões de tamanho 10× 10, e cada uma dessas regiões representa
uma classe diferente. As classes que caem fora da gama de cores (ou seja, cores que não
podem ser representadas) são descartadas, resultando em 313 classes válidas (Q = 313).
Para uma dada entrada X, a rede aprende uma função de mapeamento Ẑ = G (X) para
uma distribuição de probabilidade sobre as possíveis cores Ẑ ∈ [0, 1]H×W×Q, onde H e
W são as dimensões da entrada e Q é o número de intervalos no espaço ab.

Para se comparar a predição Ẑ com o resultado desejado, é definida uma função Z =

H−1
gt (Y), que converte a cor verdadeira no vetor Z. A função de erro L é definida como:

L(Ẑ,Z) = −
∑
h,w

v (Zh,w)
∑
q

Zh,w,q log(Ẑh,w,q)

onde v(·) é um termo utilizado para reequilibrar a função de erro com base na raridade
das classes de cor. Pare se obter uma imagem colorida, a distribuição de probabilidade Ẑ

é mapeada para valores de cor Ŷ com a função Ŷ = H(Ẑ).

Os resultados gerados pela rede foram capazes de confundir observadores humanos
em 20% dos casos, onde as imagens coloridas pela rede foram consideradas mais realis-
tas que as imagens originais. Este índice é superior ao de todos os outros métodos de
colorização testados. A rede também foi capaz de apresentar resultados convincentes na
colorização de fotografias antigas, que possuem características de baixo nível considera-
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velmente diferentes das de fotografias modernas, que foram utilizadas no treinamento da
rede. Alguns destes resultados são apresentados na Figura 12.

3.3 Estimativa de Mapa de Profundidade

A estimativa do mapa profundidade consiste em determinar a distância dos diferentes
pontos da imagem em relação à posição do observador. O mapa de profundidade tem
aplicações em muitas áreas, como modelagem 3D e robótica. As soluções tradicionais
para este problema utilizam sensores especializados, como a tecnologia LIDAR. Uma
alternativa a esses sensores são as câmeras estereoscópicas, que capturam duas imagens
da mesma cena de posições diferentes, o que permite que a profundidade seja calculada
de forma determinística. A estimativa de profundidade através de uma única imagem
é consideravelmente mais complicada. Existe uma grande ambiguidade no problema,
provocada principalmente pela dificuldade de se determinar a escala dos objetos.

3.3.1 Estimativa de Profundidade com Rede Neural Multi-Escala

Em [16] é apresentada uma arquitetura de rede neural que busca estimar o mapa de
profundidade de uma cena utilizando apenas uma única imagem RGB. A arquitetura pro-
posta possui dois componentes, uma rede de escala grossa, que estima a profundidade da
cena a um nível global, e uma rede de escala fina, que refina a estimativa nas regiões lo-
cais. As duas redes são aplicadas à imagem de entrada, e a saída de rede de escala grossa
é utilizada como um feature map adicional da primeira camada da rede de escala fina. A
arquitetura completa é apresentada na Figura 13.

A rede de escala grossa tem a função de fazer uma estimativa grosseira da profundi-
dade global da cena. As camadas mais profundas desta rede são do tipo fully-connected, o
que significa que o campo de visão de cada neurônio inclui a imagem inteira, enquanto as
camadas mais rasas são camadas convolucionais projetadas para combinar informações
de diferentes partes da imagem em uma pequena região através de max pooling. Desta
forma a rede é capaz de utilizar informações de toda a cena para estimar a profundidade
em um único ponto. Estas informações globais, como pontos de fuga, alinhamento da
cena e posição dos objetos, são necessárias quando se utiliza uma única imagem para
se estimar a profundidade. A rede de escala grossa contém 5 camadas de convolução e
max pooling que são utilizadas na extração de features, seguidas por 2 camadas fully-

connected. Todas as camadas ocultas utilizam a função de ativação ReLu. A camada de
saída utiliza uma função de ativação linear. As camadas convolucionais passam por uma
etapa de pré-treinamento, onde elas são treinadas para classificar as imagens do conjunto
de dados ImageNet [12], o que gera uma pequena vantagem em relação à inicialização
aleatória. A saída da rede tem 1/4 da resolução da imagem de entrada.

A rede de escala fina é responsável por refinar a estimativa da rede de escala grossa.
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Figura 12: Resultados da colorização de imagens antigas por rede neural convolucional.
Fonte: [78].
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Figura 13: Arquitetura da rede neural convolucional de estimativa de mapa de profundi-
dade apresentada em [16].

Esta rede é composta apenas por camadas convolucionais, além de uma camada de pool-

ing aplicada aos feature maps da primeira camada convolucional. O campo de visão de
cada neurônio de saída é uma área de 45 × 45 pixels da imagem de entrada. A saída da
rede de escala grossa também é utilizada como um feature map de baixo nível, que serve
como entrada adicional para a segunda camada convolucional. Todas as camadas ocultas
utilizam a função de ativação ReLu. A última camada convolucional utiliza uma função
de ativação linear, já que a sua saída é a profundidade da imagem em um ponto, que pode
ser negativa. Os pesos da rede de escala grossa são mantidos fixos durante o treinamento
da rede de escala fina.

A escala global é um fator de ambiguidade na estimativa de profundidade. Grande
parte do erro nas métricas de avaliação pixel a pixel pode ser atribuída ao erro na estima-
tiva da profundidade média da cena. Isso motivou o uso de uma função de erro invariante
a escala, que mede a relação entre os pontos na cena sem levar em conta a escala global
absoluta. A função de erro utilizada durante o treinamento é dada por

L (y, y∗) =
1

n

∑
i

d2
i −

λ

n2

(∑
i

di

)2

onde y é a estimativa do mapa de profundidade, y∗ é o mapa de profundidade real, n é
o número de pixels da imagem, i é o índice do pixel, di = log yi − log y∗i e λ ∈ [0, 1].
A saída da rede é log y, ou seja, a última camada estima a profundidade logarítmica. O
uso de λ = 0 equivale à distância l2 pixel a pixel, enquanto λ = 1 torna o erro invariante
a escala. Os autores usam λ = 0.5, o que produz boa estimativa da escala absoluta e
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Figura 14: Resultados da estimativa de profundidade por rede neural convolucional multi-
escala. Da esquerda para a direita: A imagem de entrada, a saída da rede de escala grossa,
a saída da rede de escala fina e o mapa de profundidade real. Fonte: [16].

melhora um pouco a qualidade da saída.

A rede foi treinada e testada utilizando os conjuntos de dados NYU Depth [61], com-
posto de cenas interiores gravadas com uma câmera Microsoft Kinect, e KITTI [20],
composto por cenas externas capturadas com câmeras e um escâner LIDAR montados em
um carro. Em ambos os conjuntos de dados o modelo apresentado se mostrou superior
a todos os métodos concorrentes, em todas as métricas de avaliação utilizadas. Alguns
resultados do modelo são apresentados na Figura 14.

3.3.2 Estimativa de Profundidade com Rede Neural Residual

Em [37] é proposta a utilização de uma RNC com conexões residuais para estimativa
de profundidade com base em uma única imagem. A arquitetura utilizada é baseada
na rede de classificação ResNet-50 [25], com as camadas fully-connected substituídas
por operações de aumento de resolução que permitem uma saída com aproximadamente
metade da resolução de entrada.

Basicamente, a arquitetura da rede de estimava de profundidade é composta por duas
partes. A primeira corresponde às camadas convolucionais da arquitetura ResNet-50, sem
as camadas fully-connected e a camada de saída que da o resultado da classificação. Esta
primeira parte da rede inclui sucessivas operações de redução de dimensão, o que resulta
em um grande número de feature maps de baixa resolução (10 × 8 para uma imagem de
entrada de 304 × 228). A segunda parte é composta por um sequencia de convoluções e
operações de unpooling (o reverso da operação de max pooling), que aumentam a reso-
lução dos feature maps enquanto reduzem o número de canais de cada camada. Ao final
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Figura 15: Arquitetura da rede neural residual de estimativa de profundidade proposta em
[25].

destas operações, o resultado é um mapa de profundidade que possui aproximadamente a
metade do tamanho da imagem de entrada (160× 128 para uma entrada de 304× 228). A
arquitetura completa é apresentada na Figura 15.

No momento do treinamento, a primeira parte da rede é inicializada com os pesos do
modelo ResNet-50, pré-treinado na tarefa de classificação com o conjunto de dados do
ILSVRC [56]. Os pesos da segunda parte da rede são inicializados aleatoriamente, de
uma distribuição normal com média zero e variância 0.01.

A função de treinamento utilizada é a função Huber reversa, ou berHu [80], dada por

B(x) =

{
|x| |x| ≤ c,
x2+c2

2c
|x| > c.

A função de erro Berhu é igual à distância L1(x) = |x| quando x ∈ [−c, c] e igual
à distância L2 fora deste intervalo. A cada passo de treinamento, durante o calculo de
B (ỹ − y) utiliza-se c = 1

5
maxi (|ỹi − yi|), onde i é um índice percorre todos os pixels

do batch atual. O uso da função de erro Berhu permitiu uma melhora nos resultados em
relação à função L2.

A arquitetura proposta foi testada nos conjunto de dados NYU-Depth [61] e Make3D
[57]. Em ambos os casos, a rede foi treinada utilizando apenas os dados do conjunto de
treinamento correspondente. Para aumentar o volume de dados de treinamento, foram
utilizadas técnicas como rotação. mudança de escala, alteração de cor e espelhamento das
entradas. A avaliação dos resultados mostrou que a arquitetura proposta superou o estado
da arte em ambos os conjuntos de dados, segundo várias métricas diferentes. Alguns
resultados para imagens do conjunto de dados Make3D são mostrados na Figura 16.
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Figura 16: Resultados de [25] para estimativa de profundidade de imagens do conjunto
de dados Make3D [57].

3.4 Remoção de Névoa

A aquisição de imagens em áreas abertas é prejudicada quando existe a presença de
partículas no ar. Estas partículas absorvem, refletem e desviam os raios de luz, reduzindo
a quantidade de informação que chega até a câmera e consequentemente prejudicando
a qualidade da imagem. Os efeitos resultantes, que aumentam de intensidade conforme
a distância, incluem o embaçamento da imagem, a perda de contraste e a perda de in-
tensidade das cores, que ficam misturadas com a cor da luz ambiente. Em condições
atmosféricas normais estes efeitos só são perceptíveis a longas distâncias, porém quando
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a quantidade de partículas no ar é muito grande eles podem ser percebidos a distâncias
muito menores. Exemplos de situações onde isto ocorre são fenômenos atmosféricos,
como chuva e neblina, tempestades de areia e na presença de muita poluição no ar. Es-
tes meios com grande quantidade de partículas que interferem na propagação da luz são
chamados meios participativos.

A remoção de névoa, frequentemente chamada de dehazing (da palavra haze, nevoeiro
em ingles), é a operação de restauração de imagens capturadas em meios participativos,
que busca remover os efeitos resultantes e recuperar a imagem original. A restauração
destas imagens possui muitas aplicações, como segurança, navegação de veículos e foto-
grafia. Os efeitos provocados pelos meios participativos também prejudicam a atuação de
muitos algoritmos de visão computacional. Dehazing é um problema complicado, pois a
intensidade dos efeitos provocados pelos meios participativos é proporcional à profundi-
dade. Esta informação de profundidade, porém, raramente está presente, o que motivou
o desenvolvimento de abordagens alternativas. Uma destas abordagens são os métodos
baseados em polarização [59, 60], que realizam a restauração utilizando duas ou mais
imagens capturadas com diferentes graus de polarização. Uma outra abordagem é a uti-
lização de um mapa de profundidade obtido através da captura de múltiplas imagens da
mesma cena em diferentes condições climáticas [45, 46]. O problema destas abordagens
é que elas necessitam de dados que nem sempre estão disponíveis. Existem casos em
que o único dado disponível é uma única imagem RGB, o que introduz uma grande am-
biguidade no problema. Por exemplo, não é possível saber se um determinado ponto da
imagem é branco por influência da luz atmosférica ou se o objeto presente naquele ponto
é realmente branco. Nestes casos é necessário o uso de heurísticas, que fazem muitas
suposições sobre as características da cena e do meio onde ela foi capturada.

3.4.1 Modelo de Formação da Imagem

Um modelo da formação de imagens em meios participativos, frequentemente utili-
zado em aplicações de visão computacional, é apresentado em [43] e [29]. Segundo este
modelo, a imagem é formada pela superposição linear de três componentes: backscatter,
forward scattering e componente direto. A formação da imagem é dada por:

I = Ed + Efs + Ebs,

onde Ed é o componente direto, Efs é o componente de forward scattering, Ebs é o
componente de backscatter e I é a imagem final.

O componente direto se refere à parte do sinal original que chega até a câmera. Este
sinal sofre um processo de atenuação, que é provocado pela absorção e pelo espalhamento
da luz pelas partículas do meio. O componente forward scattering é o efeito de embaça-
mento da imagem, provocado pelo espalhamento dos raios de luz em pequenos ângulos.
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O componente de backscatter se refere ao efeito provocado por raios de luz provenientes
de fontes externas, como a luz do sol, que são refletidos pelas partículas do meio em di-
reção ao plano da imagem. Este efeito, que tem a aparência característica de um “véu”
sobre a imagem, provoca uma redução no contraste e contribui para a atenuação do si-
nal original. O componente de forward scattering tem um efeito relativamente pequeno
na imagem final, e por isso pode ser ignorado [58], o que permite uma simplificação do
modelo:

I = Ed + Ebs.

3.4.1.1 Componente Direto

O componente direto Ed(x), também chamado de atenuação direta [68], é definido
como:

Ed (x) = J (x) t (x) ,

onde x é uma posição no espaço 2D, J (x) é o sinal original livre de degradação, e t (x) é
a transmissão, que é uma medida da quantidade de luz que não é absorvida ou desviada e
chega até a câmera. A transmissão é dada por:

t (x) = e−βd(x), (1)

onde β é o coeficiente e atenuação do meio e d é a distância entre a origem do sinal e
o observador. Nesta equação supõe-se que β é constante para diferentes comprimentos
de onda. Esta suposição é comum em métodos que lidam com meios onde as partículas
são grandes em relação às ondas de luz, como neblina, fumaça, etc. Além disso, β é
considerado constante em todas as posições da imagem [68].

O sinal original da imagem, também chamado de radiância da cena, corresponde à
parte da luz atmosférica que é refletida em direção ao observador, ou seja:

J (x) = L∞ρ (x) ,

onde L∞ é a luz atmosférica global e ρ e a refletância de um objeto na imagem. Geral-
mente supõe-se que L∞ é constante, ou seja, independente da posição x [68].

3.4.1.2 Componente de Backscattering

O componente de backscattering, também chamado de airlight [68], ou luz ambiente,
é dado por

Ebs (x) = L∞ (1− t (x)) .

Neste caso L∞ é considerada natural e uniforme. Desta forma é possível considerar que
todas as fontes de luz provenientes de fora do plano observado tem origem no mesmo
ponto [8].
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Figura 17: Modelo de formação de imagem em condições de neblina. A atenuação da
transmissão J (x) t (x) causada pela redução da energia refletida leva a uma baixa in-
tensidade de brilho. A luz ambiente L∞ (1− t (x)) formada pelo espalhamento da luz
atmosférica aumenta o brilho e reduz a saturação. Fonte: [5].

3.4.1.3 Modelo Final

O modelo final da formação de imagens em meios participativos frequentemente uti-
lizado em métodos de dehazing, como [23] e [68], é dado por

I (x) = L∞ρ (x) e−βd(x) + L∞
(
1− e−βd(x)

)
, (2)

onde x representa um ponto na imagem, I é a imagem final, ρ é a refletância da cena, β é
o coeficiente de atenuação do meio, d é a distância para o observador e L∞ é a luz atmos-
férica. Nesta equação I, L∞ e ρ são vetores de cores (RGB), enquanto as outras variáveis
são escalares. Neste modelo o sinal da imagem original é atenuado exponencialmente
em função da distância d. A imagem também é degradada pelo componente aditivo de
backscattering, que cresce exponencialmente em função da distância.

A operação de dehazing busca reconstruir a imagem original J (x), dada por L∞ρ (x).
Nos casos onde a única informação disponível sobre a cena é uma única imagem I (x)

este é um problema indeterminado, já que se tem uma única equação com 4 variáveis
desconhecidas (ρ (x), β, d (x) e L∞). Para se resolver este problema é necessário fazer
suposições sobre a natureza de J e L∞. Essas suposições permitem a elaboração de méto-
dos capazes de gerar soluções aproximadas para o problema de dehazing. Essas soluções
aproximadas tendem a ter uma qualidade satisfatória quando as suposições utilizadas são
verdadeiras para a imagem de entrada.
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3.4.2 DehazeNet

Os métodos de dehazing tradicionais utilizam uma série de suposições sobre as ca-
racterísticas das imagens afetadas por neblina para lidar com a ambiguidade inerente ao
problema. Estas suposições, porém, são baseadas em estatísticas, e não são verdadeiras
em todos os casos. Por essa razão, estes métodos tendem a falhar em alguns casos, onde
as suposições nas quais eles são baseados não são verdadeiras. Para aliviar este problema
em [5] é proposta a DehazeNet, uma arquitetura de Rede Neural Convolucional que busca
realizar a estimativa do mapa de transmissão de uma imagem afetada por neblina. A prin-
cipal vantagem da DehazeNet em relação aos métodos de dehazing tradicionais é que ela
é capaz de aprender a realizar a extração de features automaticamente, através de aprendi-
zado supervisionado, sem depender de suposições ou restrições elaboradas manualmente.

3.4.2.1 Arquitetura

A DehazeNet é uma Rede Neural Convolucional, composta por camadas de convo-
lução e pooling, com funções de ativação não linear aplicadas depois de algumas des-
tas camadas. A arquitetura da DehazeNet é baseada em alguns princípios e suposições
dos métodos de dehazing tradicionais. Suas camadas estão organizadas para estimar o
mapa de transmissão através de quatro operações sequenciais: extração de features, ma-
peamento em múltipla escala, extremos locais e regressão não linear. Um diagrama da
arquitetura é apresentado na Figura 18.

3.4.2.1.1 Extração de Features

A extração de features relacionados à presença da névoa é uma parte importante dos
algoritmos de dehazing tradicionais. A extração densa destes features é equivalente a
uma operação de convolução da imagem de entrada com os filtros apropriados, seguida
por um mapeamento não linear. Na DehazeNet o mapeamento não linear para redução
de dimensão é realizado pela função de ativação Maxout [22]. Quando usada em RNCs,
a Maxout gera um novo feature map através de uma operação de máximo pixel a pixel
sobre k feature maps. A primeira camada da DehazeNet, baseada na função Maxout, é
definida por:

F i
1 = max

j∈[1,k]
f i,j1 (x) , f i,j1 = W i,j

1 ∗ I +Bi,j
1 ,

onde W1 = {W p,q
1 }

(n1,k)
(p,q)=(1,1) representa os filtros, B1 = {Bp,q

1 }
(n1,k)
(p,q)=(1,1) representa as

variáveis de bias, e ∗ denota a operação de convolução. Existem n1 feature maps na saída
da primeira camada, ou seja, i ∈ [1, n1]. W i,j

1 ∈ R3×f1×f1 é um de um total de k × n1

filtros de convolução, onde 3 é o número de canais na imagem de entrada I (x), e f1 é o
tamanho espacial do filtro. As unidades de Maxout mapeiam cada um dos vetores kn1-
dimensionais em um vetor n1-dimensional, e extraem os features relevantes através de
aprendizado automático, sem utilizar heurísticas, como ocorre nos outros métodos.
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Figura 18: Arquitetura da DehazeNet. Fonte: [5].

3.4.2.1.2 Mapeamento em Múltipla Escala

O mapeamento em múltipla escala consiste na extração de features da imagem de
entrada em várias escalas espaciais. Esta técnica é efetiva na obtenção de invariância à
escala [5]. Na DehazeNet o mapeamento em múltipla escala é implementado na segunda
camada, através da execução em paralelo de operações de convolução com filtros de ta-
manhos 3× 3, 5× 5 e 7× 7. O mesmo número de filtros é usado nas três escalas. A saída
da segunda camada é dada por:

F i
2 = W

di/3e,(i\3)
2 ∗ F1 +B

di/3e,(i\3)
2 ,

ondeW2 = {W p,q
2 }

(3,n2/3)
(p,q)=(1,1) e B2 = {Bp,q

2 }
(3,n2/3)
(p,q)=(1,1) contêm n2 pares de parâmetros que

estão divididos em 3 grupos. n2 é a dimensão de saída da segunda camada e i ∈ [1, n2] é
o índice dos feature maps de saída. de é a operação de teto e \ denota a operação de resto.

3.4.2.1.3 Extremos Locais

Na arquitetura clássica das RNCs [38], a sensibilidade local é evitada considerando-se
o máximo da vizinhança de cada pixel. O uso de extremos locais também está de acordo
com a suposição de que a transmissão é localmente constante, geralmente utilizada para
evitar ruído na estimativa da transmissão. Por estas razões, a operação de extremos locais
é utilizada na terceira camada da DehazeNet:

F i
3 (x) = max

y∈Ω(x)
F i

2 (y) ,

onde Ω (x) é uma vizinhança f3 × f3 com centro em x, e a dimensão de saída da terceira
camada é n3 = n2. Ao contrário da operação de max pooling, que geralmente reduz
a resolução dos feature maps, a operação de extremos locais utilizada na DehazeNet é
aplicada em cada pixel do feature map, preservando a resolução da entrada.
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3.4.2.1.4 Regressão Não Linear

As funções de ativação mais frequentemente utilizadas em redes neurais são as fun-
ções Sigmoides e ReLu. As funções sigmoides tendem a ser afetadas pelo problema do
desaparecimento de gradientes [26]. A função ReLu não é afetada por este problema com
a mesma intensidade, porém ela foi desenvolvida para o problema de classificação, e por
isso não é perfeitamente adequada para problemas de regressão, como a restauração de
imagens. A utilização de ReLu pode provocar saturação na saída, especialmente na última
camada, porque na restauração de imagens os valores de saída da última camada devem
ficar limitados a um intervalo pequeno, com limite superior e inferior. Por esta razão, em
[5] é proposta a função de ativação Bilateral Rectified Linear Unit (BReLu), dada por:

f (y) =


tmin para y < tmin

y para tmin ≤ y < tmax

tmax para y ≥ tmax

O feature map da quarta camada da DehazeNet, baseada na função BReLu, é definido
como:

F4 = min (tmax,max (tmin,W4 ∗ F3 +B4)) .

W4 = {W4} contém um filtro de tamanho n3×f4×f4, B4 = {B4} é o bias, e tmin e tmax
são os valores limite da função BReLu (tmin = 0 e tmax = 1 em [5]). O gradiente desta
função de ativação é dado por:

∂F4 (x)

∂F3

=


∂F4 (x)

∂F3

para tmin ≤ F4 (x) < tmax

0 para outros casos

As quatro camadas descritas acima são unidas para formar uma RNC, onde os filtros
e os bias são os parâmetros a serem aprendidos.

3.4.2.2 Relação com os Métodos de Dehazing Tradicionais

Na DehazeNet, o feature map da primeira camada F1 é projetado para extrair features

relacionados com a presença de névoa. Por exemplo, se os pesos W1 formam um filtro
de inversão (matriz esparsa com o valor −1 no centro de um canal) e B1 = 1, a saída
máxima do feature map é equivalente ao mínimo dos canais de cor, o que é similar ao
dark channel [23]. Da mesma forma, quando os pesos formam um filtro com 1 no centro
e −1 nas outras posições, F1 é equivalente ao contraste máximo [68]; quandoW1 inclui
filtros passa-tudo e filtros de inversão, F1 é similar aos feature maps máximo e mínimo,
que são operações atômicas da transformação do espaço de cor RGB para o espaço HSV,
o que leva a extração de features relacionados com a atenuação de cor [79] e disparidade
de matiz [2]. Em conclusão, quase todos os features relevantes ao problema de dehazing
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podem ser extraídos da primeira camada da DehazeNet ao final de um aprendizado bem
sucedido. A função de ativação Maxout pode ser considerada a aproximação de uma
função convexa arbitrária. Em [5] o máximo entre quatro feature maps é utilizado para
aproximar uma função convexa.

Objetos de cor branca possuem altos valores de brilho e baixos valores de saturação,
características similares às de regiões onde existe a presença de grande concentração de
névoa. Por essa razão, praticamente todos os modelos de estimativa de névoa tendem a
considerar os objetos brancos como distantes, o que resulta em uma estimativa de trans-
missão imprecisa. Com base na suposição de que a profundidade da cena é localmente
constante, operações de extremos locais são frequentemente utilizadas para contornar este
problema [68, 23, 79]. Na DehazeNet, os erros de estimativa locais são removidos atra-
vés das operações de máximo local realizadas na terceira camada da rede. O termo de
atenuação direta J (x) t (x) pode ser muito próximo de zero quando a transmissão t (x)

é próxima de zero, o que torna a restauração da cena J (x) sensível a ruído. A função
BReLu restringe os valores de transmissão entre tmin e tmax, o que alivia o problema
do ruído. A utilização da função BReLu é equivalente às restrições de limite superior e
inferior utilizada nos métodos de dehazing tradicionais [23, 79].

3.4.2.3 Treinamento

Devido à dificuldade de se obter pares de imagens naturais com e sem degradação por
neblina ou efeitos similares, em [5] a DehazeNet é treinada com um conjunto de dados de
treinamento sintético. Os pares de imagens de treinamento são sintetizados com base em
duas suposições: a) o conteúdo da imagem é independente da transmissão (o mesmo con-
teúdo pode aparecer e qualquer profundidade); b) a transmissão é localmente constante
(pixels em uma pequena área tendem a ter profundidades parecidas). Segundo estas supo-
sições, uma transmissão arbitrária pode ser atribuída a cada patch individual da imagem.
Dado um patch livre de névoa JP (x), a luz atmosférica L∞, e uma transmissão aleatória
t ∈ (0, 1), um patch com névoa é sintetizado como IP (x) = JP (x) t+ L∞ (1− t). Para
reduzir a incerteza no aprendizado, a luz atmosférica L∞ é definida como 1. O treina-
mento é realizado com patches de tamanho 16× 16, extraídos de imagens livres de névoa
coletadas da internet.

A DehazeNet é treinada por aprendizado supervisionado, que busca encontrar a
relação F entre os valores RGB e a transmissão. Os parâmetros da rede Θ =

{W1,W2,W4,B1,B2,B4} são encontrados através da minimização da função de erro en-
tre o patch de treinamento IP (x) e a transmissão verdadeira correspondente t. A função
de erro utilizada é o erro quadrático médio:

L (Θ) =
1

N

N∑
i=1

∥∥F (IPi ; Θ
)
− ti

∥∥2
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A rede é treinada com o algoritmo gradiente descendente estocástico.

3.4.2.4 Restauração

Assim como ocorre em outros métodos, os mapas de transmissão produzidos pela
DehazeNet tendem a apresentar artefatos de bloco, provocados pela operação de máximo
local realizada na terceira camada da rede, e por isso precisam passar por uma etapa de
processamento adicional. Em [5] o algoritmo guided filter [24] é utilizado para suavizar
o mapa de transmissão. Com base no mapa de transmissão refinado é possível realizar a
restauração da imagem, através do mesmo procedimento utilizado nos métodos tradicio-
nais. A luz atmosférica L∞ pode ser estimada como correspondente à cor do pixel com
maior intensidade em I (x) entre os 0.1% pixels de menor transmissão. Dadas a transmis-
são t (x) e a luz atmosférica L∞, a imagem restaurada J (x) pode ser recuperada através
da equação 2.

3.4.2.5 Resultados

Em [5] a DehazeNet é comparada com diversos métodos de dehazing, com base em
várias métricas diferentes. Nos testes com imagens sintéticas, a DahezeNet apresentou o
melhor desempenho na grande maioria dos casos, em todas as métricas utilizadas, sendo
superada apenas pelo método baseado na atenuação de cor [79] nos testes onde o co-
eficiente de atenuação atmosférica β é muito baixo. Nos testes com imagens reais, os
autores consideram que a DehazeNet foi capaz de localizar as regiões de céu e produzir
restaurações que preservam a cor original destas regiões, o que é um problema para al-
guns métodos de dehazing, como [23]. Os autores também consideram que a restauração
das outras regiões da imagem é de boa qualidade. Uma comparação qualitativa entre os
resultados da DehazeNet e de vários outros métodos é apresentada na Figura 19.

3.5 Restauração de Imagens Subaquáticas

A restauração de imagens subaquáticas está muito relacionada com a operação de
dehazing. Assim como a degradação provocada por fenômenos atmosféricos, a degra-
dação provocada pela água é frequentemente modelada através da equação 2 [6, 13, 8].
Apesar disto, existem algumas diferenças importantes entre os dois fenômenos. Uma
delas é que a densidade de partículas em meios subaquáticos é muito maior que na atmos-
fera, e por isso o efeito de degradação ocorre de forma muito mais intensa, em distâncias
muito menores. Uma outra diferença, ainda mais importante, é que na água a absorção
dos raios de luz pelas partículas do meio produz um efeito muito mais significativo na
atenuação da radiância da cena, enquanto na atmosfera a atenuação é provocada em sua
maior parte pelo espalhamento dos raios de luz. A absorção dos raios de luz, ao contra-
rio do espalhamento, é dependente do seu comprimento de onda, ou seja, da cor da luz.
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Figura 19: Comparação qualitativa entre os resultados de vários métodos de dehazing. Da
esquerda para a direita: a imagem original, ATM [65], BCCR [44], FVR [69], DCP [23],
CAP [79], e DehazeNet [5]. Fonte: [5].

A atenuação da cor vermelha é muita mais intensa do que a das outras cores [6], o que
da às imagens subaquáticas um tom azul ou esverdeado, dependendo das características
da água. Muitos dos métodos de dehazing são baseados em suposições que só são ver-
dadeiras para imagens capturadas ao ar livre, onde a luz ambiente é branca ou cinza, e
por isso a eficácia destes métodos cai drasticamente quando eles são aplicados a imagens
subaquáticas. Para resolver este problema foram desenvolvidos métodos de restauração
específicos para imagens subaquáticas, que levam em conta as características particulares
das imagens capturadas neste meio. Neste trabalho duas redes neurais destinadas à restau-
ração de imagens subaquáticas são utilizadas como estudo de caso: um modelo baseado
na rede multi escala apresentada em [16] e outro inspirado na arquitetura Resnet [25].

3.6 Conclusão

Neste capítulo foram apresentadas arquiteturas de redes neurais aplicadas a diversos
problemas de transformação de imagem. Em todos os casos as redes neurais apresentaram
resultados tão bons quanto ou melhores que os dos métodos tradicionalmente aplicados
aos problemas correspondentes. Estes resultados provam o potencial das redes neurais em
problemas de reconstrução de imagem, porém na maior parte eles foram obtidos empiri-
camente, sem o conhecimento de como a rede trata o problema. A utilização de métodos
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de visualização poderia ajudar na compreensão do funcionamento destes modelos, o que
poderia levar a resultados ainda melhores.

Entre os problemas apresentados neste capítulo, são de interesse especial para este
trabalho os problemas de remoção de névoa e restauração de imagens subaquáticas. Estes
são problemas complexos, para os quais ainda não existem algoritmos que conseguem
produzir soluções satisfatórias de maneira eficiente. Por esta razão, a aplicação de redes
neurais à solução destes problemas é interessante, já que ela pode levar a melhores resul-
tados com uma maior eficiência computacional. Uma das motivações para a realização
deste trabalho é o desenvolvimento de ferramentas que podem auxiliar na compreensão e
no aperfeiçoamento de arquiteturas de rede neural convolucional destinadas à resolução
destes problemas.



4 METODOLOGIA

Neste trabalho técnicas de visualização de camadas intermediárias de redes neurais
são aplicadas a redes neurais convolucionais de transformação de imagem. São utiliza-
das técnicas de visualização disponíveis na literatura, originalmente desenvolvidas para
visualização de redes neurais de classificação e aqui adaptadas a redes de transformação
de imagem. Além disso, é apresentado o método de visualização por inversão da rede,
desenvolvido especialmente para as redes de transformação de imagem estudadas aqui.

Além dos métodos de visualização, são apresentadas redes de dehazing e restauração
de imagens subaquáticas. Apesar de não apresentarem os resultados desejados em todas
as situações, estas redes produzem restaurações satisfatórias para algumas imagens, e por
isto podem ser utilizadas para estudo de caso.

4.1 Técnicas de Visualização

4.1.1 Visualização Direta

Apesar de ser uma das técnicas de visualização mais simples, a visualização direta da
ativação produzida pelas imagens de entrada nos feature maps pode proporcionar infor-
mações importantes sobre o funcionamento da rede. Por exemplo, pode ser possível que
alguns feature maps apresentem ativação alta nas regiões da imagem onde existem de-
terminadas estruturas, o que indicaria que a presença destas estruturas é importante para
determinar a saída da rede. Por esta razão, a visualização direta da ativação dos feature

maps de diversas camadas da rede será utilizada neste trabalho.

Um outro método de visualização direta também utilizado aqui é a apresentação das
10 imagens do conjunto de treinamento que produzem as maiores ativações médias em
feature maps específicos. Este método, em conjunto com outras técnicas, como a maxi-
mização da ativação, pode revelar quais as características são responsáveis pela ativação
dos feature maps em questão.
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4.1.2 Maximização da Ativação

A maximização da ativação [17] é uma técnica de simples implementação, que per-
mite descobrir que tipo de padrão provoca a ativação máxima de um determinado feature

map da rede. Nas redes de classificação, a maximização da ativação tende a produzir pa-
drões que lembram determinados objetos, como rodas de carro, garrafas, lâmpadas, faces
de cachorros, etc. O problema de restauração de imagens é muito diferente do problema
de classificação, e por isso é possível que a aplicação de maximização da ativação a redes
de transformação de imagem produza resultados diferentes. Neste trabalho a maximiza-
ção da ativação é utilizada para descobrir a quais padrões as redes de transformação de
imagem estudadas são sensíveis.

Os resultados produzidos pela maximização da ativação tendem a apresentar padrões
de alta frequência, além de outros artefatos, que dificultam a sua interpretação. Este pro-
blema pode ser amenizado por técnicas de regularização, que influenciam a maximização
da ativação a produzir resultados mais semelhantes a imagens naturais. Das técnicas de
regularização apresentadas em [75], a única que melhorou consideravelmente a interpre-
tabilidade dos resultados foi o filtro Gaussiano. Por este motivo, neste trabalho a maximi-
zação da ativação é regularizada por filtro Gaussiano, utilizando os mesmos parâmetros
que produziram os melhores resultados em [75]. As outras técnicas de regularização não
são aplicadas, pois elas não beneficiam ou até mesmo prejudicam a interpretação dos
resultados.

4.1.2.1 Normalização de Gradiente por Pirâmide Laplaciana

Em geral, as técnicas de regularização da maximização da ativação são aplicadas às
imagens de entradas, entre os passos de otimização. Uma alternativa é aplicar regulariza-
ção diretamente ao gradiente produzido a cada iteração. Uma forma de regularização que
pode ser aplicada ao gradiente para tornar os resultados da otimização mais interpretáveis
é a normalização por pirâmide Laplaciana.

A pirâmide Laplaciana [4] é uma técnica de codificação desenvolvida para permitir o
armazenamento de imagens em um espaço reduzido. Neste método as imagens são ar-
mazenadas em uma estrutura em forma de pirâmide, onde o topo é uma versão de baixa
resolução da imagem original e os níveis inferiores são a diferença entre a imagem origi-
nal e uma versão suavizada da mesma.

Seja g0(ij) a imagem original, e g1(ij) o resultado da aplicação de um filtro passa-
baixa, como o filtro gaussiano, em g0. A diferença L0(ij) é dada por

L0(ij) = g0(ij)− g1(ij)

Ao invés de se codificar g0, codifica-se L0 e g1. Isto resulta em uma redução no espaço
de armazenamento necessário, já que L0 pode ser representada com muito menos bits que
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g0, e g1 pode ser armazenada com uma taxa de amostragem reduzida, já que foi filtrada
com um filtro passa-baixa. Uma maior taxa de compressão pode ser atingida com mais
iterações deste processo. A aplicação de um filtro passa-baixa na imagem g1 resulta em
uma imagem g2 e uma segunda imagem de diferença é obtida: L2(ij) = g1(ij)− g2(ij).
Repetindo-se este processo diversas vezes se obtém uma sequencia de imagens L0, L1,
L2, ..., Ln, onde cada uma tem, em cada dimensão, a metade do tamanho da imagem
anterior.

Formalmente, a pirâmide Laplaciana é definida como uma sequência de imagens de
erro L0, L1, ..., Ln, onde cada imagem é a diferença entre dois níveis de uma pirâmide
Gaussiana. Logo, para 0 ≤ 1 < N ,

Ll = gl − EXPANDE(gl+1)

onde EXPANDE(·) é uma operação de aumento de dimensão, que expande a imagem
ao tamanho do nível anterior. Como não existe uma imagem gN+1 para ser utilizada no
calculo de LN , utiliza-se LN = gN .

A decodificação de uma pirâmide Laplaciana pode ser realizada através da inversão
dos passos da sua geração. A imagem LN é expandida uma única vez e adicionada a
LN−1, que então é expandida e adicionada a LN−2, e assim por diante, até que o nível 0 e
alcançado e a imagem g0 é recuperada.

gN = LN

e para l = N − 1, N − 2, ..., 0,

gl = Ll + EXPANDE(gl+1).

Quando o gradiente é decomposto em uma pirâmide Laplaciana, cada um dos níveis
passa a conter os componentes de uma faixa de frequência. Os níveis mais altos da pi-
râmide guardam as informações de baixa frequência, enquanto as altas frequências ficam
armazenadas nos níveis mais baixos. A normalização de gradiente por pirâmide Lapla-
ciana é um processo onde cada um destes níveis é normalizado de forma independente,
antes de a pirâmide ser decodificada. O resultado desta operação é que os níveis mais
altos, que normalmente têm valores dentro de uma escala reduzida, ficam em uma escala
mais próxima da dos níveis mais baixos, que costumam apresentar valores maiores. Em
outras palavras, a normalização de gradiente por pirâmide Laplaciana realça as baixas
frequências do gradiente, o que leva a otimização a produzir imagens com menos infor-
mações de alta frequência e mais informações de baixa frequência, tornando assim os
resultados mais interpretáveis.

A implementação do algoritmo de normalização de gradiente por pirâmide Laplaciana
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utilizada neste trabalho é descrita no algoritmo 1. O parâmetro N define o número de ní-
veis da pirâmide. A operação de redução de dimensão é realizada através da aplicação de
um filtro Gaussiano 5×5 com stride (distância, em pixels, entre os pontos de aplicação do
kernel convolucional) 2 nas dimensões x e y. A aplicação de expansão é uma convolução
transposta utilizando o mesmo filtro, multiplicado por 4, com stride 2 nas dimensões x e
y, o que resulta em uma imagem com o dobro tamanho.

Algoritmo 1 Normalização de gradiente por pirâmide Laplaciana.
Entrada: gradiente g
Saída: gradiente normalizado gnorm
início

g0 = g;
para l← 0 até N − 1 faça

gl+1 ← CONVOLUÇÃO(gl, Gauss);
Ll =← gl − CONVOLUÇÃO_TRANSPOSTA(gl+1, 4 ∗Gauss);

fim
LN ← gN ;
para l← 0 até N faça

σl ←
√
Ll

2;
Ll = Ll/max(σl, 10−10);

fim
gN ← LN ;
l← N − 1;
enquanto l ≥ 0 faça

gl ← CONVOLUÇÃO_TRANSPOSTA(gl+1, 4 ∗Gauss) + Ll;
l = l − 1;

fim
gnorm ← g0;
retorna gnorm;

fim

Uma comparação entre diferentes métodos de regularização é apresentada na Figura
20, onde são mostrados os resultados da maximização da ativação para o canal 139 da
camada mixed4d_3x3_bottleneck_pre_relu da rede de classificação GoogLeNet [67] uti-
lizando diferentes métodos de regularização. O feature map em questão aparentemente é
um detector de flores. Quando nenhum método de regularização é utilizado (20a), a ma-
ximização da ativação resulta em uma imagem com padrões coloridos de alta frequência,
que dificultam a interpretação dos resultados. A regularização por filtro Gaussiano (20b)
deixa as flores mais visíveis, com contornos mais definidos, porém a imagem resultante
é predominantemente cinza. A normalização de gradiente por pirâmide Laplaciana com
5 níveis (20c), por outro lado, resulta em uma imagem extremamente colorida, porém o
contorno das flores não é tão bem definido e existe uma quantidade considerável de ruído.
Finalmente, a junção dos dois métodos (20d) resulta em uma imagem onde o contorno das
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flores é realçado sem que as cores sejam completamente diluídas. Devido aos resultados
apresentados, considerou-se que a combinação entre a regularização por filtro Gaussiano
e a normalização de gradiente por pirâmide Laplaciana produz as imagens que podem ser
mais facilmente interpretadas. Logo, este método de regularização é utilizado para gerar
todos os resultados de maximização da ativação apresentados neste trabalho.

(a) Sem regularização (b) Filtro Gaussiano (c) Pirâmide Laplaciana (d) Filtro Gaussiano e
pirâmide Laplaciana

Figura 20: Resultados da maximização da ativação para o canal 139 da camada
mixed4d_3x3_bottleneck_pre_relu da rede de classificação GoogLeNet [67] utilizando
diferentes métodos de regularização.

4.1.3 Inversão da Rede

A visualização por inversão da rede é um método desenvolvido especialmente para
redes de transformação de imagem. Inspirado pela maximização da ativação, este método
utiliza otimização por gradiente descendente para encontrar a imagem de entrada que
produz em uma rede a saída mais próxima de uma imagem específica.

Seja x uma imagem, F (x) a saída da rede F quando recebe x como entrada, e Y uma
imagem arbitrária nas mesmas dimensões de F (x). A inversão da rede pode ser vista
como um problema de otimização que busca a imagem x∗ onde

x∗ = arg min
x

(|F (x)− Y |) .

Assim como na maximização da ativação, esta busca é realizada através otimização por
gradiente descendente. A inversão da rede é um processo iterativo, onde a cada iteração
se da um passo na direção inversa do gradiente da distância L1 entre a saída da rede e
a imagem alvo em relação à imagem entrada da rede. O processo se encerra após um
número de iterações predefinido, que deve ser grande o suficiente para a convergência da
otimização.

Assim como a maximização da ativação, a inversão da rede está sujeita a ocorrência
de ruído. A otimização pode resultar em imagens compostas quase que exclusivamente
por ruído, mas que produzem na saída da rede uma imagem muito parecida com a ima-
gem alvo. Um exemplo desta situação é apresentado na Figura 21. Este problema pode
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ser amenizado com a utilização das mesmas técnicas de regularização utilizas na ma-
ximização da ativação. Em geral, a combinação de regularização por filtro Gaussiano e
normalização de gradiente por pirâmide Laplaciana produz bons resultados. Apesar disso,
a necessidade da utilização de regularização depende da própria rede. Em alguns casos,
os melhores resultados são obtidos quando a processo de otimização converge livremente,
sem nenhum tipo de regularização. Uma outra forma de reduzir a ocorrência de ruído é
inicializar o processo de otimização com uma imagem completamente cinza, e não uma
imagem aleatória, como normalmente é feito na maximização da ativação [17, 75].

(a) Resultado da otimização (b) Saída da rede (c) Imagem alvo

Figura 21: Resultados da visualização por inversão da rede sem regularização para uma
rede de dehazing. A otimização resulta em uma imagem com uma quantidade extrema
de ruído (a). A resposta da rede para esta imagem (b), porém, é muito parecida com a
imagem alvo (c).

Um dos parâmetros mais importantes da visualização por inversão da rede é o tama-
nho do passo dado a cada iteração da otimização. Além de afetar o número de iterações
necessárias para a convergência, o tamanho do passo de otimização tem um impacto sig-
nificativo sobre a qualidade do resultado. Em geral, passos de otimização maiores pro-
duzem imagens que, quando transformadas pela rede, apresentam uma estrutura global
próxima da imagem alvo, porém sem muita definição, enquanto passos de otimização
menores resultam em imagens cujas transformações possuem detalhes com melhor defi-
nição, mas apresentam artefatos globais consideráveis. Exemplo de como o tamanho de
passo influencia o resultado da visualização são apresentados nas figuras 22 e 23.

A visualização por inversão da rede pode fornecer informações importantes sobre o
que foi aprendido pela rede. Uma das características da otimização por gradiente descen-
dente é que ela só considera as características da entrada que tem influência no resultado
final. Deste foram, é possível ter uma ideia de quais features a rede utiliza como base
para tomar decisões. A inversão da rede também pode mostrar quais são as entradas
“preferidas pela” rede, ou seja, o tipo de entrada ao qual a rede esta melhor adaptada.

Todos os resultados de visualização por inversão da rede apresentados neste trabalho
foram obtidos utilizando um tamanho de passo de 10−4. Este valor foi escolhido porque,
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(a) Tamanho de passo: 10−3

(b) Tamanho de passo: 10−4

(c) Tamanho de passo: 10−5

Figura 22: Resultados da visualização por inversão da rede para uma rede de dehazing,
utilizando diferentes tamanhos de passo. Da esquerda para a direita, a imagem alvo, o
resultado da otimização, e a saída da rede para o resultado da otimização. Em todos os
casos foram utilizados os mesmos métodos de regularização: aplicação de filtro Gaussi-
ano de raio 1 a cada 4 iterações e normalização de gradiente por pirâmide Laplaciana de
5 níveis. Em (a), a saída da rede para o resultado da otimização apresenta uma estrutura
global próxima da imagem alvo, porém baixa definição. Em (b), a saída da rede apresenta
uma melhor definição, porém alguns artefatos podem ser observados, principalmente no
canto superior esquerdo da imagem. Em (c), a saída da rede apresenta artefatos con-
sideráveis e uma aparência desfocada, possivelmente provocada por uma regularização
excessivamente forte.
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(a) Tamanho de passo: 10−3

(b) Tamanho de passo: 10−4

(c) Tamanho de passo: 10−5

Figura 23: Resultados da visualização por inversão da rede para uma rede de dehazing,
utilizando diferentes tamanhos de passo. Da esquerda para a direita, a imagem alvo, o
resultado da otimização, e a saída da rede para o resultado da otimização. Em todos os
casos foram utilizados os mesmos métodos de regularização: aplicação de filtro Gaussi-
ano de raio 1 a cada 4 iterações e normalização de gradiente por pirâmide Laplaciana de
5 níveis. Em (a), a saída da rede para o resultado da otimização apresenta uma estrutura
global próxima da imagem alvo, porém baixa definição. Além disso, a toalha que deveria
ser verde tem a cor azul. Em (b), a textura da madeira pode ser vista com mais nitidez
e a cor da toalha é mais próxima da imagem alvo, porém alguns artefatos podem ser ob-
servados, principalmente no canto inferior direito da imagem. Em (c), a saída da rede
apresenta uma aparência mais suave, porém algumas regiões da imagem apresentam uma
coloração azulada.
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após alguns testes, considerou-se que em geral ele produz a melhor relação entre quali-
dade dos resultados e tempo necessário para a convergência. Os métodos de regularização
utilizados variam de acordo com a rede. Em algumas redes é necessária uma regulariza-
ção forte para evitar a ocorrência de ruído, enquanto em outras os melhores resultados são
obtidos quando a otimização converge sem nenhum tipo de normalização. A quantidade
de iterações necessárias para a convergência do processo de otimização também varia,
dependendo da rede e dos métodos de regularização utilizados.

4.2 Estudos de Caso

Nesta seção são apresentadas as arquiteturas de rede neural de transformação de ima-
gem estudadas neste trabalho. Estas arquiteturas estão relacionadas com problemas com-
plexos, como estimativa de mapa de profundidade, remoção de névoa e restauração de
imagens subaquáticas.

4.2.1 DehazeNet

Um dos passos mais importantes nos métodos tradicionais de restauração de imagens
degradadas por meios participativos é a estimativa do mapa da transmissão. Em [5] é pro-
posta a DehazeNet, uma Rede Neural Convolucional que realiza a estimativa do mapa de
transmissão de uma cena degradada por névoa através de uma única imagem de entrada.
Diferente do modelo apresentado em [5], que foi treinado para estimar a transmissão de
imagens com névoa, a rede visualizada aqui foi treinada para estimar a transmissão de
imagens subaquáticas.

4.2.2 RNC Multi-Escala de Restauração de Imagens Subaquáticas

Como o coeficiente de atenuação atmosférica normalmente é considerado constante
dentro de uma imagem, o mapa de transmissão está diretamente relacionado com o mapa
de profundidade. Uma arquitetura de RNC que realiza a estimativa do mapa de profun-
didade de uma imagem é proposta em [16]. Como esta arquitetura é capaz de estimar o
mapa de profundidade de uma imagem, é razoável se supor que ela também possa esti-
mar o mapa de transmissão de uma imagem subaquática. Como a estimativa do mapa de
transmissão é a etapa mais importante do processo de restauração de imagens subaquá-
ticas, também pode-se supor que a arquitetura em questão possa ser utilizada como uma
arquitetura de restauração end-to-end. Com base nestas suposições, uma versão modifi-
cada da arquitetura apresentada em [16] foi treinada para restaurar imagens subaquáticas.
Os resultados da visualização deste modelo são apresentados neste trabalho.
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4.2.3 RNC Residual de Estimativa de Profundidade

Em [37] é apresentada uma arquitetura residual de estimativa de profundidade capaz
de produzir resultados superiores aos da arquitetura multi-escala apresentada em [16].
Como a arquitetura em questão é diretamente baseada na rede de classificação ResNet-
50 [25], o seu estudo permite avaliar como uma mesma arquitetura se comporta quando
aplicada a problemas diferentes, levando assim a uma melhor compreensão da relação
entre os problemas de transformação de imagem e classificação.

4.2.4 Dehaze Resnet 12

Uma das arquiteturas utilizadas como estudo de caso neste trabalho é a Dehaze Res-
net 12, uma rede neural convolucional de remoção de névoa. A arquitetura da Dehaze
Resnet 12 é inspirada na rede de classificação ResNet-34 [25]. Existem, porém, algu-
mas diferenças importantes entre os dois modelos. No caso do problema de dehazing, a
saída esperada é uma imagem com a mesma resolução da imagem de entrada. Logo, é
importante que nenhuma informação presente na entrada seja perdida, e por esta razão a
arquitetura em questão não utiliza pooling ou qualquer outra operação de redução de di-
mensão. Como todos os feature maps da rede possuem a mesma resolução da imagem de
entrada, é necessária a redução do número de feature maps em cada camada para manter
o tempo de processamento e o uso de memória em níveis razoáveis. Outra característica
da rede é que ela é muito mais rasa (possui menos camadas) que as arquiteturas que são o
estado da arte em classificação de imagens.

A rede é composta por blocos residuais semelhantes aos usados na arquitetura ResNet-
34. Em cada um desses blocos, a entrada passa por duas operações de convolução conse-
cutivas, ambas com 64 filtros de tamanho 3×3×64. Cada uma destas operações é seguida
de uma camada de normalização de batch, com uma conexão residual entre a entrada do
bloco e a saída da segunda camada de normalização de batch. Finalmente, a função de
ativação ReLu é aplicada à saída da conexão residual. Um diagrama dos blocos utilizados
é apresentado na Figura 24.

A rede propriamente dita possui a seguinte estrutura: A entrada é uma imagem de
tamanhoW ×H×3, sobre a qual se aplica uma operação de convolução com 64 filtros de
tamanho 7× 7× 3, seguida por uma camada de normalização de batch. Os feature maps

resultantes (chamados de conv1) passam por doze blocos residuais consecutivos (cujas
saídas são chamadas residual1-residual12). À saída do último bloco residual se aplica
uma convolução com três filtros de tamanho 7 × 7 × 64, resultando em uma imagem de
saída de tamanho W ×H × 3. Finalmente, aplica-se a função de ativação BReLU à saída
desta última camada convolucional. Um diagrama da arquitetura da rede é apresentado
na Figura 25. O resultado da aplicação desta arquitetura em algumas imagens reais é
mostrado na Figura 26.
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Figura 24: Arquitetura dos blocos residuais utilizados na rede Dehaze Resnet 12.
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Figura 25: Diagrama da arquitetura Dehaze Resnet 12.

4.2.4.1 Treinamento

Um dos principais problemas enfrentados no treinamento de redes de dehazing é a
aquisição de dados de treinamento. Capturar duas imagens da mesma cena, com e sem
névoa, sob as mesmas condições de iluminação é uma tarefa extremamente difícil. A
utilização de dados simulados, criados através da adição de névoa simulada a imagens
reais, é uma forma de contornar este problema. Para se adicionar degradação simulada
a uma imagem limpa são necessários o mapa de profundidade da cena, a luz ambiente
e o coeficiente de atenuação do meio. Para o treinamento da arquitetura Dehaze Resnet
12 é utilizado um conjunto de dados composto por pares de imagens RGB e seus res-
pectivos mapas de profundidade, além de um conjunto de imagens de turbidez, que são
patches extraídos de imagens reais que contém apenas regiões da imagem onde a trans-
missão é próxima de zero, utilizadas como referência para o cálculo da luz ambiente e
dos coeficientes de atenuação do meio. Estes dados são utilizados para simular imagens
com névoa de acordo com o modelo descrito na equação 2. O conjunto de dados de trei-
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Figura 26: Resultados da rede de remoção de névoa Dehaze Resnet 12. As imagens à
esquerda são as entradas da rede, as imagens à direita são o resultado da restauração.

namento utilizado é composto por 8732 patches de tamanho 224 × 224, extraídos dos
datasets NYU-Depth [61] e B3DO [31], e 4 imagens de turbidez, resultando em um total
de 34928 exemplos de treinamento possíveis. A rede é treinada utilizando o algoritmo
de otimização Adam com uma taxa de aprendizagem de 10−4, por 240 épocas, onde cada
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época consiste em 8732 exemplos de treinamento. A função de erro utilizada é a percep-

tual loss [32], baseada na camada conv22 da rede de classificação VGG16 [63]. A rede é
implementada utilizando framework tensorflow [1].

4.2.5 Underwater Resnet 12

A Underwater Resnet 12 é uma versão da Dehaze Resnet 12 destinada à restaura-
ção de imagens subaquáticas. As duas redes possuem exatamente a mesma arquitetura,
a diferença entre elas está no treinamento. As imagens de turbidez utilizadas no treina-
mento da Underwater Resnet 12 foram extraídas de imagens subaquáticas, o que da aos
dados simulados características parecidas com as de imagens capturadas alguns metros
abaixo da superfície do mar. A rede foi treinada com quatro imagens de turbidez, cada
uma contendo um tom de azul diferente. Uma outra diferença é que o conjunto de ima-
gens de treinamento foi incrementado com patches extraídos de imagens de ambientes
internos capturadas com o sensor Kinect 2.0, resultando em um total de 15021 pares de
treinamento e 836 pares de validação, cada um composto por uma imagem RGB e seu
respectivo mapa de profundidade. A rede foi treinada por 120 épocas, onde cada época
consiste em 15021 exemplos de treinamento. Com exceção destas diferenças, o processo
de treinamento é o mesmo utilizado na Dehaze Resnet 12. Alguns resultados da aplicação
da Underwater Resnet 12 em imagens subaquáticas reais são apresentados na Figura 27.
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Figura 27: Resultados da rede de restauração de imagens subaquáticas Underwater Resnet
12. As imagens à esquerda são as entradas da rede, as imagens à direita são o resultado
da restauração.



5 RESULTADOS

Neste capítulo são apresentados os resultados da aplicação de técnicas de visualização
de redes neurais nas arquiteturas selecionadas como estudo de caso. Todos os métodos de
visualização utilizados, assim como as arquiteturas de rede neural estudas, foram imple-
mentados com o framework tensorflow [1].

5.1 DehazeNet

A visualização por maximização da ativação foi aplicada a uma versão modificada da
arquitetura DehazeNet, treinada para estimar o mapa de transmissão de imagens subaquá-
ticas. Alguns dos resultados obtidos são apresentados na Figura 28.

Em praticamente todos os casos, a maximização da ativação gerou imagens muito se-
melhantes para todos os feature maps dentro de uma mesma camada da rede. A exceção
é o canal 9 da primeira camada, que é praticamente o oposto dos outros canais. Assim
como em [75], houve um aumento na complexidade dos padrões apresentados nas ca-
madas mais profundas. Apesar disto, não é possível identificar nos resultados nenhum
padrão que lembra alguma estrutura do mundo real. Uma característica comum à prati-
camente todos os resultados é a presença de um tom de cor magenta, com valores muito
altos no canal de cor vermelho. Isto pode significar que a rede considera a presença da cor
vermelha como um indicativo de alta transmissão, o que está de acordo com a suposição
apresentada em [8].

5.2 RNC Multi-Escala de Restauração de Imagens Subaquáticas

Técnicas de visualização foram aplicadas a uma versão modificada da arquitetura de
estimativa de profundidade apresentada em [16]. A principal diferença da rede estudada
aqui para a arquitetura original é que ela foi treinada para reconstruir imagens subaquáti-
cas. Os resultados da maximização da ativação de alguns de seus feature maps são apre-
sentados nas figuras 29 e 30. A visualização direta da ativação produzida por imagens de
treinamento nos feature maps da primeira camada convolucional da rede é apresentada
nas figuras 31, 32 e 33.
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Camada 1, canal 0 Camada 1, canal 9 Camada 2, canal 0

Camada 3, canal 0 Camada 4, canal 0 Camada 5, canal 0

Figura 28: Resultados da maximização da ativação das camadas convolucionais da arqui-
tetura DehazeNet. Esta figura é melhor visualizada em cores.
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Canal 7 Canal 31 Canal 57 Canal 63

Figura 29: Maximização da ativação dos feature maps da primeira camada convolucio-
nal da rede multi-escala de restauração de imagens subaquáticas. Esta figura é melhor
visualizada em cores.

Canal 6 Canal 8 Canal 11 Canal 30

Figura 30: Maximização da ativação dos feature maps de uma camada convolucional
intermediaria da rede multi-escala de restauração de imagens subaquáticas. Esta figura é
melhor visualizada em cores.

Os resultados mostram que existe uma grande variação entre os feature maps de uma
mesma camada. A visualização direta dos feature maps da primeira camada convolu-
cional apresentou diversas ativações diferentes para cada imagem de entrada, incluindo
algumas que indicam a presença detectores de bordas em diferentes orientações. A ma-
ximização da ativação produziu diferentes texturas de variadas cores na primeira camada
convolucional e padrões variados em uma camada mais profunda.
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Entrada Saída Ground Truth

Feature maps

Figura 31: Visualização direta dos feature maps da primeira camada convolucional da
rede multi-escala de restauração de imagens subaquáticas.
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Entrada Saída Ground Truth

Feature maps

Figura 32: Visualização direta dos feature maps da primeira camada convolucional da
rede multi-escala de restauração de imagens subaquáticas.
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Entrada Saída Ground Truth

Feature maps

Figura 33: Visualização direta dos feature maps da primeira camada convolucional da
rede multi-escala de restauração de imagens subaquáticas.
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5.3 RNC Residual de Estimativa de Profundidade

A estimativa do mapa de profundidade está diretamente relacionada com a estimativa
do mapa de transmissão, e consequentemente com as operações de dehazing e restauração
de imagens subaquáticas. Por este motivo, a rede de estimativa de profundidade proposta
em [37] é estudada aqui.

Os resultados da maximização da ativação de alguns canais da rede são apresenta-
dos na figura 34. Eles mostram diferentes padrões multicoloridos, que se tornam mais
complexos e diversificados com o aumento da profundidade na rede. Alguns destes pa-
drões lembram texturas presentes em ambientes internos, como madeira ou tecido, ou
até mesmo estruturas mais complexas. Não foram identificadas estruturas normalmente
observadas nos resultados da aplicação do método em redes de classificação, como de-
tectores de gatos, cachorros e flores. Isto sugere que o treinamento para estimativa de
profundidade foi capaz de sobrescrever os detectores de features de alto nível aprendidos
durante o pré-treinamento na tarefa de classificação.

A figura 35 mostra as 7 entradas de um conjunto de imagens composto por patches

extraídos dos datasets NYU-Depth [61] e B3DO [31] que produzem as maiores ativações
médias em alguns feature maps da rede. Em 35a, a maximização da ativação resulta em
uma textura que lembra madeira. Como esperado, as entradas que produzem as maiores
ativações neste feature map contém madeira ou texturas que parecem madeira. Em 35c,
a otimização resulta em um grid preto sobre um fundo branco, e a entrada que produz
a maior ativação média contém exatamente isto. As entradas que produzem as ativações
mais próximas também contêm estruturas similares e fundos predominantemente brancos.
Em 35d, a maximização da ativação resulta no que pode ser descrito como uma estante
marrom preenchida com livros amarelos, e 5 das 7 entradas que produzem as maiores
ativações contêm estantes com livros. Existem casos, porém, onde o resultado da ma-
ximização da ativação e as entradas que produzem as maiores ativações não têm quase
nada em comum. Um exemplo desta situação é apresentado em 35d, onde a otimização
resultou em uma imagem que lembra uma plantação, mas as entradas que produzem as
maiores ativações não contém nenhuma planta, o que é esperado, já que o dataset NYU-
Depth, usado nos experimentos e no treinamento da rede, é composto por cenas internas
e praticamente não contém imagens de plantas. Uma possível explicação para isto é que
este feature map em particular foi herdado do pré-treinamento na tarefa de classificação.
Outra possibilidade é que a aparência de planta do resultado da otimização é uma simples
coincidência.

Ainda não está claro como estes detectores de texturas e estruturas ajudam a rede a es-
timar a profundidade de uma cena. Uma possibilidade é a ocorrência de overfitting devido
à complexidade da arquitetura ResNet-50 e ao tamanho reduzido do dataset NYU-Depth.
A rede pode ter aprendido que, no conjunto de treinamento, cada textura ou estrutura
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Figura 34: Resultados da maximização da ativação da rede de estimativa de pro-
fundidade proposta em [37]. Cada linha mostra alguns canais de uma mesma ca-
mada. As camadas são, de cima para baixo: pool1, res2a_relu, res2b_relu, res2c_relu,
res3a_relu, res3b_relu, res3d_relu, res4b_relu, res4c_relu, res4d_relu, res4e_relu,
res4f_relu, res5a_relu, res5b_relu e res5c_relu. Esta figura é melhor visualizada digi-
talmente, em cores e com zoom.
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(a) camada res2a_relu, canal 224

(b) camada res4d_relu, canal 236

(c) camada res4e_relu, canal 525

(d) camada res4f_relu, canal 650

Figura 35: Entradas que produzem as maiores ativações médias em alguns feature maps
da rede de estimativa de profundidade proposta em [37]. Em cada linha a imagem mais à
esquerda é o resultado da maximização da ativação, as outras imagens são as 7 entradas
que produzem as maiores ativações médias.

particular sempre ocorre na mesma profundidade.
Os resultados mostram que alguns feature maps permanecem praticamente inaltera-

dos através de muitas camadas da rede, como mostrado na figura 36. A provável causa
deste fenômeno é a presença de conexões residuais, que são ligações diretas entre canais
correspondentes de camadas diferentes. Também existem casos onde um feature map “de-
saparece” (a maximização da ativação do canal resulta em uma imagem completamente
preta) em uma camada e reaparece praticamente inalterado na próxima.

Figura 36: Alguns feature maps permanecem praticamente inalterados através de muitas
camadas. Da esquerda para a direita, resultados da maximização da ativação para o canal
81 das camadas res4a_relu, res4b_relu, res4c_relu, res4d_relu, res4e_relu e res4f_relu da
rede de estimativa de profundidade.

Pode-se observar que nas camadas finais o número de canais “mortos” (canais onde
a maximização da ativação resulta em uma imagem preta) aumenta drasticamente. Na
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Figura 37: Resultados da maximização da ativação da camada res5c_relu da arquitetura
de estimativa de profundidade. Os resultados são apresentados na forma de um grid onde
cada imagem é o resultado de um canal diferente. Pode-se observar que em mais da
metade dos canais a otimização resulta em imagens completamente pretas. Esta figura é
melhor visualizada digitalmente, em cores e com zoom.

camada res5c_relu mais da metade dos feature maps estão “mortos”, como pode ser visto
na Figura 37. Nestes canais o gradiente da ativação média do feature map em relação à
imagem de entrada fica em zero e a otimização nunca sai da imagem inicial. A razão mais
provável para este comportamento é a ausência de conexões ativas entre a imagem de
entrada e os feature maps em questão. Isto pode ser considerado como um sinal de que o
número de feature maps nas camadas mais profundas é muito grande para este problema
em particular, pelo menos com o conjunto de treinamento utilizado.

A visualização por inversão da rede desta arquitetura não produziu nenhum resultado
significativo. Varias combinações de parâmetros foram testadas, mas nenhuma delas foi
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capaz de produzir imagens com características reconhecíveis ou com mapas de profundi-
dade parecidos com o da imagem alvo. Foram realizados vários testes, utilizando como
imagem alvo diferentes mapas de profundidade obtidos através da aplicação da rede neu-
ral a imagens de ambientes internos extraídas do dataset NYU-Depth. Em todos os ca-
sos, o processo de otimização resultou em imagens sem estrutura global, compostas por
padrões em forma de onda. A estimativa do mapa de profundidade destas imagens nor-
malmente é uma imagem sólida, com um único valor uniforme, que não lembra em nada
o mapa de profundidade utilizado como imagem alvo. Estes resultados não fornecem
nenhuma informação que pode ser utilizada para compreender como a rede realiza a es-
timativa do mapa de profundidade, e, por isto, não são apresentados neste trabalho. Uma
possível explicação para o comportamento apresentado é que, devido ao tamanho da ar-
quitetura da rede e à complexidade do problema, a otimização sempre acaba convergindo
para um mínimo local “ruim”.

5.4 Dehaze Resnet 12

Os resultados da aplicação da maximização da ativação na arquitetura Dehaze Resnet
12 são apresentados nas figuras 38, 39, 40, 41, 42, 43, 44, 45, 46, 47, 48, 49 e 50. Em
comparação com redes de classificação, os resultados da otimização apresentam menor
complexidade e diversidade. Os resultados das três primeiras camadas mostram uma boa
diversidade de cores, porém com o aumento da profundidade todos os feature maps co-
meçam a tomar a mesma forma: padrões de cor ciano claro com formas quadradas ou re-
tangulares sobre um fundo cinza. Esta uniformidade sugere que todos estes feature maps

são redundantes, e as formas retangulares sugerem a presença de detectores de bordas. A
visualização direta das entradas que produzem as maiores ativações médias nestes feature

maps parece confirmar esta teoria. As camadas iniciais apresentam boa diversidade, com
alguns feature maps sensíveis a cores específicas, alguns sensíveis a bordas horizontais, e
outros sensíveis a bordas verticais. Nas camadas mais profundas, porém, a grande maioria
dos feature maps são, aparentemente, detectores de bordas. Para quase todos os canais da
camada residual12 as imagens que produzem as maiores ativações médias são as mesmas.
As características em comum entre estas imagens são a predominância da cor branca e a
presença de muitas bordas. As ativações produzidas por estas imagens nos feature maps

da última camada oculta destacam as suas bordas, principalmente as verticais. As en-
tradas que produzem as maiores ativações médias em alguns feature maps de diferentes
camadas são apresentadas na Figura 51.

Na Figura 52 é apresentada a visualização direta das ativações dos canais 20, 32, 40
e 58 da última camada oculta da Dehaze Resnet 12 para uma imagem com névoa real.
Apesar de estes canais apresentarem as maiores ativações com os mesmos patches do
conjunto de treinamento e de seus resultados de maximização da ativação serem muito
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Figura 38: Resultados da maximização da ativação da camada conv1 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada ima-
gem é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente,
em cores e com zoom.

parecidos, neste caso as suas ativações são muito diferentes. As ativações do canal 58
coincidem perfeitamente com as bordas da imagem, e estão concentradas na região mais
próxima da câmera, onde existe menos névoa e o contraste é maior. As ativações do canal
20, por outro lado, estão concentradas na região onde existe uma maior intensidade de
névoa, mas não incluem a região do céu. As ativações do canal 32 parecem representar
a intensidade do componente de backscatter, incluindo as regiões de céu. O canal 40
parece detectar a cor branca, mas também é sensível a bordas. Estes resultados mostram
que a redundância nas últimas camadas pode não ser tão grande quanto a maximização da
ativação e a visualização das entradas que produzem as maiores ativações podem sugerir,
e que feature maps que apresentam ativações muito parecidas em alguns casos podem
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Figura 39: Resultados da maximização da ativação da camada residual1 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.

apresentar ativações completamente diferentes em outros.

Uma possível explicação para a presença de tantos detectores de bordas na rede é que
eles sejam utilizados como estimativa de contraste. Se este for o caso, a rede pode estar
utilizando o contraste local pra estimar a transmissão, como ocorre em [68], e utilizando
esta estimativa para determinar o quão vivas devem ser as cores na imagem de saída.
Esta teoria explica as manchas presentes nos resultados apresentados na Figura 26, pois
variações no contraste local podem produzir diferentes estimativas de transmissão para
pontos que estão na mesma profundidade e possuem a mesma cor.

Apesar de ter sido treinada com um conjunto de treinamento semelhante ao da rede de
estimativa de mapa de profundidade apresentada em [37], a Dehaze Resnet 12 apresenta
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Figura 40: Resultados da maximização da ativação da camada residual2 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.

muito menos diversidade e complexidade em seus feature maps. Uma possível explicação
para isto é que o treinamento da Dehaze Resnet 12 foi inicializado com pesos aleatórios,
enquanto a rede de estimativa de profundidade foi inicializada com os pesos de uma rede
de classificação treinada com o conjunto de dados do ILSVRC [56]. Isto sugere que um
pré-treinamento com um conjunto de dados maior, mesmo que em um problema dife-
rente, pode ajudar a rede a desenvolver estratégias alternativas para resolver um mesmo
problema, o que a torna mais robusta.

Inicialmente, a complexidade dos feature maps presentes na rede aumenta de acordo
com a profundidade da camada, porém a partir de um certo ponto ocorre uma estagnação.
Isto sugere que a adição de mais camadas à rede não traria nenhum benefício. Ainda, estes
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Figura 41: Resultados da maximização da ativação da camada residual3 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.

resultados sugerem que talvez seja possível remover algumas camadas sem nenhum im-
pacto negativo na qualidade da restauração. Nas camadas finais, muitos dos feature maps

aparentemente possuem a mesma função. Esta redundância, teoricamente, torna a rede
menos eficiente sem proporcionar nenhum benefício à qualidade dos resultados. Desta
forma, a redução do número de canais nas camadas finais da arquitetura aparentemente
é uma alternativa viável para a redução do tempo de teste que não prejudica a qualidade
dos resultados.

Os resultados da visualização por inversão da rede são apresentados na Figura 53.
Mesmo sem nenhum tipo de regularização, a inversão da rede produziu resultados que
lembram muito uma versão com névoa da imagem alvo. O nível de ruído produzido nos
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Figura 42: Resultados da maximização da ativação da camada residual4 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.

resultados da otimização pode ser considerado baixo, e deve-se em parte ao ruído pre-
sente nas imagens originais. Todos os patches utilizados como imagem alvo pertencem
ao conjunto de validação, e logo não foram utilizados no treinamento da rede. A utilização
de patches do conjunto de treinamento tende a produzir resultados ainda melhores. Na
maioria dos casos apresentados a restauração do resultado da otimização é praticamente
impossível de se diferenciar da imagem alvo. Em geral os resultados da otimização apre-
sentam baixo contraste, enquanto a restauração destas imagens é praticamente perfeita, o
que indica que a rede pode restaurar imagens com grande quantidade de turbidez, pelo
menos quando estas imagens são parecidas com as utilizadas durante o treinamento. Os
resultados da otimização possuem coloração acinzentada, mesmo nas regiões onde a ima-
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Figura 43: Resultados da maximização da ativação da camada residual5 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.

gem alvo é branca. Isso indica que a rede espera névoa de cor cinza escura. Logo, pode-se
esperar que a restauração não apresente bons resultados quando a turbidez possui uma cor
diferente, como branco. Uma possível solução para este problema seria treinar a rede com
névoa mais clara ou com níveis de turbidez mais baixos.
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Figura 44: Resultados da maximização da ativação da camada residual6 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.
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Figura 45: Resultados da maximização da ativação da camada residual7 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.
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Figura 46: Resultados da maximização da ativação da camada residual8 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.
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Figura 47: Resultados da maximização da ativação da camada residual9 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.
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Figura 48: Resultados da maximização da ativação da camada residual10 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.
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Figura 49: Resultados da maximização da ativação da camada residual11 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.
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Figura 50: Resultados da maximização da ativação da camada residual12 da arquitetura
Dehaze Resnet 12. Os resultados são apresentados na forma de um grid onde cada imagem
é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente, em
cores e com zoom.
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(a) camada conv1, canal 07 (b) camada residual1, canal 12

(c) camada residual2, canal 14 (d) camada residual3, canal 06

(e) camada residual6, canal 48 (f) camada residual8, canal 37

(g) camada residual10, canal 02 (h) camada residual12, canal 63

Figura 51: Visualização de alguns feature maps da rede Dehaze Resnet 12. Acima, os
patches do conjunto de treinamento que produzem as maiores ativações médias no feature
map. Abaixo, as respectivas ativações. Esta figura é melhor visualizada em cores.
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(a) entrada (b) resultado da restauração

(c) ativação no canal 20 da camada residual12 (d) ativação no canal 32 da camada residual12

(e) ativação no canal 40 da camada residual12 (f) ativação no canal 58 da camada residual12

Figura 52: Visualização direta das ativações produzidas por uma entrada em alguns fea-
ture maps da última camada da rede Dehaze Resnet 12.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

(i) (j)

(k) (l)

Figura 53: Resultados da visualização por inversão da rede para a arquitetura Dehaze
Resnet 12. Todos os resultados foram gerados com inicialização em imagem cinza, passo
de otimização de 10−4 e 50 mil iterações. Não foi utilizado nenhum tipo de regularização.
Em cada item são apresentados, da esquerda para direita, a imagem alvo, o resultado
da otimização e a saída da rede para o resultado da otimização. Esta figura é melhor
visualizada em cores.
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5.5 Underwater Resnet 12

Os resultados da aplicação da maximização da ativação na arquitetura Underwater
Resnet 12 são apresentados nas figuras 54, 55, 56, 57, 58, 59, 60, 61, 62, 63, 64, 65 e
66. Assim como na Dehaze Resnet 12, os resultados são padrões coloridos, com formas
abstratas, que não lembram nenhuma estrutura ou textura do mundo real. Na primeira
camada convolucional (Figura 54), os resultados são, em geral, bastante simples. Para a
maioria dos canais, a otimização resultou em uma imagem preta ou cinza escura no cen-
tro e com cores vivas nas bordas. A partir da camada residual1 (Figura 55) os resultados
se tornam mais complexos, apresentando diferentes cores e formas, incluindo padrões
retangulares e texturas que lembram ondas. As camadas seguintes não apresentam ne-
nhum aumento significativo na complexidade dos resultados. A diversidade, porém, vai
caindo com o aumento da profundidade das camadas na rede, até que nas camadas fi-
nais praticamente todos os canais apresentam resultados com cores e formas semelhantes,
assim como ocorre na Dehaze Resnet 12. Em comparação com a última camada oculta
da Dehaze Resnet 12 (Figura 50), os resultados da última camada oculta de Underwater
Resnet 12 (Figura 66) apresentam menos padrões retangulares e mais padrões em forma
de onda. Uma outra diferença está na cor dos resultados. Na rede de dehazing, os padrões
apresentados têm uma cor ciano claro, quase branco, enquanto na Underwater Resnet
12 eles são azuis. Esta diferença provavelmente está relacionada com a cor da turbidez
simulada utilizada durante o treinamento.

Os paches de treinamento com turbidez simulada que produzem as maiores ativações
em alguns feature maps da última camada oculta da Underwater Resnet 12 são apresen-
tados na Figura 67. Para a maioria dos canais, os resultados são muito parecidos com
os do canal 10 (67b), que aparentemente se especializou em detectar um tom específico
de azul. Outros canais (67c, 67e) parecem ter aprendido a detectar outras cores, tam-
bém relacionadas com a presença de turbidez. Alguns canais, como o canal 37 (67d),
parecem ser detectores de bordas que só funcionam em alguns tons de azul. As maiores
ativações do canal 07 (67a) apresentam a cor roxa, mas o que está sendo detectado, na
verdade, é a intensidade do canal de cor vermelho, como mostrado na Figura 68. Segundo
[8], em ambientes subaquáticos uma alta intensidade no canal vermelho indica uma alta
transmissão. Uma possível interpretação para estes resultados é que cada feature map da
camada residual12 estima o mapa de transmissão utilizando uma estratégia deferente, e
que todas estas estimativas são combinadas na camada de saída para dar origem à imagem
restaurada.

As ativações produzidas por uma imagem subaquática real em alguns canais da última
camada oculta da Underwater Resnet 12 são apresentadas na Figura 69. As ativações do
canal 10 parecem coincidir com as regiões da imagem onde existem cores associadas
à presença de turbidez. Isto corresponde aos resultados da visualização dos patches de
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entrada que produzem as maiores ativações no canal 10, apresentados na Figura 67b, que
mostram que o feature map é sensível à cor azul. As ativações do canal 15, por outro
lado, estão concentradas nas regiões da imagem onde a turbidez é menor. As ativações do
canal 37 destacam as regiões da imagem onde existe contraste entre cores claras e cores
escuras, o que está de acordo com os resultados apresentados na Figura 67d. As ativações
do canal 40 parecem confirmar que ele se trata de um detector de bordas.

Alguns resultados da visualização por inversão da rede para a Underwater Resnet 12
são apresentados na Figura 70. Para reduzir o nível de ruído, foi utilizada regularização
de gradiente por pirâmide Laplaciana. A utilização de regularização por filtro gaussiano
não foi necessária. Todos os patches utilizados como imagem alvo pertencem ao conjunto
de validação, e logo não foram utilizados no treinamento da rede. Na maioria dos casos,
a otimização resultou em imagens que lembram uma versão esverdeada da imagem alvo,
com contraste reduzido. Esta coloração verde é inesperada, já que a rede foi treinada
apenas com turbidez simulada de cor azul. Os resultados também apresentam, em média,
uma turbidez muito menor que a aplicada às imagens durante o treinamento. A razão disto
é que a otimização procura imagens cuja saída seja idêntica à imagem alvo, o que só é
possível em condições de baixa turbidez, já que quando a turbidez é muito alta a imagem
é degradada de uma forma que algumas características, como a intensidade do canal de
cor vermelho, não podem ser recuperadas. Em geral, os resultados da visualização por
inversão da sugerem que a rede funciona melhor em condições de baixa turbidez.
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Figura 54: Resultados da maximização da ativação da camada conv1 da arquitetura Un-
derwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada ima-
gem é o resultado de um canal diferente. Esta figura é melhor visualizada digitalmente,
em cores e com zoom.



101

Figura 55: Resultados da maximização da ativação da camada residual1 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 56: Resultados da maximização da ativação da camada residual2 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 57: Resultados da maximização da ativação da camada residual3 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 58: Resultados da maximização da ativação da camada residual4 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 59: Resultados da maximização da ativação da camada residual5 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 60: Resultados da maximização da ativação da camada residual6 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.



107

Figura 61: Resultados da maximização da ativação da camada residual7 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 62: Resultados da maximização da ativação da camada residual8 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 63: Resultados da maximização da ativação da camada residual9 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 64: Resultados da maximização da ativação da camada residual10 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 65: Resultados da maximização da ativação da camada residual11 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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Figura 66: Resultados da maximização da ativação da camada residual12 da arquitetura
Underwater Resnet 12. Os resultados são apresentados na forma de um grid onde cada
imagem é o resultado de um canal diferente. Esta figura é melhor visualizada digital-
mente, em cores e com zoom.
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(a) camada residual12, canal 07

(b) camada residual12, canal 10

(c) camada residual12, canal 18

(d) camada residual12, canal 37

(e) camada residual12, canal 47

Figura 67: Visualização de alguns feature maps da rede Underwater Resnet 12. Acima, os
patches do conjunto de treinamento que produzem as maiores ativações médias no feature
map. Abaixo, as respectivas ativações. Esta figura é melhor visualizada em cores.
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(a) camada residual12, canal 07

Figura 68: Acima, os patches limpos (sem turbidez simulada) do conjunto de treinamento
que produzem as maiores ativações médias no canal 07 da última camada oculta da rede
Underwater Resnet 12. Abaixo, as respectivas ativações. Esta figura é melhor visualizada
em cores.

(a) entrada (b) resultado da restauração

(c) ativação no canal 10 da camada residual12 (d) ativação no canal 15 da camada residual12

(e) ativação no canal 37 da camada residual12 (f) ativação no canal 40 da camada residual12

Figura 69: Visualização direta das ativações produzidas por uma entrada em alguns fea-
ture maps da última camada da rede Underwater Resnet 12.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 70: Resultados da visualização por inversão da rede para a arquitetura Underwater
Resnet 12. Todos os resultados foram gerados com inicialização em imagem cinza, passo
de otimização de 10−4 e 50 mil iterações. O único método de regularização utilizado foi
a normalização de gradiente por pirâmide Laplaciana. Em cada item são apresentados, da
esquerda para direita, a imagem alvo, o resultado da otimização e a saída da rede para o
resultado da otimização. Esta figura é melhor visualizada em cores.



6 CONCLUSÃO

Neste trabalho técnicas de visualização de redes neurais foram aplicadas a arquitetu-
ras destinadas à resolução de problemas de transformação de imagem. Foram utilizadas
como estudo de caso redes relacionadas aos problemas de estimativa de mapa de pro-
fundidade, remoção de névoa e restauração de imagens subaquáticas. A utilização dos
métodos de visualização permitiu um maior conhecimento sobre as redes aos quais eles
foram aplicados, mas não foi suficiente para que o funcionamento dos modelos em ques-
tão fosse compreendido por completo. Uma das razões disto é que a maioria das técnicas
utilizadas neste trabalho foi desenvolvida para redes de classificação de imagens, que é
um problema muito diferente dos problemas abordados aqui. Na tarefa de classificação a
rede precisa decidir a qual classe uma imagem pertence, o que pode ser feito com base na
presença ou na ausência de determinados features. Isto favorece o uso de técnicas como
a maximização da ativação, que mostra quais estruturas a rede aprendeu a detectar. No
caso das redes de transformação de imagem o resultado não necessariamente depende da
detecção de features, e por isto técnicas como a maximização da ativação e a visualização
das imagens que produzem as maiores ativações médias em cada feature map podem não
ser as mais indicadas para a compreensão destas redes.

Apesar das diferenças entre as duas classes de problemas, alguns problemas de trans-
formação de imagem podem ser tratados como problemas de classificação. No caso da
remoção de névoa, por exemplo, em teoria a rede poderia ser capaz de identificar certas
texturas através de meios turvos e, com base nos exemplos apresentados durante o treina-
mento, determinar a aparência destas texturas na ausência de turbidez. Esta abordagem é
utilizada na rede de colorização de imagens apresentada em [78], onde a colorização é ex-
plicitamente tratada como um problema de classificação densa, ou seja, a rede é treinada
para classificar cada pixel em classes que correspondem a intervalos no espaço de cor
CIE Lab. Porém, ao que tudo indica isto não ocorre nas redes de restauração estudadas
neste trabalho. Não existe nenhuma evidência de que as redes em questão aprenderam a
detectar texturas específicas.

Outra possibilidade é que as redes neurais realizem a restauração através de um pro-
cesso similar ao utilizado nos métodos tradicionais. Nas redes estudadas neste trabalho
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não foram encontrados feature maps com ativações similares ao mapa de transmissão da
imagem de entrada, utilizado na grande maioria dos métodos de dehazing e restauração de
imagens subaquáticas tradicionais. Ainda assim, é possível que as redes possuam estima-
tivas do mapa de transmissão distribuída através de diferentes feature maps. A arquitetura
Dehaze Resnet 12 possui muitos detectores de bordas nas suas camadas mais profundas.
Estes detectores de bordas podem estar sendo utilizados para estimar o contraste local,
que é utilizado como estimativa do mapa de transmissão em alguns métodos de restau-
ração, como [68] e [9]. A Underwater Resnet 12 possui feature maps especializados na
detecção de cores associadas à presença de alta turbidez, assim como um feature map

que detecta a intensidade da cor vermelha, que pode ser utilizada para estimar o mapa de
transmissão em ambientes subaquáticos [8].

Entre os métodos utilizados, a visualização por inversão da rede se mostrou o mais
eficiente, justamente por ter sido desenvolvido especificamente para redes de transforma-
ção de imagem. Este método mostra qual é a entrada necessária para se obter uma saída
específica. Desta forma, é possível identificar qual o tipo de entrada “preferido” da rede,
ou seja, para quais entradas a rede tende a apresentar os melhores resultados.

Apesar do conhecimento adquirido durante este trabalho, o funcionamento das redes
de dehazing e restauração de imagens subaquáticas utilizadas como estudo de caso ainda
não é completamente conhecido. Para uma melhor compreensão destes modelos é neces-
sário o desenvolvimento de métodos de visualização mais eficientes, que levam em conta
as características dos problemas de transformação de imagem.

Trabalhos futuros incluem o desenvolvimento de novos métodos de visualização, vol-
tados especificamente para arquiteturas de transformação de imagem, além de uma melhor
utilização dos métodos existentes. Outra possibilidade é a aplicação de métodos estatís-
ticos, como a avaliação da ativação média para diferentes tipos de entrada e análise de
componentes principais destas ativações. As técnicas apresentadas neste trabalho também
podem ser aplicadas a outros estudos de caso, como a rede de super-resolução apresen-
tada em [39]. Ainda, os métodos de visualização apresentados podem ser aplicados nos
discriminadores utilizados em Generative Adversarial Networks (GANs).
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APÊNDICE A ALGORITMOS DE REMOÇÃO DE NÉVOA

A.1 Restauração Baseada no Contraste

Em [68] é apresentado um método de dehazing para imagens capturadas ao ar livre,
durante o dia. O método apresentado necessita apenas de uma única imagem como en-
trada, e pode ser aplicado a imagens coloridas ou em escala de cinza. O método é baseado
em duas observações básicas: primeiro, imagens limpas (sem degradação) têm um maior
contraste em relação a imagens degradadas por neblina; segundo, a luz ambiente cuja
variação depende principalmente da distância tende a ser uniforme. Essas duas observa-
ções são utilizadas para desenvolver uma função de energia de um Campo aleatório de
Markov (CAM) [34], que pode ser otimizada por várias técnicas, como corte de grafos e
propagação de crença.

Dada uma imagem de entrada, o primeiro passo do método é estimar a luz atmosfé-
rica, da qual se pode obter a cromaticidade da luz. Essa cromaticidade é usada para se
remover a cor da luz atmosférica da imagem de entrada. O próximo passo é o cálculo
de um custo de dados (data cost) e um custo de uniformidade (smoothness cost) para
cada pixel. O custo de dados é calculado com base no contraste de um pequeno patch da
imagem de entrada. O custo de uniformidade é calculado da diferença dos labels de dois
pixels vizinhos, onde os labels são idênticos aos valores de luz ambiente. Os custos de
dados e de uniformidade são utilizados para construir CAMs completos que podem ser
otimizados usando métodos de inferência existentes, o que produz os valores estimados
de luz ambiente. Com base nesta estimativa da luz ambiente é possível calcular a atenu-
ação direta, que representa a cena com visibilidade aprimorada. O objetivo deste método
não é recuperar as cores originais da imagem, e sim produzir uma imagem com maior
contraste, o que melhora a visibilidade.

O método apresentado foi capaz de recuperar grande parte do contraste em algumas
imagens capturas em condições de neblina intensa, tornando possível a visualização de
detalhes que são quase imperceptíveis nas imagens originais, como pode ser observado
na Figura 71. Apesar disso os resultados não são perfeitos. As imagens produzidas por
este método costumam apresentar artefatos, além de uma saturação de cores maior do que
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Figura 71: Resultado do método de dehazing proposto em [68].

a das imagens capturadas em condições atmosféricas ideais. A supersaturação das cores
ocorre porque o método tende a subestimar a transmissão [23].

A.2 Dark Channel Prior

Dark channel prior [23] é uma suposição sobre as características de imagens naturais
que pode ser utilizada na restauração de imagens capturadas em condições de neblina. A
dark channel prior (DCP) é baseada na observação que, em imagens de cenas exteriores
capturadas em dias claros, em cada patch que não faz parte do céu pelo menos um canal de
cor tem uma intensidade muito baixa em alguns pixels. Em outras palavras, a intensidade
mínima nestes patches tem um valor muito baixo. Formalmente, para uma imagem J,
define-se:

Jdark (x) = min
c∈{r,g,b}

(
min
y∈Ω(x)

(J c (y))

)
,

onde J c é um canal de cor de J e Ω (x) é um patch local com centro em x. Segundo as
observações dos autores de [23], com exceção da região do céu, a intensidade de J c é
baixa e tende a ser zero se J é uma imagem ao ar livre sem degradação por névoa. Jdark é
chamado de dark channel, ou canal escuro, de J, e a observação descrita acima é chamada
de dark channel prior.

Segundo [23], as baixas intensidades no dark channel são causadas por três fatores: a)
sombras. Por exemplo, as sombras dos carros, prédios e o interior de janelas em paisagens
urbanas, ou as sombras de folhas, arvores e pedras em imagens do campo; b) objetos
ou superfícies coloridas. Qualquer objeto (como plantas verdes, flores vermelhas ou a
superfície azul da água) que tem um valor baixo em um dos canais de cor vai resultar
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em valores baixos no dark channel; c) objetos ou superfícies escuras. Por exemplo, uma
pedra ou um tronco de arvore. As imagens naturais ao ar livre normalmente são coloridas
e cheias de sombras, logo o dark channel destas imagens tende a ser muito escuro.

Para verificar a qualidade da dark channel prior os autores coletaram 5000 imagens
da internet, removeram manualmente a região do céu e calcularam o dark channel usando
um tamanho de patch de 15 × 15. 75% dos pixels de dark channel apresentaram o valor
zero em um dos canais, e em 90% dos pixels a intensidade foi menor que 25. Segundos
os autores estas estatísticas dão suporte à dark channel prior.

Por causa do componente aditivo da luz ambiente, uma imagem com névoa é mais
brilhante que uma versão sem névoa da mesma imagem onde a transmissão t é baixa.
Isso significa que o dark channel de uma imagem com névoa terá uma intensidade maior
nas regiões onde a névoa é mais densa. Visualmente, a intensidade do dark channel é
uma aproximação da espessura da névoa. Esta propriedade por ser utilizada para estimar
a transmissão e a luz atmosférica.

A.2.1 Estimativa da Luz Atmosférica

Uma forma de estimar a luz atmosférica L∞ é selecionar o pixel da imagem com maior
intensidade, como é feito em [68]. Esta abordagem, porém, é falha, já que em imagens
reais o pixel mais brilhante pode estar em um carro ou prédio branco. Uma abordagem
mais robusta é proposta em [23]. O primeiro passo desta abordagem é selecionar os top
0.1% pixels da imagem com o dark channel mais claro. Entre os pixels selecionados o
mais brilhante é escolhido como luz atmosférica. O pixel escolhido não necessariamente
é o pixel mais brilhante da imagem inteira.

A.2.2 Estimativa da Transmissão

Um método para a estimativa da transmissão através da dark channel prior é apresen-
tado em [23]. Neste método supõe-se que a luz atmosférica L∞ é conhecida. Também
supõe-se que a transmissão em um patch local Ω (x) é constante. Denota-se a transmissão
do patch por t̃ (x). A aplicação da operação de mínimo na equação 2 resulta em:

min
y∈Ω(x)

(Ic (y)) = t̃ (x) min
y∈Ω(x)

(J c (y)) +
(
1− t̃ (x)

)
Lc∞. (3)

A operação de mínimo é aplicada nos três canais de cor de forma independente. Esta
equação é equivalente a:

min
y∈Ω(x)

(
Ic (y)

Lc∞

)
= t̃ (x) min

y∈Ω(x)

(
J c (y)

Lc∞

)
+
(
1− t̃ (x)

)
. (4)
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Aplicando a operação de mínimo entre os três canais de cor na equação acima se obtém:

min
c

(
min
y∈Ω(x)

(
Ic (y)

Lc∞

))
= t̃ (x) min

c

(
min
y∈Ω(x)

(
J c (y)

Lc∞

))
+
(
1− t̃ (x)

)
. (5)

De acordo com a dark channel prior, o dark channel Jdark do sinal livre de névoa J deve
tender a zero:

Jdark (x) = min
c

(
min
y∈Ω(x)

(J c (y))

)
= 0. (6)

Como Lc∞ é sempre positivo, isso leva a:

min
c

(
min
y∈Ω(x)

(
J c (y)

Lc∞

))
= 0 (7)

A transmissão t̃ (x) pode ser estimada colocando-se a equação 7 na equação 5:

t̃ (x) = 1−min
c

(
min
y∈Ω(x)

(
Ic (y)

Lc∞

))
. (8)

minc

(
miny∈Ω(x)

(
Ic(y)
Lc
∞

))
é o dark channel da imagem normalizada Ic(y)

Lc
∞

, o que fornece
diretamente uma estimativa da transmissão.

A dark channel prior não é válida para as regiões da imagem que mostram o céu.
Felizmente, a cor do céu normalmente é muito similar à luz atmosférica L∞ nas imagens
com névoa e tem-se:

min
c

(
min
y∈Ω(x)

(
Ic (y)

Lc∞

))
→ 1, t̃ (x)→ 0,

nas regiões de céu. Como o céu está no infinito e tende a ter uma transmissão zero, a equa-
ção 8 trata tanto das regiões de céu quanto das outras regiões. Não existe a necessidade
de separar as regiões de céu previamente.

Na prática, nem mesmo nos dias claros a atmosfera está completamente livre de par-
tículas, e por isso o efeito de névoa sempre pode ser observado a longas distâncias. A
remoção completa da névoa resulta em imagens com uma aparência não natural e pro-
voca a perda da sensação de profundidade. Por essa razão pode-se optar por manter uma
pequena quantidade de névoa na imagem para objetos distantes através da introdução de
um parâmetro constante ω (0 < ω ≤ 1) na equação 8:

t̃ (x) = 1− ωmin
c

(
min
y∈Ω(x)

(
Ic (y)

Lc∞

))
. (9)

Uma propriedade desejável desta modificação é que ela mantém mais névoa para objetos
distantes. O valor de ω depende da aplicação. O valor usado em [23] é 0.95.

Os mapas de transmissão gerados com este método são relativamente bons, mas con-
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tém alguns efeitos de bloco, que ocorrem porque a transmissão nem sempre e constante
dentro de um patch [23]. Para amenizar estes efeitos o mapa de transmissão resultante é
refinado com o algoritmo soft matting [40].

A.2.3 Relação com o Problema de Matting

O problema de matting consiste na extração do objeto que está em primeiro plano
em uma imagem. Os métodos de matting recebem como entrada uma imagem I, que é
composta por uma imagem de primeiro plano F e uma imagem de fundo B. A cor do
pixel x é modelada como uma combinação linear das cores nas posições correspondentes
de F e B [40]:

I (x) = α (x)F (x) + (1− α (x))B (x) ,

onde α (x) é a opacidade do pixel no primeiro plano. Os algoritmos de matting, em
geral, buscam determinar o valor de α em todos os pontos da imagem, com base em uma
estimativa inicial fornecida pelo usuário.

Substituindo-se a cor do primeiro plano F pela radiância da cena J, a cor de fundo
B pela luz atmosférica L∞, e o termo de opacidade α pela transmissão t, a equação
resultante é:

I (x) = t (x)J (x) + (1− t (x))L∞ (x) .

Considerando-se a luz atmosférica L∞ como constante em todos os pontos da imagem,
esta equação é equivalente ao modelo de formação de imagens em meios participativos
descrito pela equação 2. Devido a esta semelhança entre os modelos, em [23] é proposta
a utilização do algoritmo soft matting [40] para refinar o mapa de transmissão inicial,
estimado através da dark channel prior.

O mapa de transmissão refinado é obtido através da execução do algoritmo soft mat-
ting com a imagem degradada I como imagem de entrada e o mapa de transmissão t̃ como
estimativa inicial de α. A matriz α resultante é equivalente a uma estimativa da transmis-
são da cena, que possui maior fidelidade às estruturas da imagem em relação à estimativa
inicial t̃. Um exemplo dos resultados deste processo é apresentado na Figura 72. A prin-
cipal desvantagem deste método é a alta complexidade do algoritmo soft matting, que
resulta em um longo tempo de execução e consequentemente impossibilita a sua aplica-
ção em tempo real [28]. Por esta razão, em muitos casos [28, 50, 79, 5] o soft matting é
substituído pelo algoritmo guided filter [24], que produz resultados comparáveis com um
custo computacional muito menor [50].

A.2.4 Recuperação da Radiância da Cena

Com o mapa de transmissão, a radiância da cena J pode ser recuperada de acordo com
a equação 2. Porém o termo de atenuação direta J (x) t (x) pode ser muito próximo de
zero quando a transmissão t (x) é próxima de zero. Nestes casos, a recuperação direta da
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Figura 72: Da esquerda para direita: A imagem de entrada, o mapa de transmissão es-
timado por DCP, o mapa de transmissão refinado por soft matting, o resultado final da
restauração. Fonte: [23].

Figura 73: Comparação entre os resultados de dehazing por contraste (meio) [68] e por
DCP (direita) [23].

radiância da cena J fica sujeita a ruído. Por essa razão a transmissão t (x) deve ser restrita
a um limite inferior t0, o que significa que uma pequena quantidade de névoa é mantida
nas regiões onde a neblina é mais intensa. Assim, a expressão final para recuperação da
radiância da cena e dada por:

J (x) =
I (x)− L∞

max (t (x) , t0)
+ L∞

Um valor típico para t0 é 0.1. O sinal J geralmente não é tão brilhante quanto a luz
atmosférica, e por isso as imagens restauradas com este método tendem a ficar escuras.

A.2.5 Resultados

Segundo os autores, o método apresentado é capaz de recuperar detalhes e cores vivas
até mesmo em regiões da imagem com névoa muito densa. Os mapas de profundidade
estimados são nítidos e consistentes com as imagens de entrada. Ao contrario da restaura-
ção baseada em contraste [68], que pode apresentar resultados com cores supersaturadas,
o método baseado na dark channel prior recupera as estruturas da imagem sem sacrificar a
fidelidade das cores. Uma comparação entre os resultados dos dois métodos é apresentada
na Figura 73. Uma desvantagem da restauração por DCP é que ela tende a superestimar a
transmissão [79], o que pode resultar em cores com baixa saturação.
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A.3 Atenuação de Cor

Em [79] é proposto um método de estimativa da transmissão baseado na atenuação
das cores em imagens degradas por névoa. O método é baseado na observação que em
uma imagem com névoa o brilho e a saturação variam bruscamente com a mudança na
concentração da névoa.

A explicação para esta variação, segundo [79], está no modelo de formação da imagem
degradada. Em uma condição de ausência de névoa, os elementos da cena refletem a
energia da fonte de iluminação (luz do sol, luz difusa no céu, luz refletida pelo solo), e
a maior parte desta energia chega até a câmera. Por essa razão as imagens capturadas ao
ar livre nestas condições geralmente apresentam cores vivas. Já em condições de neblina
a situação se torna muito mais complexa. A atenuação direta, causada pela redução da
energia refletida diretamente pela cena, produz uma baixa intensidade de brilho. Por outro
lado, a luz ambiente branca ou cinza, formada pelo espalhamento da iluminação ambiente,
aumenta o brilho e reduz a saturação. Como a luz ambiente exerce maior influência na
maioria dos casos, as regiões da imagem com névoa são caracterizadas por um alto brilho
e uma baixa saturação. Quanto maior a densidade da névoa, maior a influência da luz
ambiente. Isto permite que a diferença entre o brilho e a saturação seja utilizada para
estimar a concentração de névoa em cada ponto da imagem. Um exemplo desta situação
é apresentado na Figura 74.

A.3.1 Modelo Linear

Como a diferença entre o brilho e a saturação é uma representação aproximada da
concentração de névoa, o seguinte modelo linear é definido:

d (x) = θ0 + θ1v (x) + θ2s (x) + ε (x) , (10)

onde x é uma posição da imagem, d é a profundidade da cena, v é o componente de brilho,
s é o componente de saturação, θ0, θ1, θ2 são coeficientes lineares desconhecidos, ε (x) é
o erro aleatório do modelo, e ε pode ser considerada uma imagem aleatória. É usada uma
densidade Gaussiana para ε, com média 0 e σ2 variável. De acordo com a propriedade da
distribuição Gaussiana:

d (x) ∼ p
(
d (x) |x, θ0, θ1, θ2, σ

2
)

= N(θ0 + θ1v + θ2s, σ
2).

Os coeficientes θ0, θ1, θ2 e σ2 podem ser determinados através de um método de
aprendizado supervisionado. Os valores encontrados em [79] são θ0 = 0.121779, θ1 =

0.959710, θ2 = −0.780245 e σ = 0.041337.
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Figura 74: A concentração de névoa está positivamente correlacionada com a diferença
entre o brilho e a saturação. (a) Uma imagem com névoa. (b) Um patch com névoa densa
e o seu histograma. (c) Um patch com concentração moderada de névoa e seu histograma.
(d) Um patch livre de névoa e seu histograma. Fonte: [79].
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A.3.2 Estimativa da Profundidade

Com a estimativa dos coeficientes θ0, θ1 e θ2 é possível determinar o mapa de profun-
didade de uma imagem com neblina através da equação 10. Esse modelo, porém, pode
falhar em algumas situações particulares. Por exemplo, objetos brancos em uma imagem
normalmente têm altos valores de brilho e baixos valores de saturação, e por isso são
considerados pelo modelo como distantes. Esse erro na classificação pode provocar uma
estimativa de profundidade imprecisa em alguns casos. Para contornar este problema é
necessário considerar a vizinhança de cada pixel. Baseando-se na hipótese de que a pro-
fundidade e localmente constante, o mapa de profundidade é estimado como:

dr (x) = min
y∈Ωr(x)

d (y) ,

onde Ωr (x) é uma vizinhança de tamanho r × r com centro em x, e dr é o mapa de
profundidade com escala r. O mapa de profundidade resultante tende a ter um efeito de
blocos, dependendo do tamanho da vizinhança, e por isso precisa ser refinado. Isso pode
ser feito com o algoritmo guided filter [24], que é uma alternativa muito mais rápida ao
soft matting [40].

A.3.3 Estimativa da luz Atmosférica

O método utilizado para estimar a luz atmosférica utilizado em [79] é similar ao apre-
sentado em [23]. Com o mapa de profundidade já determinado, o primeiro passo é sele-
cionar os top 0.1% pixels com a maior profundidade correspondente. Dentre estes pixels
aquele que tem a maior intensidade na imagem degradada I corresponde à luz atmosférica.

A.3.4 Restauração da Cena

Com a profundidade da cena d é a luz atmosférica L∞ conhecidas, é possível estimar a
transmissão t de acordo com a equação 1 e recuperar a radiância da cena J com a equação
2. Por conveniência, a equação 2 pode ser reescrita como:

J (x) =
I (x)− L∞

t (x)
+ L∞ =

I (x)− L∞
e−βd(x)

+ L∞.

Para evitar a geração de muito ruído, a transmissão t (x) é restrita entre 0.1 e 0.9. Desta
forma a expressão final para restauração da radiância da cena J é dada por:

J (x) =
I (x)− L∞

min {max {e−βd(x), 0.1}}
+ L∞,

onde J é a cena livre de névoa que se deseja restaurar.

O coeficiente de espalhamento β representa a capacidade de uma unidade de volume
de atmosfera de espalhar a luz em todas as direções. Em outras palavras, β determina



135

indiretamente a intensidade da operação de dehazing. O use de um valor pequeno de β
leva a uma transmissão baixa, e o resultado correspondente contém névoa nas regiões mais
distantes. O uso de um valor de β muito grande pode resultar em uma superestimação da
transmissão. Desta forma, um valor de β moderato é necessário para o tratamento de
imagens com regiões de névoa densa. Na maioria dos casos β = 1.0 é suficiente [79].

A.3.5 Resultados

Um exemplo de restauração baseada na atenuação de cor é apresentado na Figura
75. Segundo os seus autores, o método proposto em [79] é superior a todos os outros
métodos de dehazing baseados em uma única imagem disponíveis na época, incluindo
os métodos baseados no contraste [68] e na dark channel prior [23]. Comparados aos
métodos existentes, a restauração baseada na atenuação de cor é livre de supersaturação,
principalmente nas regiões da imagem que contém objetos brancos.

A.4 Disparidade de Matiz

Em [2] é proposto um método de dehazing baseado na disparidade de matiz. O método
proposto busca generalizar a abordagem baseada na dark channel prior [23].

A.4.1 Detecção de Névoa

O algoritmo de detecção de névoa proposto em [2] é uma operação pixel a pixel,
desenvolvida com base na dark channel prior. O primeiro passo deste método é a criação
de uma imagem semi-inversa Isi (x) =

[
Irsi, I

g
si, I

b
si

]
. Esta imagem pode ser obtida através

substituição dos valores RGB de cada pixel x em uma operação de máximo entre o valor
inicial de cada canal de cor e o seu inverso:

Irsi (x) = max[Ir (x) , 1− Ir (x)]

Igsi (x) = max[Ig (x) , 1− Ig (x)]

Ibsi (x) = max[Ib (x) , 1− Ib (x)]

onde Ir (x), Ig (x) e Ib (x) representam os canais RGB do pixel x. Como esta operação
mapeia todos os pixels da imagem semi-inversa Isi no intervalo [0.5, 1], a renormalização
dos valores é necessária.

A razão para a disparidade de matiz são as características das imagens descritas pela
dark channel prior. Nas áreas livres de névoa pelo menos um canal é caracterizado por
valores pequenos, que serão substituídos pelo seu inverso pela operação. Nas regiões
de céu ou com névoa todos os canais possuem valores altos, e por isso a operação de
máximo irá resultar nos mesmos valores da imagem original. Desta forma, através da
comparação direta entre valores de matiz da imagem inversa e da imagem original, pode-
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Imagem degradada por névoa Mapa de profundidade

Mapa de transmissão Imagem restaurada

Figura 75: Restauração por Atenuação de Cor. Fonte: [79].
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se determinar os pixels que precisam ser restaurados mantendo-se uma aparência de cor
similar à original.

A operação de semi-inversão produz uma imagem onde as áreas com névoa são apre-
sentadas com contraste aumentado, enquanto as áreas não afetadas aparecem como o
inverso da imagem original. Para se identificar as regiões afetadas pela névoa, é calculada
a diferença entre os canais de matiz da imagem original I e da imagem inversa Isi. Os
pixels onde esta diferença é menor que um limite predefinido τ são marcados como pixels
com névoa. O valor de τ facilita a seleção dos pixels que apresentam um aspecto similar
tanto na imagem original quanto na imagem semi-inversa. O valor padrão utilizado em
[2] é τ = 10◦. Em [2] a imagem é convertida para o espaço de cor CIE L∗c∗h∗, onde a
informação de matiz é representada pelo canal h∗. Alguns exemplos de detecção de névoa
por disparidade de matiz são apresentados na Figura 76.

Segundos os autores, esta técnica simples é capaz de estimar as regiões afetadas por
névoa com precisão aceitável. Para checar a validade desta observação os autores coleta-
ram mais de 2400 imagens de ambientes ao ar livre da internet, todas capturadas durante
o dia, e as dividiram em três categorias: imagens sem céu livres de névoa, imagens de
céu e imagens com névoa. A variação de matiz destas imagens foi avaliada utilizando a
estratégia proposta. A conclusão principal foi que as imagens livres de neblina são carac-
terizadas por variações significantes de matiz na grande maioria dos pixels, enquanto nas
outras duas categorias a variação é consideravelmente menor.

A.4.2 Estimativa da Luz Atmosférica

Um método para determinação da luz ambiente é proposto em [2]. O primeiro passo
deste método é mascarar as regiões da imagem onde a névoa é mais espessa, o que é feito
com o mesmo método utilizado para determinar as regiões afetadas por névoa, porém com
a intensidade da imagem semi-inversa aumentada por um fator ξ (com um valor padrão
de ξ = 0.3). Nas imagens onde o céu está presente, a máscara resultante é na maior
parte composta pela região do céu, o que reduz o espaço de busca. A extração da luz
atmosférica L∞ é realizada através da determinação do pixel mais brilhante na região
positiva (não mascarada) da imagem. O valor de L∞ é extraído do pixel correspondente
na imagem original I.

A.4.3 Restauração em Camadas

Em [2] é proposto um método de restauração baseado em camadas, que busca pre-
servar a maior quantidade de detalhes possível mantendo uma velocidade de execução
suficiente para aplicação em tempo real. O algoritmo é inicializado com a criação de
várias novas imagens Ii, com i ∈ [1, k] e k camadas, nas quais se remove uma porção
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Figura 76: Detecção de névoa por disparidade de matiz. A primeira linha mostra a ima-
gem original degradada por névoa I. A segunda linha mostra a imagem semi-inversa Isi.
Na terceira linha, os pixels identificados como livres de névoa são marcados com uma
máscara azul. Nestas regiões, a intensidade da cor azul é proporcional à disparidade de
matiz. Fonte: [2].

crescente da constante de luz atmosférica L∞ da imagem inicial I:

Ii = I− ci · L∞,

com um fator de contribuição da luz ambiente ci que aumenta iterativamente. O parâmetro
ci é um valor escalar no intervalo [0, 1], cujo valor depende do número de camadas.

Após a aplicação da operação de detecção de névoa em Ii, apenas os pixels com um
valor de disparidade de matiz suficientemente baixo são marcados como parte da camada
Li. Na ausência de informação sobre a geometria da cena, a discretização da imagem em
k camadas distintas permite que sejam estimados os valores de ci que correspondem às
camadas de profundidade mais dominantes da cena. Por exemplo, quando a cena con-
tém dois objetos localizados em profundidades diferentes, o mapa de transmissão será
caracterizado por dois valores dominantes (já que a luz ambiente está correlacionada com
a distância). Por fim, estas camadas são unidas em uma única imagem composta, livre
de névoa. Para suavizar a transição entre as diferentes camadas, o número de camadas
extraídas k precisa ser de pelo menos 5, ou mais. Em [2] são usadas 5 camadas para ge-
ração dos resultados, com os valores de ci: [0.2;0.4;0.6;0.8;1]. Para se obter uma imagem
restaurada I0 as camadas são misturadas em uma ordem decrescente, de acordo com a
contribuição da luz ambiente. Para evitar o surgimento de artefatos indesejáveis, provo-
cados por pequenas descontinuidades, cada camada contribui para a próxima com uma
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pequena porcentagem, de acordo com a equação:

I0 =
k∑
i=1

XiLi,

onde o parâmetro escalar Xi é o peso da contribuição dos pixels da camada, que aumenta
exponencialmente de acordo com o número da camada.

A.4.4 Resultados

Segundos os autores, o método de estimativa apresentado é capaz de gerar máscaras de
detecção de névoa mais detalhadas que as geradas por métodos baseados em patch, como
[23]. Os autores também consideram que a restauração em camadas apresenta resultados
tão bons quanto ou melhores que as técnicas de dehazing concorrentes, sendo capaz de
restaurar a cena original, mantendo até mesmo pequenos detalhes, além de preservar a
cor dos objetos da cena. A principal vantagem deste método, porém, está no seu tempo
de execução. Uma implementação em CPU leva aproximadamente 0.013 segundos para
processar uma imagem de tamanho 600 × 800, o que permite a aplicação do método
em tempo real. A restauração baseada na disparidade de matiz é comparada com outros
métodos de remoção de névoa na figura 77.
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Imagem com neblina Disparidade de matiz Mapa de transmissão Contraste

DCP

Kratz & Nishino

Figura 77: Da esquerda para direita: a imagem degradada, restauração por disparidade de
matiz [2], estimativa de transmissão por disparidade de matiz, e os resultados correspon-
dentes obtidos pela restauração por contraste [68], DCP [23] e pelo método proposto em
[35]. Fonte: [2]



APÊNDICE B MÉTODOS DE RESTAURAÇÃO DE IMA-
GENS SUBAQUÁTICAS

B.1 Diferença Entre os Canais de Cor

Em [6] é proposto um método de estimativa da transmissão que explora o fato de que,
no meio aquático, a taxa de atenuação do canal de cor vermelho é maior do que a dos
canais verde e azul.

B.1.1 Estimativa da Transmissão

O método proposto realiza a estimativa da transmissão através da comparação da in-
tensidade máxima do canal de cor vermelho com a intensidade máxima dos canais verde
e azul, dentro de um pequeno patch da imagem. O primeiro passo é encontrar a diferença
entre a intensidade máxima do canal vermelho e a intensidade máxima dos outros canais:

D (x) = max
x∈Ω,c∈r

Ic (x)− max
x∈Ω,c∈{b,g}

Ic (x) .

Na equação acima, Ic (x) é um pixel x em um canal de cor c ∈ {r, g, b} da imagem, e Ω

se refere a um patch da imagem. Para se encontrar a transmissão estimada t̃, os valores
de D são ajustados de modo que a maior diferença entre os canais de cor, que representa
o ponto da imagem mais próximo do observador, tenha o valor de 1:

t̃ (x) = D (x) +
(

1−max
x

D (x)
)
.

Como o cálculo é realizado por patches, o resultado desta estimativa inicial é um mapa
de transmissão grosseiro, de baixa resolução. Assim como em [23], esta estimativa inicial
é refinada com o algoritmo soft matting [40], o que resulta em um mapa de transmissão
de melhor qualidade, mais fiel às estruturas da imagem.

Finalmente, para se manter uma aparência mais realista nos resultados e evitar a acen-
tuação do ruído nas regiões onde a degradação é mais intensa, utiliza-se um parâmetro ω
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para restringir a estimativa da transmissão a um limite inferior:

t̃ =

{
t̃ para t̃ ≥ ω

ω para t̃ < ω
.

Em [6], são utilizados valores de ω entre 0.75 e 0.95. O tamanho de patch Ω varia entre
20 e 60, dependendo do tamanho da imagem (imagens maiores requerem um tamanho de
patch maior).

B.1.2 Estimativa da Luz Ambiente

Para se estimar a luz ambiente L∞, encontra-se o pixel com a menor transmissão
estimada, que representa o ponto da imagem mais distante da câmera. A luz ambiente
estimada é dada pela cor da imagem nesta posição:

L̃∞ = I
(

arg min
x
t̃ (x)

)
.

Um requisito importante para a estimativa da luz ambiente é que a imagem contenha
uma região onde a névoa é completamente opaca, ou seja, o componente direto é zero.
Isto normalmente ocorre acima do horizonte, onde apenas a coluna de água é visível.

B.1.3 Resultados

Em [6] o método proposto é comparado com técnicas de regularização de histograma,
frequentemente utilizadas para aumentar o contraste de imagens. Segundo os autores,
o método apresentado é superior, sendo capaz de recuperar uma maior quantidade de
detalhes da imagem. O método também é testado em [13], onde em alguns casos apresenta
uma estimativa incorreta da luz ambiente, e em outros resulta em uma superestimação da
transmissão.

B.2 Underwater Dark Channel Prior

A dark channel prior é baseada na suposição de que nos pontos onde a profundidade
tende ao infinito, e consequentemente existe muita concentração de névoa, o valor mínimo
entre os três canais de cor é alto. Esta suposição, apesar de geralmente válida para imagens
degradadas por neblina ou fenômenos similares, não é verdadeira para imagens capturas
em meios subaquáticos. Devido à absorção desigual dos diferentes comprimentos de
onda, o canal de cor vermelho tende a apresentar valores baixos em diversas situações,
principalmente nas regiões da imagem onde a contribuição do componente direto é muito
pequena, e por isso normalmente domina o dark channel da imagem. Isso resulta na
superestimação da transmissão em muitos casos, como mostrado em [13]. Tendo em
vista este problema, em [13] é proposta a Underwater Dark Channel Prior (UDCP), uma
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Entrada DCP [23] UDCP [13] Diferença entre os canais
de cor [6]

Figura 78: Estimativa de transmissão de uma imagem subaquática por diferentes métodos.
Fonte: [13].

variação da DCP tradicional que leva em conta as características da propagação da luz em
meio aquático.

A UDCP faz uma estimativa da transmissão com base no mínimo entre os canais de
cor verde e azul, desconsiderando o canal de cor vermelho:

JUDCP (x) = min
y∈Ω(x)

(
min
c∈G,B

J c (y)

)
.

A constante de luz ambiente L∞ é estimada como equivalente à cor do ponto da imagem
com o maior valor no underwater dark channel. A transmissão t̃ é estimada como:

t̃ (x) = 1− min
y∈Ω(x)

(
min
c∈G,B

Ic (y)

Lc∞

)
.

Esta estimativa da transmissão é realizada por patches, o que resulta em um efeito de
blocos. Como proposto em [23], estes efeitos podem ser eliminados através da aplicação
de um algoritmo de matting, como soft matting [40] ou guided filter [24].

Em [13], a UDCP é comparada com outros métodos de restauração de imagens sub-
aquáticas, incluindo a aplicação direta da DCP e o método proposto em [6]. A UDCP
foi capaz de estimar corretamente a luz ambiente em todos os casos de teste, enquanto
os outros métodos falharam em alguns casos. A estimativa de transmissão através da
UDCP também apresentou resultados plausíveis em todos os casos de teste apresentados,
enquanto a DCP e o método de [6] falharam completamente em alguns casos. Uma com-
paração entre os diferentes métodos de estimativa de transmissão é apresentada na Figura
78.

B.3 Dark Channel Prior com Inversão do Canal Vermelho

Em [8] é proposta uma outra adaptação da Dark Channel Prior a ambientes subaquáti-
cos. O método proposto é baseado na suposição de que a presença da cor vermelha indica
uma alta transmissão. Esta suposição é válida apenas para imagens subaquáticas, já que
em imagens capturadas fora da água a luz ambiente costuma ter a cor branca, o que resulta
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em altos valores no canal vermelho quando a transmissão é baixa.

No método proposto, o cálculo do Dark Channel depende da cor predominante da
água, que pode ser determinada automaticamente através de uma análise de histograma.
O Dark Channel Jw é dado por:

Jw (x) =


min
y∈Ω(x)

(
min

(
J invR (y) , JB (y)

))
para azul

min
y∈Ω(x)

(
min

(
J invR (y) , JG (y)

))
para verde

min
y∈Ω(x)

(
min

(
J invR (y) , JG (y) , JB (y)

))
para ciano

onde o canal invR é dado por 1 − R. Com base em Jw, pode-se estimar a transmissão t̃
e recuperar a radiância J através do mesmo procedimento utilizado em [23].

B.4 Restauração por Veil Difference Prior

Em [9] é proposto um método para restauração de imagens capturadas em meios parti-
cipativos gerais. Ao contrário dos métodos de restauração anteriores, que foram desenvol-
vidos especialmente para restaurar imagens capturadas em um meio específico, o método
proposto pode ser aplicado a qualquer tipo de meio participativo, incluindo neblina, tem-
pestades de areia e água. No método proposto, a transmissão é obtida através da união de
duas estimativas diferentes: uma baseada no contraste, a outra baseada na Veil Difference

Prior.

B.4.1 Estimativa de Transmissão pela Veil Difference Prior

Em [9], é proposta a suposição de que a cor da imagem tende a ser mais próxima da
luz ambiente quando a imagem é afetada por turbidez.

Assumindo-se que todos os pixels de um patch Ω (x), com centro em x, tem a mesma
distância em relação à câmera, a transmissão é definida como:

tv (x) =

max
c∈{r,g,b}

(
max
y∈Ω(x)

(|Ic (y)− Lc∞|)
)

max
c∈{r,g,b}

(
max
y∈Ω(x)

(|J c (y)− Lc∞|)
) , (11)

onde a transmissão tv (x) pode ser interpretada como a perda de distinção entre a imagem
limpa J e a imagem turva I provocada pela luz ambiente L∞. Escolhe-se o pixel do canal
de cor onde existe a maior diferença, já que é ele que contém a maior quantidade de
informação. Esta expressão, porém, não pode ser utilizada diretamente, já que a imagem
limpa J não é conhecida.

Segundo os autores, imagens livres de névoa tendem a apresentar uma diferença sig-
nificativa para a luz ambiente em pelo menos um dos canais de cores. Com base nesta
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observação, a Veil Difference Prior é definida como:

max
c∈{r,g,b}

(
max
y∈Ω(x)

(|J c (y)− Lc∞|)
)

= max
c∈{r,g,b}

(max (1− Lc∞, Lc∞)) . (12)

De acordo com a Veil Difference Prior, a equação 11 pode ser reescrita como:

tv (x) =

max
c∈{r,g,b}

(
max
y∈Ω(x)

(|Ic (y)− Lc∞|)
)

max
c∈{r,g,b}

(max (1− Lc∞, Lc∞))
. (13)

Segundo [9], a Veil Difference Prior pode ser considerada uma generalização da Dark
Channel Prior [23]. Considerando-se a luz atmosférica como branco puro, L∞ = [1, 1, 1],
a equação 12 se torna max (1− J c (x)) = 1 para c ∈ {r, g, b}, que é equivalente à Dark
Channel Prior.

B.4.2 Estimativa de Transmissão por Contraste

Segundo [23], os histogramas das imagens onde existe muita turbidez tendem a apre-
sentar uma distribuição de valores em um intervalo reduzido, com uma grande concen-
tração ao redor da cor da luz ambiente. Isto significa uma redução no contraste global da
imagem. Com base nesta observação, supõe-se que o contraste de um patch da imagem
reduz proporcionalmente ao aumento da turbidez.

A estimativa de transmissão por contraste é definida por:

tc (x) =

max
c∈{r,g,b}

(
max
y∈Ω(x)

(Ic (y))− min
y∈Ω(x)

(Ic (y))

)
max

c∈{r,g,b}

(
max
y∈Ω(x)

(J c (y))− min
y∈Ω(x)

(J c (y))

) , (14)

esta relação representa a perda de contraste provocada pela turbidez. Como o contraste
da imagem limpa não é conhecido, pode-se supor que ele tem o maior valor possível:

max
c∈{r,g,b}

(
max
y∈Ω(x)

(J c (y))− min
y∈Ω(x)

(J c (y))

)
= 1. (15)

Isto é verdadeiro para alguns patches da imagem. Como este não é o único indicador
de transmissão, esta suposição é razoável neste caso [9]. Desta forma, a transmissão por
contraste é calculada como:

tc (x) = max
c∈{r,g,b}

(
max
y∈Ω(x)

(Ic (y))− min
y∈Ω(x)

(Ic (y))

)
. (16)
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B.4.3 Estimativa de Transmissão Final

O uso de um único indicador de transmissão, como a cor ou o contraste, é decisivo mas
não suficiente [9]. Por exemplo, não é possível saber se um pixel possui uma determinada
cor por influência da luz ambiente ou se aquela é a cor original da cena, da mesma forma
que não se pode saber se a ausência de contraste em um patch é característica da cena ou
foi provocada pela atenuação do meio.

Já quando um patch apresenta uma alta transmissão, os autores acreditam que esta
informação está relacionada com o sinal da imagem, e não com a luz ambiente. Desta
forma, considera-se que uma estimativa alta de transmissão tem uma menor probabilidade
de estar errada. Assim, a transmissão final é calculada como o máximo entre a transmissão
da Veil Difference Prior e a transmissão do contraste:

t (x) = max (tv (x) , tc (x)) .

Nos testes realizados, as duas metodologias de estimativa apresentaram contribuição
significativa para a transmissão final. A estimativa pela Veil Difference Prior apresen-
tou valores maiores nas regiões mais próximas da imagem, enquanto a transmissão nas
regiões intermediárias foi dominada pela estimativa por contraste.

B.4.4 Restauração da Imagem

O primeiro passo para a restauração da imagem é a estimativa da luz ambiente L∞.
Em [9], a luz ambiente é estimada através do algoritmo shades-of-gray [18]. As imagens
capturadas em meios participativos costumam apresentar ruído, que pode prejudicar a
estimativa da transmissão. Por esta razão, antes de se realizar a estimativa da transmissão
a imagem é filtrada com o algoritmo filtro bilateral [70], que tende a eliminar pontos de
alta frequência isolados sem afetar as bordas.

Com a luz ambiente L∞ conhecida, é possível estimar o mapa de transmissão através
do contraste e da Veil Difference Prior. Como em ambos os métodos a estimativa é reali-
zada por patches, o mapa de transmissão resultante tende a apresentar artefatos de bloco,
e por isso é refinado com o algoritmo soft matting [40], como proposto em [23].

Para se obter a imagem restaurada, isola-se a refletância ρ (x) na equação 2:

ρ (x) =
Ic (x)− Lc∞ + Lc∞t (x)

max (tc0, L
c
∞t (x))

,

onde o parâmetro tc0 é a transmissão mínima. Este parâmetro é utilizado para evitar a recu-
peração de ruído nas regiões da imagem onde praticamente não existe nenhuma informa-
ção a ser recuperada. São utilizados três parâmetros de mínimo, tr0, tg0 e tb0, normalmente
definidos entre 0.1 e 0.2.
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(a) Imagem de entrada (b) tv (x)

(c) tc (x) (d) Contribuições

(e) Transmissão refinada (f) Imagem restaurada

Figura 79: Resultados do método proposto em [9]. (a) A imagem de entrada. (b) Trans-
missão estimada por Veil Difference Prior. (c) Transmissão estimada pelo contraste. (d)
Contribuição de cada estimativa de transmissão para o resultado final, onde verde é tc (x)
e azul tv (x). (e) Transmissão refinada por soft matting. (f) A imagem restaurada. Fonte:
[9].

B.4.5 Resultados

O método proposto foi comparado com outros métodos de restauração, utilizando
imagens subaquáticas e cenas externas capturas em dias de neblina, obtendo desempenho
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de estado da arte na maioria dos casos de teste [9]. Uma vantagem do método proposto
em relação a outros métodos, como [13] e [8], é que ele é capaz de recuperar a cor original
da cena sem a necessidade da aplicação de técnicas adicionais, como balanço de branco.
Um exemplo de restauração por Veil Difference Prior é apresentado na Figura 79.


