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Resumo

A validacao dos resultados de agrupamento é uma questao importante na area de apren-
dizado de maquina e é essencial para o sucesso das aplicagoes relacionadas a agrupamento
de dados. No entanto, escolher o indice de validacao adequado para avaliar os resulta-
dos de um algoritmo de agrupamento especifico continua sendo um desafio. A qualidade
das particoes geradas por diferentes algoritmos de agrupamento pode ser avaliada utili-
zando diferentes indices com base em critérios externos ou internos. Um critério externo
requer que o particionamento ideal seja conhecido a priori para a comparacao com os
resultados de agrupamento. Ja o critério interno avalia os resultados de agrupamento
considerando apenas as propriedades do conjunto de dados. Neste trabalho, é proposta
uma metodologia para a escolha do indice interno de validagao de agrupamento mais
adequado, relacionando critérios externos e internos através de um modelo de regressao
linear aplicado sobre os resultados de algoritmos de agrupamento particionais e baseados
em densidade. Cada algoritmo foi aplicado sobre conjuntos de dados sintéticos que foram
gerados para este fim, usando diferentes configuragoes. Os resultados de agrupamento fo-
ram avaliados por diferentes indices com base em critérios internos e externos que geraram
a entrada para os modelos de regressao. A andlise destes modelos permitiu a inferéncia
do indice interno mais adequado para cada método de algoritmo de agrupamento. Por
fim, foi realizada uma validacao dos modelos encontrados utilizando conjuntos de dados
reais e sintéticos utilizados em outros trabalhos da literatura.

Palavras-chave: Avaliacao de Agrupamentos, Critérios de Validagao, Regressao Li-

near



Abstract

Validation of clustering results is an important issue in the context of machine learning
research and it is essential for the success of clustering applications. Choosing the ap-
propriate validation index for evaluating the results of a particular clustering algorithm
remains a challenge. The quality of partitions generated by different clustering algorithms
can be evaluated using different indices based on external or internal criteria. An external
criterion requires a partitioning of the data defined a priori for comparison with the clus-
tering results while an internal criterion evaluates clustering results considering only the
data properties. In this paper, we have proposed a methodology for selecting the most
suitable cluster validation internal index, relating external and internal criteria through a
linear regression model applied on the results of partitioning and density-based clustering
algorithms. Each algorithm was run over synthetic datasets generated for this purpose,
using different configurations. Clustering results were evaluated by different indices based
on internal and external criteria generating the input for regression models. The analysis
of these models allowed the inference of the most suitable internal index for each method
of clustering algorithm. Finally was performed a validation of the found models using
real datasets.

Keywords: Cluster Evaluation, Validation Criteria, Linear Regression.
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Capitulo 1

Introducao

Agrupamento é uma tarefa de mineracao de dados nao supervisionada baseada na simila-
ridade entre as instancias [TSKT06]. Segundo Chen et al. [CHY96|, o processo de agrupar
instancias fisicas ou abstratas em classes de instancias similares é chamado agrupamento
(clustering). Um grupo (cluster) é um subconjunto de instancias que podem ser tratadas
coletivamente [HKPO06]. Um algoritmo de agrupamento tem como objetivo maximizar a
similaridade intra grupo e minimizar a similaridade entre instancias inter grupo. Hoje
em dia, o agrupamento de dados é amplamente usado em diversas aplicagoes cientificas
ou organizacionais, tais como andalise de dados complexos, pesquisa de mercado, proces-
samento de imagem, teste de hipoteses, recuperacao de informacao, biologia, mineracao
de texto, marketing e descoberta de perfis [XW09].

Varios algoritmos de agrupamento foram propostos nas tltimas décadas [XWT05,
Ber06]. Eles podem ser classificados de acordo com o método utilizado para agrupar as
instancias. Em geral, segundo Han e Kamber |[HKP06|, os métodos podem ser classificados
em: particionais, baseados em densidade, hierarquicos e baseados em grade.

O método particional é baseado em centroide e busca encontrar a melhor particao das
n instancias em k grupos. Esta caracteristica exige que o usuario defina a priori o nimero
de grupos (k). O algoritmo de agrupamento mais comum que utiliza esse método é o k-
means [HWT9] que nao é adequado para a descoberta de agrupamentos com formas nao
convexas ou agrupamentos que resultem em grupos muito diferentes. Outros exemplos de
métodos particionais sdo k-medoids [KR87| e CLARANS |[NHO02].

O método baseado em densidade permite a identificacao de grupos de formatos ar-

15



CAPITULO 1. INTRODUCAO 16

bitrarios. Mais especificamente, esses métodos classificam como grupos as regides onde
h& o maior nimero de elementos (instancias) no espaco de dados que sdo, naturalmente,
separados pelas areas de baixa densidade, conhecidas como ruidos [HKP06|. Entre os al-
goritmos de agrupamento baseados em densidade destaca-se 0 DBSCAN [EKSX96]. Este
algoritmo requer dois parametros atribuidos pelo usuario: uma vizinhanca que é definida
pelo raio € e o niimero minimo de pontos MinPoints nesta vizinhanca.

No método hierdrquico as instancias sao decompostas na forma de arvore (dendo-
grama), dividindo-a recursivamente em conjuntos menores de instancias. Esta divisdo
pode ser feita de maneira aglomerativa (bottom-up) onde, cada instancia inicia em um
grupo, para depois serem unidos até que todos estejam em um tnico grupo ou que uma
determinada condigao seja satisfeita. Ou entdo, pode ser feita de maneira divisiva (top-
dow) que ao contrario da aglomerativa, as instancias iniciam todas em um tnico grupo e
a cada iteracao do algoritmo o grupo ¢é divido em um grupo menor, até que cada instan-
cia esteja em um tunico grupo ou uma condigao seja satisfeita. DIANA [KR09] e ROCK
[GRS99| sao exemplos de algoritmos hierarquicos [HKP06].

O método baseado em grade quantifica o espaco das instancias em um ntimero finito de
células que formam uma estrutura de grade em que todas as operacoes de agrupamento sao
realizadas. Um resumo dos varios outros algoritmos de agrupamento e suas caracteristicas
podem ser encontrados nos seguintes surveys [XW105, Ber06].

A validacao dos resultados é essencial para o sucesso de aplicacdes de agrupamento
[HBVO1]|. A qualidade das parti¢oes geradas por diferentes algoritmos pode ser avaliada
utilizando inspecao visual e diferentes indices baseados em critérios internos ou externos.
Devido a alta dimensionalidade e cardinalidade dos conjuntos de dados, geralmente a
inspecao visual se torna impraticavel. Critérios externos exigem conhecimento prévio das
classes de dados para comparacao com o particionamento resultante apos a aplicacao
de um algoritmo [XW09|. No entanto, a grande maioria dos problemas que exigem a
utilizacao de técnicas de agrupamento nao tem os dados rotulados a priori. Portanto, uma
forma usual de avaliar os resultados de agrupamento é utilizar indices baseados em critérios
internos, que consideram apenas as propriedades dos dados, procurando agrupamentos
com grupos compactos e bem separados [Facl1].

Diversos indices de validagao de agrupamento tém sido propostos na literatura [XW09,
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Ran71, FM83, DB79, Dun74, Rou87, BH75, VCH10, HL76]. Cada indice concentra-se em
uma propriedade particular das particoes, e muitos deles sao influenciados pelo impacto
do ruido, pela variacao da densidade, ou pela presenca de subgrupos. Nao é possivel
apontar um indice universalmente mais confiavel [LLX"10, VCH10]. Por este motivo,
permanece o desafio de escolher os indices apropriados para avaliar os resultados de um
algoritmo de agrupamento em especial [LLX*10].

Sendo assim, para ajudar neste processo de selecionar o indice interno de validacao de
agrupamento mais adequado, é proposta uma metodologia baseada na inducao de mode-
los estatisticos, que mostra a relagao entre os indices internos e externos. Foram adotados
modelos de regressao, onde cada indice externo é definido como o atributo alvo a ser
previsto, e os indices internos sao os atributos da regressao. Cada algoritmo foi executado
sobre conjuntos de dados sintéticos gerados para este fim, usando diferentes configuragoes.
Os resultados do agrupamento foram avaliados por diferentes indices internos e externos
gerando a entrada para os modelos de regressao. Os resultados dos experimentos mostram
que alguns indices internos tém uma relagao direta com indices externos e eles quantifi-
cam essa relacdo, como mostram os resultados da regressao. A analise dos modelos de
regressao permitiu a inferéncia dos indices internos mais adequados para cada algoritmo

de agrupamento.

1.1 Motivacao

O principal problema da maioria das abordagens de agrupamento é que a partir de um con-
junto de dados elas podem produzir diversos agrupamentos diferentes [zeng2002adaptive].
Com base nesta afirmativa surgem algumas questoes tais como: Qual resultado é o me-
lhor? Quanto se pode confiar no resultado gerado? Existe um resultado melhor do que
o resultado encontrado? E possivel combinar todos os resultados disponiveis para um
melhor entendimento dos dados?

Além disso, ha varios indices de validagao de agrupamento e definir qual indice é mais
apropriado para avaliar qual tipo de agrupamento nao é uma tarefa trivial. Dessa forma,
nesta dissertacao de mestrado é abordada uma metodologia para investigar as questoes

supracitadas.
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1.2 Objetivos

1.2.1 Objetivo Geral

O objetivo geral desta dissertacao é investigar a relacao entre critérios de validacao de
agrupamentos externos e internos. Desta maneira, é proposta uma metodologia baseada

na inducao de modelos estatisticos que mostram esta relacao.

1.2.2 Objetivos Especificos

e Gerar datasets com caracteristica de densidade e compacidade;
e Quantificar a relacao entre os indices externos e internos;

e Inferir qual(is) indice(s) interno(s) é/sdo mais adequado(s) para cada algoritmo de

agrupamento.

1.3 Justificativa

Atualmente existem diversos indices de validacao de agrupamento consolidados na litera-
tura. Estes indices sao muito titeis na pratica como uma medida quantitativa para avaliar
a qualidade dos agrupamentos [VCH10|. Estes indices possuem caracteristicas particu-
lares que podem fazer com que cada um deles seja capaz de superar outros em classes
especificas de problemas. Desta maneira, nao é possivel apontar um indice universalmente
mais confiavel [LLX"10, VCHI10|. Por este motivo, escolher os indices mais apropriados
para avaliar os resultados de um algoritmo de agrupamento em especial continua sendo

um desafio [LLX110].

1.4 Organizacao da Dissertacao

O restante do texto esta organizado da seguinte forma: o capitulo 2 apresenta a fun-
damentagao teodrica sobre agrupamento, critérios de validagao e regressao; o capitulo 3
relaciona alguns trabalhos ja publicados com o contetido desta dissertacao; a metodologia,

objetivo deste trabalho, é apresentada no capitulo 4; no capitulo 5 sao apresentadas as
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avaliagoes experimentais realizadas com base na metodologia; a validagao da metodologia
proposta sao apresentadas no capitulo 6; e por fim o capitulo 7 apresenta as consideracoes

finais desta dissertacao, com sugestoes para trabalhos futuros.



Capitulo 2

Fundamentacao Teoérica

Neste capitulo sao abordados conceitos relacionados ao desenvolvimento deste trabalho a
fim de facilitar a compreensao das caracteristicas contempladas pelas técnicas da litera-
tura e pelo trabalho proposto. A primeira se¢ao apresenta o conceito de algoritmos de
agrupamento, sua classificacao e os algoritmos utilizados neste trabalho. Uma série de
medidas que avaliam qualidade de um agrupamento sao apresentadas na secao 2.2. Por
fim, é apresentado o conceito de regressao descrevendo a técnica de regressao linear e o

algoritmo M5 que sao utilizados neste trabalho.

2.1 Algoritmos de Agrupamento

Os algoritmos de agrupamento existentes sao muitos e cada algoritmo utiliza uma deter-
minada estratégia para agrupar as instancias. Esses algoritmos podem ser classificados
por meio de diferentes aspectos. A classificacdo mais usual foi proposta por Jain et al.
[JME99], Os algoritmos sao classificados de acordo com o método adotado para definir os
grupos, ou seja, algoritmos hierdrquicos, particionais, baseados em grid ou baseados em

densidade.

2.1.1 K-Means

O algoritmo K-Means [HWT79] é classificado como particional. Tem como pardmetro de

entrada o ntimero de grupos k, que deve ser definido pelo usuario, o algoritmo particiona

20
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o conjunto de dados de n pontos em k grupos, formados de acordo com alguma medida
de distancia, tais como: Manhattan, Euclidiana, Chebyshev, etc [HBVO01|.

O algoritmo inicia definindo um conjunto de k centrdides para cada grupo. Esta selecao
pode ser feita aleatoriamente ou através de uma heuristica. Cada objeto é atribuido ao
centrdide mais proximo formando assim o conjunto de grupos inicial. O centroide de cada
grupo ¢ recalculado e este processo ¢é repetido até que os grupos estabilizem, ou seja, nao
haja mais alteracoes no grupo a que cada instancia pertence. O objetivo deste algoritmo é
minimizar a distancia entre cada objeto e o centroide do grupo ao qual pertence [HBVO01].
A descri¢ao do K-Means é apresentada no algoritmo 1. E a figura 2.1 demonstra as etapas

realizadas por este algoritmo.

Algorithm 1 K-Means

Entrada: Um conjunto de instancias, Numero de grupos k

Saidae: Uma particao de X em k grupos
Escolher aleatoriamente k instancias como centroides dos grupos
repita
para cada instancia x; € X e grupos Cj, j = 1,...,k faca
Calcular a distancia d(z;,7) entre z; e o centroide 7 do grupo
fim
para cada instancia x; faca
Associar z; ao cluster com centroide mais préoximo
fim
para cada grupo Cj, j = 1,....,k faca
Recalcular o centroide
fim

até nao haver mais alteracao na associacao dos objetos aos clusters;

A maior desvantagem deste algoritmo é a necessidade de se selecionar um ntamero de
grupos k previamente, o que exige que se saiba a priori quantos grupos tem o dataset
ou entao executar o algoritmo diversas vezes variando o valor de k£ até encontrar uma
particao ideal. Desta maneira entende-se que o valor de k é extremamente importante e

depende diretamente do algoritmo [BLIT7].
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Figura 2.1: Exemplo da execugao algoritmo K-means. (Extraida de [Cas09])

2.1.2 DBSCAN

Os algoritmos de agrupamento baseados em densidade tém como objetivo determinar
grupos com alta densidade de objetos separados por regioes de baixa densidade. Entre os
algoritmos baseados em densidade o DBSCAN [SEKX98| ¢ um dos mais conhecidos na
literatura possuindo uma complexidade O(n?) [EKSX96].

O DBSCAN utiliza o conceito de densidade baseada em centro, ou seja, a densidade
de um objeto z; é a quantidade minima de objetos em uma vizinhanca MinPoints deter-
minada por um raio Eps (¢) incluindo o proprio objeto.

Deste modo a densidade de um objeto tem forte dependéncia com o valor do (&)
definido como parametro. Isso mostra a importancia da escolha de bons valores para
parametrizar o algoritmo, o que na maioria das vezes nao ¢ uma tarefa trivial.

A abordagem baseada em centro classifica um ponto como: centro, limite ou borda e
ruido [TSKT06]. Um objeto é central se o nimero de vizinhos dentro de sua vizinhanga,

conforme uma funcao de distancia e Eps, ultrapassar um limite (MinPoints). Um objeto
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classificado como limite quando este nao é um objeto central, mas fica dentro da vizinhanca
de um objeto central. E um objeto é classificado como ruido quando nao é nem objeto
central nem objeto limite.

Para aplicacao do DBSCAN devem ser seguidos os seguintes passos conforme o al-
goritmo 2 [TSKT06]. A figura 2.2 demonstra um exemplo de aplicacio do algoritmo

DBSCAN.

Algorithm 2 DBSCAN
1 - Classificar todas as instancias como objetos do tipo: centro, limite ou ruido;

2 - Eliminar os objetos rotulados como ruido;

3 - Colocar uma aresta entre todos os objetos de centro que estejam dentro do Eps uns
dos outros;

4 - Tornar cada grupo de Objetos de centro um grupo separado;

5 - Atribuir cada objeto limite a um dos grupos dos seus objetos de centro associados;

(x)Ruide (+)Borda (e)interior Solugdo obtida

Figura 2.2: Classificacao de 3000 objetos de duas dimensoes pelo DBSCAN. (Extraida de
[KST09])

2.2 Critérios de Validagao

Uma das questoes mais importantes na analise de agrupamento ¢ a avaliacao dos re-

sultados para encontrar o particionamento que melhor se ajusta aos dados subjacentes
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[LLX*10]. Este procedimento é conhecido pelo termo de validagio de agrupamentos
[TSK*06] ou validade de grupos [HBVO01].

Dois critérios foram propostos para a validacao de agrupamento e selecao de um es-
quema ideal de agrupamento [BL96|: (i) compacidade - os membros de cada grupo devem
estar o mais proximo possivel uns dos outros; (ii) separacdo - os grupos devem ser am-
plamente espagados. Um indice de compacidade comum é a variancia [HKP06|, a qual
deve ser minimizada. A separacao pode ser medida por meio da distancia entre os centros
dos grupos ou entre os mais proximos ou mais distantes membros. Existem varios indices
de validacao de agrupamento diferentes que sao muito tteis como medidas quantitativas
para avaliar a qualidade da particoes dos dados.

Apesar de terem sido propostos varios indices, cada um é focado em um determinado
tipo de agrupamento, e eles nao podem lidar com alguns aspectos, tais como a variagao
de densidade ou ruido. Estas propriedades ou aspectos transformam cada indice aptos a
superar outros em classes especificas de problemas. Com base nos argumentos acima, es-
colher o indice de validacao mais adequado para avaliar os resultados de um agrupamento

continua sendo um desafio [VCH10].

2.2.1 Critérios Externos

Os indices externos sao normalmente utilizados para comparar os resultados de um agru-
pamento com uma parti¢do conhecida previamente [XW09|. Esta parti¢do pode refletir a
nossa intuicao sobre a estrutura dos dados, ser sugerida por um especialista ou entao ser
definida com base em uma correspondéncia entre os grupos encontrados e os rétulos ja
conhecidos.

Considere P uma particao previamente conhecida de um conjunto de dados X com n
pontos. C' é o resultado de um algoritmo de agrupamento aplicado sobre X. A avaliacao
de C por um indice externo é obtida comparando C' e P. Considerando-se um par de
pontos (z;,z;) € {X x X}|1 <i< n,1<j< n,pode-se calcular a frequéncias a, b, c e
d, que se referem a quatro casos diferentes com base em como z; e x; sao arranjados em

C e P [XWO09].

e a: frequéncia de pares z; e x; que pertencem ao mesmo grupo em C e mesma
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categoria em P;

e b: frequéncia de pares x; e x; que pertencem ao mesmo grupo em C' mas diferentes

categorias em P;

e c: frequéncia de pares x; e ; e pertencem a grupos diferentes em C' mas a mesma

categoria em P;

e d: frequéncia de pares z; e x; que pertencem a grupos diferentes em C' e diferentes

categorias em P;

Neste trabalho, foram utilizados os indices externos Jaccard [ XW09|, Rand |[Ran71] e
Fowlkes-Mallows [FM83|. Estes critérios sao baseados na frequéncia de pares de instancias
correta e incorretamente agrupados conforme os casos apresentados anteriormente.

A Fig. 2.3 apresenta um exemplo de uma particdo P em que todas as instancias
pertencem a mesma categoria (a) e o resultado de um agrupamento C' contendo 3 grupos
distintos (b), identificados pela cor dos pontos. As frequéncias para cada um dos quatro
casos sao: a = 15, b =0, ¢ = 40 e d = 0, conforme Tabela 2.1 que apresenta o calculo

das frequéncias. As proximas sub-secoes descrevem o conjunto de indices utilizados neste

trabalho.
8 —] . oo 8 — . oo
n _| o0 _
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Figura 2.3: (a) Parti¢do P conhecida a priori. (b) Parti¢io C resultado do agrupamento.

Jaccard

O indice de Jaccard [ XW09| J ou coeficiente de similaridade de Jaccard é uma medida,

estatistica utilizada para comparar a similaridade e a diversidade entre conjuntos de dados.
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Tabela 2.1: Célculo das frequéncias dos casos para o exemplo da figura 2.3

X7 e x9), (x7 e x10), (x7 e x11), (x8 e x9),
x8 e x10), (x8 e x11)

Caso Par de Pontos Total

X (x1 e x2),(x1 e x3), (x1 e x4), (x2 e x3), (x3 e x4), e
(x9 e x10), (x9 e x11), (x10 e x11)

b 0
(x1 e x5), (x1 e x6), (x1 e x7), (x1 e x8), (x2 e x5),

. (x2 e x6), (x2 e x7), (x2 e x8), (x3 e xb), (x3 e x6), 10
(x3 e x7), (x3 e x8), (x4 e xb), (x4 e x6), (x4 ex 7),
(x4 e x8)
(x5 e x9), (x5 e x10), (x5 e x11), (x6 e x9), (x6 e x10),

4 (x6 e x11), 0
(
(

Este indice resulta em valores que variam no intervalo fechado [0,1]. J retorna um valor
perto de 0 quando aplicado em particoes diferentes e perto de 1 quando aplicado em

particoes similares. O indice Jaccard é definido pela equacao 2.1.

a
J=—" 2.1
a+b+c (2.1)

Para o exemplo da figura 2.3 o valor do indice de Jaccard é 0,27, conforme a equacgao
2.2, o que significa que ha uma baixa similaridade entre a particio P que originalmente

possuia apenas 1 grupo e o agrupamento C' que resultou em 3 grupos.

15

J=—"—"—-=0,27 2.2
15+ 0+ 40 ’ (22)

Rand

Assim como J, o indice Rand |[Ran71| R mede a similaridade entre duas particoes P e C.
Este indice também resulta em valores no intervalo [0, 1], sendo que 0 indica que C' e P

sao muito diferentes e 1 indica que os conjunto de dados sao fortemente similares. Rand
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é definido pela Eq. 2.3 e o valor apresentado foi calculado com base no exemplo da Fig.

2.3.

a+d

= - 2.3
a+b+c+d (2:3)

Para o exemplo da figura 2.3 o valor do indice de Rand é apresentado na equacao 2.4.

B 15+0 B
C154+0+404+0

0,27 (2.4)

Fowlkes And Mallows

O valor deste indice estd diretamente relacionado com a similaridade entre C' e P, o
que significa que quanto maior o valor obtido, maior é a similaridade entre as particoes

analisados. O indice Fowlkes-mallows [FM83] FM ¢ definido pela equagao 2.5.

a a
a+b a+t+ec

FM =

(2.5)

Para o exemplo da figura 2.3 o valor do indice de Fowlkes And Mallows é apresentado

na equacgao 2.6.

15 15
FM = =0,52 2.
\/15+0 15440 0.5 (2.6)

2.2.2 Critérios Internos

Na pratica, informacoes externas, como o rétulos das classes, muitas vezes nao estao dis-
poniveis. Portanto, na situacao em que nao existam informagoes externas disponiveis, os
indices internos de validade sdo a tnica maneira de avaliar um agrupamento [LLX10].
Normalmente, estes indices sao capazes de quantificar a qualidade do resultado do agru-
pamento usando somente frequéncias e propriedades inerentes do agrupamento [HBVO01|
como, por exemplo, considerando apenas a matriz de proximidade.

Neste trabalho, foram utilizados os indices internos DBI [DBT79|, Dunn |[DunT74],
Gamma |BHT75, VCH10|, C-index |HL76, VCH10] e Silhouette [Rou87|.

Os indices internos foram aplicados em diferentes configuragoes dos algoritmos de

agrupamento, a fim de compreender melhor o comportamento e as relagoes entre estes
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métodos de validacao de agrupamento. Os indices internos foram utilizado como critérios
relativos. De acordo com Xu et al. [XWO09|, os critérios relativos comparam resultados
de agrupamento gerados por diferentes algoritmos ou entao pelo mesmo algoritmo, mas
com diferentes parametros de entrada, ou seja, eles avaliam o resultado do agrupamento
comparando-o com outros agrupamentos [HBVO01]. As proximas sub-segoes descrevem o

conjunto de indices citados anteriormente.

DBI

O indice Davies-Bouldin (DBI) [DB79] ¢ calculado em func¢ao da razao entre a soma da
dispersao interna dos agrupamentos e a distancia entre eles, e é definido pela Eq. 2.7
o;+0j

1 n
DBI = — g ————— 2.7
n izlmaxj- #J d(CZ‘, Cj) ( )

onde n é o nimero de grupos, o; é a distancia média entre todos os pontos do grupo i e
seu centroide ¢;, o; é a distancia média entre todos os pontos do grupo j e seu centroide
¢; e d(c;, ¢j) € a distancia entre os centroides ¢; e ¢;.

Fica claro para a defini¢cao acima que DBI é a similaridade média entre cada cluster e
seu correspondente mais semelhante [HBVO01]. E desejavel que os agrupamentos tenham
o minimo de similaridade possivel entre si. Assim, menores valores de DBI correspondem
a agrupamentos compactos com centroids distantes uns dos outros.

A tabela 2.2 apresenta a distribui¢do dos pontos referente ao gréfico da figura 2.3(b)
que sera utilizada como base para exemplificar o calculo do indice DBIL

O primeiro passo é calcular o centroide para cada grupo do dataset (tabela 2.3) e a
distancia do centroide de um determinado grupo em relacdo aos outros (tabela 2.4). Neste
exemplo a distancia adotada foi a euclidiana.

O segundo passo é calcular, para cada instancia, a distancia em relagao ao centroide
do grupo o qual pertence. Ao final calcula-se o valor da distancia média de cada grupo.
Este processo é demonstrado nas tabelas 2.5 - 2.7.

No terceiro passo, para cada par de grupo, a distancia média é somada e dividida
pela distancia entre os centroides correspondentes, conforme tabela 2.8. Apods efetuado o
calculo, é realizado o somatoério dos valores maximos entre os pares dos grupos, conforme

tabela 2.9.
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Tabela 2.2: Distribui¢ao dos pontos do dataset apresentado na figura 2.3(b)

Instancia | Atributo x | Atributo y
0 1 1
1 2 2
2 4 6
3 3 3,5
4 10 11
5 10 10
6 8 7
7 9 9
8 20 20
9 18 19
10 19 20

Tabela 2.3: Centroides dos grupos do dataset apresentado na figura 2.3(b)

Centroide | x y
Grupo 1 2,5 | 3,125
Grupo 2 | 9,25 | 9,25
Grupo 3 19 6

Tabela 2.4: Distancia entre os centroides dos grupos dataset apresentado na figura 2.3(b)

Centroides Distancia

Grupo 1 - Grupo 2 9,12
Grupo 1 - Grupo 3 23,37
Grupo 2 - Grupo 3 19
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Tabela 2.5: Distancia de todas as instancias do grupo 1 em relagao ao seu centrdide.

Instancia | Distancia
0 2,601
1 1,24
2 3,25
3 0,625
Dist Média 1,924

Tabela 2.6: Distancia de todas as instancias do grupo 2 em relagao ao seu centroéide.

Instancia | Distancia
4 1,90
5 1,06
6 2,58
7 0,36
Dist Média 1,48

Tabela 2.7: Distancia de todas as instancias do grupo 3 em relagao ao seu centroéide.

Instancia | Distancia
8 1,05
9 1,20
10 0,34
Dist Média 0,87

O resultado final do indice DBI é dado pelo somatoério obtido na tabela 2.9 dividido

pela quantidade de grupos encontrados. Para este exemplo o resultado final seria 0, 9093+

3 =10,3031.
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Tabela 2.8: Célculo da distancia média entre os pares de grupos dividida pela distancia

de seu respectivo centroide.

Grupos | (0; + ;) +d(c;, ¢))

1-2 0,3728
1-3 0,1193
2.3 0,1637

Tabela 2.9: Maximo valor das distancias entre os grupos.

Grupos Max

1-2 0,3728

1-3 0,1193

2.3 0,1637

Somatoério | 0,9093

Dunn

O indice de Dunn [Dun74] D é calculado a partir da razao entre a menor distancia
intergrupo e a maior distancia intragrupo. Seu valor varia no intervalo [0, o), significando
que quanto maior o valor obtido, mais compactos e bem separados sao os grupos. Este
indice tenta identificar aglomerados compactos e bem separados [HBVO1].

Seja D(C;, C;) a distancia entre dois grupos C; e C; calculada como a menor distancia
entre um par de pontos z € C; e y € C; (Eq. 2.8) e diam(C;) o diametro do grupo C;
igual a maxima distancia entre dois de seus componentes (Eq. 2.9). O indice Dunn ¢é

formalmente definido pela Eq 2.10, onde k£ é o nimero de grupos.

D(CCj) = _min,, (D) 29
diam(C;) = max (D(z,y)) (2.9)

z,yeC}
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D(k) = min (min ( CNY) )) (2.10)

=1,k \J+1,..k \ max;—1_ g (diam(C}))
A principal desvantagem em relacao aos outros critérios é a complexidade computaci-
onal quadratica. Além disso, este critério é bastante sensivel a ruido.
Para exemplificar o célculo do indice Dunn sera utilizado o mesmo conjunto de dados
referente ao exemplo do DBI que foi apresentado na figura 2.3(b).
Inicialmente é necessario calcular a distancia entre os pontos de uma mesma classe
e a maior distancia de cada classe, conforme exemplificado nas tabelas 2.10 - 2.12. Em
seguida, ¢ calculada a distancia entre os pontos que nao estao presentes nas tabelas 2.10

- 2.12 e a menor distancia deste conjunto.

Tabela 2.10: Calculo da distancia dos pontos do grupo 1.

Pontos | Distancias
0-1 1,411
0-2 5,830
0-3 3,201
1-2 4,472
1-3 1,802
2-3 2,692

Maximo 5,830

Para finalizar o céalculo é necessario dividir a distancia minima pela distancia méaxima.

Ou seja, o valor final do indice Dunn é 4,123 + 5,830 = 0,707

Silhouette

O indice Silhouette |[Rou87| define a qualidade dos agrupamentos com base na proximidade
entre os objetos de um determinado grupo e na proximidade desses objetos ao grupo mais
proximo. Silhouette é definido formalmente pela Eq. 2.11 que calcula o valor do indice
para uma tnica instancia x que pertence ao grupo j, onde d(z,C};) é a dissimilaridade

média de z em relagao a todos os pontos de j, e h é 0 grupo mais proximo da instancia .
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Tabela 2.11: Calculo da distancia dos pontos do grupo 2.

Pontos | Distancias
4-5 1
4-6 4,472
4-7 2,236
5-6 3,605
5-7 1,414
6-7 2,236

Maximo 4,472

Tabela 2.12: Célculo da distancia dos pontos do grupo 3.

Pontos | DistAncias

8-9 2,236
8-10 1
9-10 1,414

Maximo 2,236

S(ZL’) _ d(5570h) — d($7Cj)
max(d(x,Cy),d(x,C;))

s(x) varia entre o intervalo [—1,1]. Quanto mais proximo de 1 melhor a alocacao do

(2.11)

objeto no grupo. Apds calcular o valor para todos os pontos do agrupamento, deve ser
calculada a média para o grupo (5;) e em seguida para o agrupamento como um todo

(GS), conforme Eq. 2.12 e 2.13, onde N; é o nlimero de pontos do grupo j e K é o nimero

de grupos.
Zj‘\i]i s(z:)
S; === (2.12)
J Nj
K
- S,
GS = @ (2.13)
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Gamma

O indice Gamma [BH75, VCH10| T" calcula o niimero de pares concordantes de objetos S,
que é o niimero de vezes que a distancia entre um par de objetos do mesmo grupo é menor
do que a distancia entre um par de objetos de um grupo diferente. Esse indice também
calcula o niimero de pares discordantes S_, que é o nimero de vezes que a distancia entre
um par de objetos do mesmo grupo é maior do que a distancia entre um par de objetos

de grupos diferentes. I' é definido pela equacao 2.14.

S, —S_
r=-—~, =
SE

Este indice varia no intervalo [—1,1]. Melhores parti¢des devem ter valores mais altos

(2.14)

de S, , baixos valores de S_ e, consequentemente, terao altos valores de I'.

C-Index

C-index [HL76, VCH10] ¢ definido como:

_ dy —min(dy)
¢= maz(dy) —min(d,) (2.15)

onde d,, é a soma das distancias de todos os pares de instancias de um mesmo grupo. Seja
j o nimero de pares de instancias no mesmo grupo, mazx(d,) e min(d,) sao a soma das j
maiores e menores distancias, respectivamente, considerando todos os pares de distancias.

Assim, este indice deve ser minimizado e varia no intervalo entre [0, 1].

2.3 Tarefa de Regressao

Regressao é um tipo de modelagem preditiva onde a variavel dependente é continua.
Esta técnica é utilizada em diversas areas como economia, administracao, engenharias,
etc. Segundo Hines [Hin06] a analise de regressdao investiga a relagdo entre duas ou
mais variaveis (variaveis preditoras) e uma variavel dependente. Sendo que, quando os
problemas envolvem mais de uma variavel preditora, esses modelos sao chamados de

modelos de regressao multipla.
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2.3.1 Regressao Linear

A relacao entre as variaveis explanatorias e a varidvel dependente é representada pela

equacao de regressao multipla 2.16.

y =00+ fix1+ ...+ Bpan +€ (2.16)

As variaveis explanatorias sao representadas pelos termos x;, ao passo que a variavel
dependente é representada por y. A relagao entre as variaveis ¢ demonstrada por f;, que
indica quantitativamente como as variaveis explanatorias determinam a variaveis depen-
dente e 0 € & 0 erro aleatorio em y [Har0l]. Para estimar os coeficientes de regressao f3;,
¢ utilizado o método dos minimos quadrados [Wei05].

Segundo Han et al. [HKPO06] existem 2 tipos principais de arvores para predigao
numérica: arvores de regressao e arvores modelo. Na arvore de regressao cada n6 folha
guarda um valor continuo. Na &rvore modelo cada n6 folha contém um modelo de regressao

que representa uma equacao com miltiplas variaveis para a predicao do atributo.

2.3.2 Arvore de Regressao M5

O algoritmo M5 foi desenvolvido por [Q792] para tratar atributos e classes continuas.
M5 é um processo Top Down Induction Decision Trees (TDIDT), mas com fungoes de
regressao linear nos noés folhas, ao invés de um valor categorico predizendo a classe.

Os resultados da execucgao deste algoritmo sao chamados de arvore modelo, conforme
exemplo apresentado na figura 2.4. Apos a arvore ser obtida, o algoritmo possui uma fase
de particionamento, que divide o conjunto de dados; uma fase de poda, para reduzir o
numero de noés da arvore obtida; e uma fase adicional denominada smoothing, que tem
como objetivo reduzir a grande diferenga dos valores preditos entre os nos-folha [WW96|.
No modelo linear conforme figura 2.4 (direita), cada parte da equacdo corresponde a um
dos atributos do dataset Wine [CCAT09| (por exemplo, calorias, densidade, pH, etc...)
multiplicados uma constante que quantifica sua contribuicao no valor final do atributo

alvo.
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<=0.992

M1
(443/26.35%)

Figura 2.4:

>0.997

LM num: 1
alcohol =

0.5327 * fixed acidity
+0.8519 * volatile acidity
+0.5608 * citric acid
+0.2665 * residual sugar
+5.3478 * chlorides
-0.004 * free sulfur dioxide
+0.0021 * total sulfur dioxide
-793.4905 * density
+2.2064 * pH

+1.2275 * sulphates
+0.0137 * quality
+785.357

LM 2
(684/32.92%)

LM 3
(306/25.75%)

Exemplo de arvore modelo e modelo linear para o dataset Wine.
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Capitulo 3

Trabalhos Relacionados

Neste capitulo sao apresentados trés trabalhos que possuem relagao com esta dissertacao.

3.1 Relative Clustering Validity Criteria: A Compara-
tive Overview

[VCH10| propdem uma comparacao de critérios de valida¢do de agrupamentos utilizando
um método estatisticamente mais robusto do que o tradicionalmente usado na literatura
[MC85]. Os autores calculam a correlacao de Pearson entre critérios internos e um critério
externo com o objetivo de identificar relacoes entre os valores.

A metodologia utilizada no artigo pode ser explicada utilizando a tabela 3.1. Cada
linha da tabela representa um dataset, as colunas 1 e 2 apresentam o valor de um indice
interno e a terceira coluna o valor de um indice externo. Calculando a correlacao de
Pearson entre o primeiro critério interno e o critério externo foi obtido o valor de 0,9627.
Este elevado valor reflete o fato do Critério Interno 1 particionar os dados da mesma
forma que o Critério Externo os classifica. Entao pode-se concluir que o Critério Interno
1 tem correlagao com o critério externo. Os datasets utilizados pelos autores para realizar
os experimentos foram os mesmos descritos em [MC85, Mil81|.

Na metodologia proposta nesta dissertacao de mestrado, apresentada na Secao 4, a
relacao entre critérios internos e externos ¢ capturada diretamente através de um modelo

de aprendizado baseado em regressao linear e arvores de regressao. Ao contrario de

37
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[VCH10], foi apresentado a estratégia de geragao dos datasets sintéticos e a avalia¢do dos

modelos aprendidos.

Particao | Crit. Interno. 1 | Crit. Interno 2 | Crit. Ext.
1 0.75 0.92 0.82
2 0.55 0.22 0.49
3 0.20 0.56 0.31
4 0.95 0.63 0.89
5 0.60 0.25 0.67

Tabela 3.1: Exemplo de critérios internos e externos de avaliacao de cinco particoes de
um conjunto de dados usando Correlagdo de Pearson. Adaptado de [Vendramin et al.

2010]

3.2 A Combination Approach to Cluster Validation Ba-
sed on Statistical Quantiles

Um problema conhecido e muito discutido na literatura comumente associado ao uso de
algoritmos de agrupamento é estimar o nimero de grupos existentes em um conjunto de
dados. Grande parte dos algoritmos de agrupamento necessitam deste ntmero previa-
mente definido, pois utilizam como parametro de entrada. Uma possivel solucao para
este problema ¢ avaliar a qualidade de cada agrupamento proposto para um determinado
conjunto de dados.

No trabalho proposto por [AS09| foram analisadas diferentes técnicas para detectar
o nimero de grupos mais adequado para um conjunto de dados e também foi proposto
um novo algoritmo baseado na combinagao de varios indices de validagao. Os indices de
validacao estudados e os algoritmos foram testados em dados sintéticos com distribuicao
gaussiana e no dataset real Iris. A técnica proposta baseia-se no calculo das estatisticas

de quantis das curvas de validagao.
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3.3 Understanding of Internal Clustering Validation
Measures

Conforme discutido anteriormente, a validacao de agrupamento pode ser dividida basica-
mente em dois tipos: a validagao externa e interna. Na literatura foram propostos diversos
indices de validagao tanto internos quanto externos, no entanto estes indices podem ser
afetados por diversas caracteristicas dos dados como, por exemplo, o ruido dos dados
ou entao a densidade dos agrupamentos. Estas caracteristicas podem ter um impacto
significativo sobre o desempenho de uma medida de validagao.

Levando isso em consideragao, Liu et al. [LLX"10] apresentam um estudo detalhado
de onze indices internos de validacao de agrupamento e investigam as propriedades de
validacao dos indices em diferentes aspectos, tais como: impacto da monotonicidade,
ruido, densidade, sub-grupos e distribuicao heterogénea.

Para realizar os experimentos os autores geraram dados sintéticos com as caracteris-
ticas descritas acima, o resultado pode ser observado na figura 3.1.

Os experimentos realizados mostram que a maioria dos indices tém certas limitagoes

(a) Dataset bem separado (b) Dataset bem separado (c) Dataset com diferenga de
com ruido densidade

e,
B
Fa

e

(d) Dataset com subclusters (e) Dataset com distribuicdo
heterogénea

Figura 3.1: Exemplos de datasets com diferentes caracteristicas.
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em diferentes cenarios de aplicacao, principalmente quando os aspectos sao ruido e sub
grupos. O tdnico indice que apresentou bons resultados em todos os aspectos testados foi
o S_Dbw [HBVOL|.

Para o aspecto de monotonicidade, os melhores indices foram: CH [CHT74], I [MB02],
Dunn, Silhouette, SD [HVB00| e XB |[XB91]; Para o aspecto de ruido, os melhores indices
foram: 1, Silhouette, DBI, SD, XB; Para o aspecto de densidade, os melhores indices
foram: CH, Dunn, Silhouette, DBI, SD, XB; Para o aspecto de sub-grupos os melhores
indices foram: I e CH; E para o aspecto de distribuicao heterogénea, os melhores indices
foram: I, Dunn, Silhouette, DBI, SD, XB;

Com base nos principais trabalhos relacionados estudados, nao foi encontrado um
trabalho que estabelecesse e quantificasse a relagao entre critérios internos e externos com
base em regressao e arvores modelo. Deste modo, nos proximos capitulos é apresentada
a metodologia proposta para esse trabalho, um conjunto de experimentos realizados e a

validacao da metodologia proposta.



Capitulo 4

Metodologia

Este capitulo apresenta em detalhe a metodologia proposta nesta dissertacao para inves-
tigar a relacao dos critérios de validacao de agrupamento externos e internos. A Fig. 4.1
apresenta uma visdo geral da metodologia que é dividida em 5 etapas: (1) selegdo ou
de geragao de conjuntos de dados, (2) agrupamento, (3) avaliacao dos agrupamentos, (4)
transformacao de dados e (5) mineracao de dados.

A primeira etapa é responsavel pela selecao ou geracao de um conjunto de datasets.
Na segunda etapa é aplicado um algoritmo de agrupamento sobre os datasels gerados
anteriormente. Com os dados agrupados, sao calculados os critérios de validacao externos
e internos. A quarta fase organiza os indices calculados na validacao dos grupos para
que, por fim, seja aprendido um modelo preditivo baseado na relacao entre os critérios

externos e internos.

4.1 Geracao Datasets

Esta etapa define os conjuntos de dados que serao utilizados. As instancias neste conjunto
de dados devem ser classificadas como particoes previamente definidas para que possam
ser utilizadas nos critérios de validacio externos. E importante ressaltar que pode ser
utilizado tanto conjuntos de dados reais quanto conjuntos sintéticos.

A utilizacao de conjuntos de dados sintéticos permite a variacao das propriedades, tais
como numero de instancias, caracteristicas e grupos, distribuicao de densidade, ruido, e

assim por diante. O ntmero de datasets a ser utilizado deve ser suficiente para gerar as
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® ) ®

selecao ou avaliagdo dos
geragdo dos » agrupamento ¢
datasets agrupamentos
T
transformacéo
dos dados

-

mineracdo de

dados

Ce=aCr, + fCr, +...+Cr,

Figura 4.1: Metodologia proposta para selecionar de indices interno de validagao de agru-

pamento mais adequado.

entradas para a tarefa de mineracao seguinte. Por essa razao, o uso de datasets sintéticos

se mostra mais apropriado que dados reais.

4.2 Agrupamento

A segunda etapa da metodologia consiste em selecionar e aplicar um algoritmo de agru-
pamento no conjuntos de dados gerado ou selecionado no passo anterior. Esta escolha
depende das propriedades dos datasets da etapa anterior. Por exemplo, se os conjuntos
de dados escolhidos forem muito grandes e apresentarem grupos de tamanhos diferentes
com formas nao convexas e miltiplas densidades, ¢ recomendado que nesta etapa seja
utilizado um algoritmo baseado em densidade com baixa complexidade computacional.
Pois esse algoritmo de agrupamento escolhido deve ser executado varias vezes, variando
os parametros de entrada para procurar por particoes diferentes.

A saida gerada por esta etapa é um conjunto de particdes, uma por dataset, que foram

agrupadas seguindo as regras do algoritmo aplicado.
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4.3 Avaliacao dos Grupos

A terceira etapa calcula um conjunto de indices de validacao de agrupamento internos
e externos para cada resultado de agrupamento obtido na etapa anterior. Estes indices
quantificam a qualidade dos resultados de agrupamento. Neste trabalho estao sendo
aplicados os indices descritos no capitulo 2, Jaccard, Rand e Fowlkes-Mallows como indices
externos e DBI, Dunn, Gamma, C-index e Silhouette como indices relativos.

E importante ressaltar que novos indices podem ser incorporados, assim como alguns
podem nao ser considerados dependendo do tipo de dataset ou algoritmo escolhido nas

etapas anteriores.

4.4 Transformacao

Os valores dos indices previamente calculados sao transformados para serem utilizados
como entrada para mineracao de dados. Os critérios de minimizagao, tais como, DBI e
C-index sao invertidos, pois os demais indices sao critérios de maximizacao. Assim, com
os indices transformados, quanto maiores forem os valores dos indices, mais compactos e
bem separados estao os grupos.

A transformacao de um indice ¢;, ¢ definida pela equagao 4.1, onde v;;, é o valor de um
indice ¢ calculado sobre a particao p e v; é a média dos valores do indices ¢ considerando
todos os datasets.

Todos os valores transformados sao normalizados. Pois conforme explicado no capi-
tulo 2, os indices DBI, Dunn apresentam valores que podem ser de [0, 00), Silhouette, T'
apresentam valores que podem ser de [—1, 1]. Dessa forma, esses indices sdo normalizados
para que todos os indices fiquem em intervalos de valores de [0, 1].

20; — v;p, se 1 € um critério de minimizagao

tiy = (4.1)
Vip, caso contrario

4.5 Mineracao dos Dados

A tarefa de mineracao de dados usa um conjunto de treinamento em que cada atributo é

um indice transformado e cada instancia representa um dataset gerado na primeira etapa
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Tabela 4.1: Um exemplo de conjunto de treinamento com Jaccard (J) como atributo alvo.

DBI S D r C J
1 0.75994 0.79304 0.35734 0.72317 0.48791 0.41040
2 0.76354 0.69743 0.31469 0.62481 0.21182 0.41048

n 087119 0.75364 0.24754 0.67538 0.40145 0.41707

da metodologia.

A Tabela 4.1 apresenta um exemplo de conjunto de treinamento onde Davies-Bouldin,
Silhouette, Dunn, Gamma e C-index foram definidos como atributos preditivos e o indice
externo Jaccard foi definido como atributo alvo. Este conjunto de treinamento é utilizado
como entrada na tarefa de regressao para estimar os valores de indice externo baseado
nos indices internos. A analise dos modelos obtidos na tarefa de regressao permite verifi-
car qual(is) indice(s) interno ¢/sdo mais adequado(s) para avaliar os conjuntos de dados

gerados ou selecionados na primeira etapa.



Capitulo 5

Avaliacao Experimental

Este capitulo descreve os experimentos realizados, a fim de validar empiricamente a me-
todologia proposta no capitulo 4 e avaliar a qualidade dos modelos de regressao.

Duzentos conjuntos de dados sintéticos foram gerados durante a avaliagao experimen-
tal. Estes conjuntos de dados contém multiplas distribuicoes de pontos em um espaco
bi-dimensional, o que permite verificar visualmente a validade dos resultados [HBVO01].
Para os experimentos realizados foi utilizado o software de computacao estatistica R' nos
passos 1 a 4 da metodologia. E na tiltima etapa foi utilizado o software Weka?.

Os experimentos foram divididos em dois estudos de casos: (i) no primeiro estudo de
caso a metodologia proposta é aplicada em datasets com caracteristicas de compacidade
e um algoritmo de agrupamento particional; (ii) no segundo estudo de caso foram uti-
lizado datasets com miltiplas densidades e um algoritmo de agrupamento baseado em
densidade. As seguintes métricas foram utilizados para avaliar os modelos de regressao

obtidos: coeficiente de correlagao e raiz do erro quadrético relativo (root relative squared

error) [HKPO6].

"http://www.r-project.org/
’http://www.cs.waikato.ac.nz/ml/weka/
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5.1 Estudo de Caso 1: datasets com caracteristica de
compacidade e algoritmo de agrupamento particio-
nal

No primeiro estudo de caso, foram utilizados datasets com caracteristicas de compacidade
[HKKO05]. A figura 5.1 mostra a metodologia descrita no capitulo 4 aplicada ao primeiro

estudo de caso.

selecdo ou -
- R .| avaliacdo dos
geragdo dos » agrupamento >
agrupamentos
datasets
Dados com Algoritmo K-Means l
caracteristica de
compacidade
transformacéo
dos dados
mineracao
—>
de dados

Ce=aCr, + fCr, +...+Cr,

Figura 5.1: Metodologia proposta para selecionar os indices internos de validagao de
agrupamento mais adequados aplicada ao estudo de caso 1 considerando datasets com

caracteristicas de compacidade.

Na primeira etapa foram gerados 100 datasets nos quais foram distribuidos 150 pontos
em um espago bi-dimensional. O nimero de classes n. variou de 2 a 5 sendo que o nimero
de instancias de cada grupo foi gerado aleatoriamente sempre totalizando 150 instancias,
ou seja, foram gerados 25 datasets com 2 classes, 25 datasets com 3 classes e assim
sucessivamente. Metade dos pontos seguem uma Distribui¢ao Gaussiana em que o raio r
foi definido entre 1 e 10 e o desvio padrao sd = 0.33r. E a outra metade uma Distribuicao
Uniforme, simulando assim um ruido. A Figura 5.2 (esquerda) demonstra um exemplo
de dataset com 3 classes distintas identificadas pela cor das instancias. Este dataset foi

gerado utilizando os parametros: n., = 3, r = 6.37, sd = 2.34.
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Apos a geracao dos datasets, na segunda etapa foi aplicado o algoritmo de agrupamento
k-Means com k = n.. Na terceira etapa os resultados de agrupamento foram avaliados
utilizando os indices Jaccard, Rand, Fowlkes-Mallows, DBI, Dunn, Gamma, C-indez e
Silhouette que foram descritos na secao 2.2. Na etapa 4, para cada particao, os indices
de validacao de agrupamento foram invertidos e normalizados, conforme explicado no
capitulo 4. A Figura 5.2 (direita) mostra o agrupamento realizado pelo k-means com
k = 3 quando aplicado ao dataset gerado (a esquerda). Para este agrupamento, os
valores dos indices calculados foram: DBI = 0.77701, S = 0.46821, D = 0.05092, I' =
0.83456, C' = 0.29191, J = 0.28979, R = 0.43660 e FM = 0.48004. E os resultados apos
transformacao foram: DBI = 0.31690, S = 1, I' = 0.99682, C' = 0.31690, D = 0.55269,
J =0.28979, R = 0.43660 e F'M = 0.48004.

-10 -5 0 5 10 -10 -5 0 5 10

Figura 5.2: Um exemplo de dataset gerado (esquerda) e o resultado de agrupamento

gerado pelo k-Means (direta).

Na etapa 5, foi gerado um modelo de regressao linear para cada indice externo de
validacao usando os internos. Os parametros padrao do Weka foram mantidos para todos
os experimentos. As equacgoes 5.1 - 5.3 apresentam os modelos de regressao linear obtidos

no primeiro estudo de caso.

J =10,4691 S —0,2766 I' — 0,2447 C' + 0, 363 (5.1)

R=-0,1746 S+ 0,2492 I' — 0,0543 C + 0,5078 (5.2)
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FM =0,5815—0,3891 " — 0,2563 C' + 0, 5333 (5.3)

Observando os modelos de regressao linear pode-se notar que DBI e Dunn foram ir-
relevantes para estimar os indices externos, pois nao foram utilizados em nenhuma das
equacgoes de regressao linear obtidas. J4 o indice Silhouette teve um impacto positivo no
Jaccard e Fowlkes-Mallows mas negativo no Rand. O indice Gamma teve um comporta-
mento oposto ao Silhouette, pois teve impacto positivo apenas sob o indice Rand. E, por
fim, o C-inder teve influéncia negativa em todos os indices externos.

Também foram aprendidos modelos baseados em arvores de regressao utilizando o
algoritmo M5 [Q192] para estimar os mesmos trés indices externos. Foi definido um nu-
mero minimo de instancias por folha m = 4, sendo m um parametro do algoritmo M5.
A Fig. 5.3 apresenta a arvore modelo do indice Jaccard. Cada folha ¢ um modelo de
regressao linear distinto (LM) construido utilizando um subconjunto de insténcias, que
foram selecionados utilizando a regra definida pelo caminho entre a raiz e a folha. Estes
nés apresentam o ndmero de casos e o erro de predicao de cada LM. Para a arvore mo-
delo do indice Jaccard obtida no primeiro estudo de caso, o indice Gamma foi o atributo
mais discriminatorio (raiz da arvore), seguido do indice Silhouette. Outros indices ajuda-
ram a construir a arvore, mas todos LMs apresentaram uma influéncia minima do DBI,
além dos indices citados anteriormente. Para todos LMs, o indice Silhouette impactou
positivamente na predicao do Jaccard enquanto o Gamma e DBI tiveram um impacto
negativo.

Em relagao ao uso do DBI como um né interno, a arvore de regressao do indice Rand
nao produziu diferengas significativas nos dez LMs (nos folhas), os quais sdo compostos
pelos mesmos indices incluindo Silhouette e Gamma. Para o indice Fowlkes-Mallows, M5
produziu uma arvore de um tinico n6é com o mesmo LM apresentado na equacao 5.3.

A Tabela 5.1 compara os modelos obtidos com regressao linear e arvore modelo. Para
cada modelo aprendido, sao apresentadas duas medidas de qualidade: coeficiente de cor-
relacao e raiz do erro quadratico relativo [HKPO06]. Ao analisar o coeficiente de correlagao,
é possivel observar que o M5 teve desempenho melhor ou igual ao modelo de regressao
linear.

Ao realizar a analise dos modelos é possivel verificar que os indices de validacao de
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<=0.554 > 0.554
>0.4 <=0.14 >0.574 <=0.574
LM 1 LM 4 LM 5
(14/2.595%) (54/15.48%) (19/15.82%)
<=0.513 >0.513
LM 2 LM 3
(8/1.297%) (5/3.419%)

Figura 5.3: Arvore modelo usando o indice J como classe.

Tabela 5.1: Resultado das métricas de avaliagao para o algoritmo k-means.

J(%) R(%) FM(%)
Reg. Linear M5  Reg. Linear M5  Reg. Linear M5
Coeficiente de
Correlacao 97.82 98.75 91.82 96.60 98.01 98.01

Raiz do erro

quadratico relativo 20.78 15.83 39.61 25.91 19.86 19.86

agrupamento internos mais adequados para avaliar os conjuntos de dados gerados usando
o algoritmo k-means foram Silhouette e Gamma. Estes indices sao capazes de avaliar a
grande maioria das particoes de um modo semelhante, quando comparado com os indices

externos.
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5.2 Estudo de Caso 2: datasets com densidade miailti-
pla e algoritmo de agrupamento baseado em densi-

dade

Neste segundo estudo de caso, a metodologia proposta foi aplicada utilizando varios con-
juntos de dados com miltiplas densidades [HKKO05| e um algoritmo de agrupamento ba-

seado em densidade conforme mostra a figura 5.4.

selecdo ou -
- R .| avaliacdo dos
geragdo dos » agrupamento >
agrupamentos
datasets
Dados com Algoritmo DBSCAN l
caracteristica de
densidade
transformacéo
dos dados

}

mineracao
de dados

Ce=aCr, + fCr, +...+Cr,

Figura 5.4: Metodologia proposta para selecionar os indices internos de validagao de
agrupamento mais adequados aplicada ao estudo de caso 2 considerando datasets com

caracteristicas de densidade.

Na primeira etapa, 100 conjuntos de dados sintéticos distintos foram gerados com 150
instancias em cada um, distribuidos em um espaco bidimensional. Para estes conjuntos
de dados o niimero de classes variou da seguinte forma: 25 datasets com 2 classes, 25
datasets com 3 classes e assim por diante. Os 150 pontos de cada dataset foram gerados

utilizando uma distribui¢do gaussiana bivariada [Goo63| definida pela equagao 5.4.

o PO L0y

(o)~ | () o4
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onde (1, ¢ a média de z, p,, ¢ a média de y, o, € o desvio padrao de z, o, é o desvio padrao
de y e p é a correlacao.

O objetivo de usar uma distribuicao gaussiana bivariada para geracao dos datasets é
gerar conjuntos de dados com diferentes formas. Para cada grupo, o, e o, foram definidos
aleatoriamente de 0,5 a 1,0. Isto assegura uma variagao aleatéria para espalhar os pontos
em torno de x e y em cada grupo.

A variacao da densidade foi obtida considerando um numero aleatério de pontos em
cada grupo. Foi estabelecido que cada grupo deve ter pelo menos 2 pontos. Considerando
um exemplo de um conjunto de dados com dois grupos, temos Sizec; = random|[2, 148],

Sizecy = 150 — Sizec;.
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Figura 5.5: Exemplo de um conjunto de dados gerados com 4 classes (esquerda) e o

agrupamento obtido apés aplicagdo do DBSCAN (direita) com 3 grupos.

Na figura 5.5 (& esquerda) é apresentado um exemplo de um conjunto de dados com
4 grupos. Pode-se notar que esses grupos tém diferentes densidade e forma.

A segunda etapa da metodologia consiste em aplicar o algoritmo DBSCAN para cada
conjunto de dados gerados. No entanto, um problema classico em algoritmos de agrupa-
mento baseado em densidade ¢ definir os valores apropriados para o raio () e nimero
minimo de pontos (MinPoints) para gerar um bom resultado de agrupamento. Muitas
vezes, este problema é resolvido por tentativa e erro [CAC10]. Como foram gerados 100
datasets se tornaria inviavel setar os parametros por tentativa e erro, desta maneira,

foi adotada a estratégia descrita em [ZWL12|, que propdem que esses parametros sejam
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adaptaveis e auto-ajustaveis, sem qualquer intervencao manual.
A abordagem para determinar os parametros € e MinPoints para cada conjunto de

dados ¢ dividida em quatro etapas [ZWL12]:

1. Calcular a matriz de distancias para todos os pontos e ordenar os valores desta
matriz de maneira ascendente linha por linha. Calcular a média de cada coluna
(e _wector). Entao, e _vector[i] ¢ a distancia média entre um ponto o i-ésimo ponto

mais préoximo;

2. Calcular o MinPoints usando £ wvector. Inicialmente é verificado quantos pontos
existem dentro de e considerando-se os valores da matriz de distancia. Por exemplo,
na primeira linha da matriz de distancias é verificado quantas distancias sao menores
do que o € wector[l]. A mesma verificagdo é feita para a segunda linha e assim

sucessivamente. Esses valores irao compor o MinPoints _vector;

3. Aplicar o algoritmo DBSCAN usando € _vector e MinPoints_vector como parame-
tros. Para cada par de €_vector[i|, MinPoints_vector[i] o DBSCAN ¢ aplicado e
¢ armazenado o numero de grupos resultante. Estes valores correspondem a uma
matriz de pardmetros exemplificada na figura 5.6. A coluna estabilidade representa

a diferenca entre a quantidade de grupos;

4. Usando a matriz de parametros podemos descobrir quando o ntimero de grupos

estabiliza e localizar os valores 6timos de € e MinPoints;

Seguindo a metodologia proposta, na segunda etapa é aplicado o algoritmo DBSCAN
para os 100 conjuntos de dados gerados, considerando os parametros € e MinPoints cal-
culados para cada conjunto de dados, conforme explicado anteriormente. Em seguida, na
terceira etapa, os resultados de agrupamento sao avaliados utilizando todos os indices de
validacao de agrupamento descritos na secao 2.2.

Na quarta etapa, os indices foram transformados e normalizados para serem utilizados
como entrada para a etapa de mineracao. A figura 5.5 (a direita) mostra o agrupamento
realizado pelo DBSCAN sobre o conjunto de dados original (& esquerda), considerando
e = 0,493 e MinPoints = 6. Os valores dos indices calculados foram: DBI = 0,68797,
S =0,54938, I = 0,91735, C = 0,25997, J = 0,64087, R = 0,81476 e FFM = 0,78114.
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k EPS MinPts | Qtd_Grupos | Estabilidade

1 0 -1 150 -

2 0,234192 1 81 69

3 0,342545 1 49 32

4 0,423771 3 10 39

5 0,496816 4 6 4

6 0,550628 6 5 1

7 0,602069 7 3 2

8 0,648298 8 4 -1

9 0,694340 10 3 1 <

10 0,732673 | 11 3 0 Quantidade de J
11 0,770796 12 3 0 Grupos estabilizou
12 0,808510 13 3 0

13 0,843694 15 3 0

Figura 5.6: Exemplo da matriz de parametros gerada para obter os valores de £ e Min-

Points para um dataset.

Os valores ap6s transformacao e normalizacao foram: DBI = 0,91569, S = 0,81860,
' =0,92748, C' = 0,83713, J = 0,64087, R = 0,81476 ¢ FM = 0,78114. O indice Dunn
nao foi considerado neste estudo de caso.

Na etapa 5, foi aplicado o algoritmo de regressao linear, disponivel no Weka, para cada
indice externo usando os indices internos como atributo alvo. Os parametros utilizados
foram os mesmos do estudo de caso 1. Os modelos obtidos sao descritos nas equacoes 5.5

- 5.7.

J =0.1927 S+ 0.1712 T + 0.0268 DBI + 0.353 (5.5)
R =0.5798 T + 0.2868 (5.6)
FM = 0.2585 S + 0.6064 (5.7)

Analisando os resultados das equagdes 5.5 - 5.7 do segundo estudo de caso é possivel
observar que o indice Silhouette tem influéncia positiva sobre os indices externos Jaccard
e Fowlkes-Mallows. O indice Gamma também é um indice importante para algoritmos

baseados em densidade, uma vez que tem influéncia positiva sobre os indices Jaccard e
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LM 1 LM 2
(29/112.796%) (71/50.888%)

Figura 5.7: Arvore modelo usando Jaccard como classe.

Rand. J& o impacto do C-index é insignificante, uma vez que nao aparece nos modelos de
regressao linear, assim como o DBI que aparece mas como uma constante muito pequena.

Assim como no primeiro estudo de caso, também foi aplicado o algoritmo M5 a fim de
obter as arvores modelo para estimar os indices Jaccard, Rand e Fowlkes-Mallows. Para
os indices Rand e Fowlkes-Mallows foi obtido arvores com noés isolados e modelos lineares
iguais as equacoes de regressao 5.6 e 5.7 respectivamente. Para o indice Jaccard foi obtida
a arvore modelo apresentada na figura 5.7. Esta arvore aprendeu os LMs descritos nas

equagoes 5.8 e 5.9.

J =0.0657 S 4 0.0584 I" 4+ 0.0091 DBI + 0.4464 (5.8)

J =0.0336 S +0.2484 T" + 0.0047 DBI + 0.353 (5.9)

A partir destas equacoes é possivel notar que o indice C-inder era insignificante, no-
vamente nao aparece nos LMs. O indice DBI foi importante para dividir as instancias no
nodo raiz, mas apresentou insignificante participacao nos LMs. Semelhante a regressao
linear, o indice Gamma tem contribuicao positiva sobre o valor de Jaccard. A tabela 5.2
apresenta a comparacio dos resultados de regressao linear e arvore modelo. E possivel no-
tar que os indices Rand e Fowlkes-Mallows tém resultados iguais para os dois algoritmos.
A diferenca é apenas para os resultados de Jaccard.

A anélise dos modelos permite verificar que os indices internos de validacao de agru-
pamento mais adequados para avaliar os conjuntos de dados gerados usando DBSCAN

sao Silhouette e Gamma.
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Tabela 5.2: Resultado das métricas de avaliagao para o algoritmo DBSCAN.
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J(%) R(%) FM(%)
Reg. Linear M5  Reg. Linear M5  Reg. Linear M5

Coeficiente de

Correlagao 65.48 67.59 72.59 72.99 64.29 64.29

Raiz do erro

quadratico relativo 75.58 73.73 68.78 68.78 76.59 76.59




Capitulo 6
Validacao

Este capitulo descreve o processo realizado a fim de validar os modelos obtidos nos expe-
rimentos apresentados no capitulo 5. Desta maneira, assim como nos estudos de caso a
validagao também foi divida em duas partes, uma para os modelos gerados utilizando o al-
goritmo de agrupamento k-means e outra para os modelos gerados utilizando o algoritmo
de agrupamento DBSCAN.

Para a validar os modelos do estudo de caso 1, foram usados 5 datasets reais extraidos
do site UCT! descrito na tabela 6.1. Para esta validacao nao foram gerados os graficos dos
conjuntos de dados para inspecao visual dos resultados de agrupamento, pois todos eles
possuem mais que duas dimensoes. Na Tabela 6.1 na primeira coluna tem-se o nome do
dataset, como o mesmo esta descrito no UCI. Nas colunas 2 e 3 sao apresentados o total
de instancias e o total de atributos de determinado dataset. E por fim, a coluna 4 mostra
o nimero de classes do dataset originalmente.

A validagao foi realizada seguindo as mesmas etapas da metodologia descrita no ca-
pitulo 4, ou seja, foi feita a selecao dos datasets, de posse dos mesmos, foi executado o
algoritmo de agrupamento k-means com k igual ao nimero de classes original (coluna 4
da Tabela 6.1). Com os dados ja agrupados, os indices de validagao foram calculados e
transformados. A tabela 6.2 apresenta os valores dos indices internos e externos obtidos
apos este processo.

Conforme é possivel observar na tabela 6.2 o tnico dataset que respeita o modelo

gerado anteriormente é o Habberman’s, pois bons valores para os indices externos impli-

Thttps://archive.ics.uci.edu/ml/datasets.html
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Tabela 6.1: Descrigao dos datasets utilizados na validagao dos modelos usando o algoritmo

k-means.

Dataset Instancias | Atributos | Classes
Balance Scale 625 4 3
Haberman’s Survival 306 3 2
Hayes - Roth 160 D 3
Iris 150 4 3

Teaching Assistant
150 5 3
Evaluation

caram em um valor alto para o indice Gamma. Para os outros datasets nao foi possivel

encontrar uma relacao entre os indices. Devido ao fato dos datasets representarem dados

reais, nao se tem a informacao de suas caracteristicas além de que utilizar a classe como

gabarito para o agrupamento nao ¢ a melhor estratégia, pois os dados reais podem ser

agrupados com base em suas caracteristicas, sem respeitar a classe ao qual pertence.

Tabela 6.2: Indices de validacdo calculados para os datasets reais utilizados na validacio

dos modelos.

DBI| S r C D J R | FM
Balance Scale 0 0 0 0 1 0,34 | 0,34 | 0,58
Haberman’s Survival | 0,56 | 0,56 | 0,97 | 0,56 | 0 | 0,50 | 0,50 | 0,70
Hayes - Roth 1 1 1099 1 |0,32]0,33|0,34 | 0,57
Iris 0,89 109 | 1 [0,88]0,65|0,34|0,35| 0,58
Teaching Assistant

0,40 | 0,37 1 0,98 | 0,40 | 0,38 | 0,34 | 0,35 | 0,58
Evaluation

Para validar os modelos do estudo de caso 2, foram usados 5 datasets sintéticos,

utilizados na literatura [AS14, LLG, JPZ03], disponiveis no site?. A tabela 6.3 apresenta,

2http://cs.joensuu.fi/sipu/datasets/
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uma descricao dos datasets. Na primeira coluna tem-se o nome do dataset. Nas colunas 2
e 3 sao apresentados o total de instancias e o total de atributos de determinado dataset,
sendo todos bi-dimensionais. E por fim, a coluna 4 mostra o ntimero de classes do dataset

originalmente.

Tabela 6.3: Descricao dos datasets utilizados na validagao dos modelos usando o algoritmo

DBSCAN.

Dataset | Instancias | Atributos | Classes
Compound 399 2 6
Flame 240 2
Jain 373 2 2
Path 300 2 3
Spiral 312 2 3

Da mesma maneira que a validacao anterior, esta validacao seguiu as mesmas etapas
da metodologia, utilizando os parametros adaptéveis para realizar o agrupamento, e ao
final foram gerados graficos dos conjunto de dados originais e do agrupamento resultante.

As Fig. 6.1 e 6.2 apresentam os datasets utilizados e os agrupamentos resultantes.

Tabela 6.4: Indices de validacio calculados para os datasets sintéticos utilizados na vali-

dacao dos modelos.

DBI | S r C J R |FM

Compound | 0,24 | 0,40 | 1 1 10,80 0,94 | 0,90

Flame 0,94 | 0,81 [ 0,53 | 0,54 | 0,54 | 0,54 | 0,73
Jain 1 1 ]0,690,28]095|0,95 | 097
Path 0,69 | 0,64 | 0,51 | 0,58 | 0,33 | 0,34 | 0,57
Spiral 0 ol o0 | o | 1] 1]1

Na tabela 6.4, sao apresentados os valores dos indices para os datasets descritos an-

teriormente. Pode-se perceber, através de inspecao visual que os melhores resultados de
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agrupamento foram obtidos nos datasets Compound, Jain e Spiral. Analisando os valores
dos indices obtidos para os dataset Jain, validamos os modelos descritos na secao 5.2, ja
que eles mostram que os melhores indices para avaliar os agrupamentos sao Silhouette
e Gamma e isso se confirma. Ja para o dataset Compound apenas o indice Gamma se
confirma, pois foi obtido bom valor de Gamma e bom valor de Jaccard.

Os valores mais altos referente aos indices externos sao dos datasets Compound, Jain
e Spiral, conforme consta na tabela 6.4, tendo assim, relacao direta com os valores dos
indices internos, exceto para o Spiral que apesar do resultado do agrupamento ter ficado
igual ao original, o valor dos indices internos é 0, pois foi o dataset com menor valor e
também devido a sua forma, os centroides estao todos no mesmo lugar.

O contrario também ¢ verdadeiro, segundo inspecao visual, os piores resultados de
agrupamento foram obtidos nos datasets Flame e Path, que consequentemente apresenta-
ram valores ruins nos indices externos e também refletiu nos indices internos Silhouette e
Gamma que tiveram valores ruins se comparados aos valores referente aos datasets Com-
pound, Jain. Conforme discutido anteriormente na se¢ao 5.2, chegamos a conclusao que
o DBI nao é um bom indice para avaliar agrupamentos com caracteristica de densidade,
esta hipotese se confirma, pois como é possivel observar, para os agrupamentos com re-
sultados nao tao bons, o DBI apresentou um valor alto, e para os agrupamentos com

resultados bons o DBI apresentou um valor baixo.
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Figura 6.1: Datasets utilizados na validagao dos modelos. A esquerda o conjunto de dados

original e a direita o agrupamento gerado pelo algoritmo DBSCAN.
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Figura 6.2: Datasets utilizados na validacao dos modelos. A esquerda o conjunto de dados

original e a direita o agrupamento gerado pelo algoritmo DBSCAN.
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Conclusoes e Trabalhos Futuros

Esta dissertacao de mestrado propoe uma metodologia para a selecao dos indices internos
de validacao de agrupamento mais adequados. Foi investigado as relacoes entre os indices
internos e externos a partir de um conjunto de modelos de regressao. Foram realizados
experimentos com dois algoritmos de agrupamento distintos sobre os conjuntos de dados
sintéticos gerados para este fim, usando diferentes configuracoes. A andlise dos modelos
de regressdao permitiu a inferéncia do(s) indice(s) interno(s) mais adequado(s) para cada
algoritmo de agrupamento.

Os resultados dos experimentos do estudo de caso 1 mostram que os indices internos
Silhouette e Gamma sao os mais adequados para avaliar os conjuntos de dados com com
caracteristica de compacidade usando k-means. Para o estudo de caso 2, os resultados
mostram que os mesmos indices apresentaram melhor desempenho comparado aos outros,
avaliando conjuntos de dados com multipla densidade e utilizando o algoritmo DBSCAN.

Desta maneira, pode-se concluir que a metodologia proposta pode ser vista como uma
guia para uma estratégia geral para a sele¢ao do indice interno de validagao mais adequado,
no qual o método de agrupamento ou o algoritmo de regressao podem ser substituidos
por outros mais eficazes ou eficientes em situagoes especificas.

Por fim, destaca-se como trabalhos futuros testar novos algoritmos com outras abor-
dagens, como por exemplo algoritmos hierarquicos, gerar dados sintéticos com outras
caracteristicas, conforme abordado por Liu et al. [LLX"10| e incluir outros indices de

validacao de agrupamento internos e externos na metodologia.
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